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LISTA DE ACRONIMOS Y ABREVIATURAS

Nomenclatura Significado en espaiiol (inglés) Nomenclatura Significado en espaiiol (inglés)

C. pepo L. Cucurbita pepo L. (Cucurbita pepo CP Cenicilla polvorienta (Powdery mil-
L.) dew).

FAO Organizaciéon de las Naciones Uni- MIP Manejo integrado de plagas (Mana-
das para la Alimentaciéon y la Agri- gement integrated of plants).
cultura (Food and Agriculture Or-
ganization).

CMV Virus del mosaico del pepino (Cu- ZYMV Virus del mosaico amarillo del cala-
cumber mosaic virus). bacin (Zucchini yellow mosaic virus

PRSV Virus de la mancha anular de la SqMV Virus del mosaico del calabacin
papaya tipo W (Papaya ringspot (Squash mosaic virus).
virus).

WMV Virus del mosaico de la sandia (Wa- BBCH Escala BBCH extendida (Biolo-
termelon mosaic virus). gische Bundesanstalt, Bundessorte-

namt and Chemical Industry exten-
ded).

ST Siembra transplante. SD Siembra directa.

SC Siembra contenedor. Vis Indices de vegetacion (Vegetation

indices).

TDs Descriptores de textura (Texture GLCM Matriz de co-ocurrencia del nivel de
descriptors). gris (Gray level co-ocurrence ma-

trix).

CC Componentes de color (Component UV-VIS- Ultravioleta-visible-cercano al
colors) NIR infrarrojo (Ultraviolet-visible-near-

infrared).

ANOVA Analisis de varianza (Analysis of SVM Mé4quinas de vectores de soporte
variance). (Support vector machine).

QP Problema de programaciéon cuadra- KNN K-vecinos mas cercanos (K-nearest
tica (Quadratic problem). neighbors).

ovVO Meétodo uno contra uno {one versus MSAVI, Indice de vegetacion de suelo ajusta-
one). do modificado (Modified soil adjust

vegetation index).

PRI Indice de reflectancia fotoquimica, MSR Radio espectral modificado (Modi-
(Photochemical reflectance index). fied spectral ratio).

WDRVI Indice de vegetacion de amplio ran- TVI Indice de vegetacion triangular
go dinamico (Wide dynamic range (Triangular vegetation index).
vegetation index).

NDRE fndice de borde del rojo de diferen- CARI Indice de reflectancia de la absorcion
cia normalizada (Normalized diffe- de clorofila (Chlorophyll absorption
rence red egde index). reflectance index).

TCI Indice de clorofila triangular (Trian- RARSB Analisis de radio del espectro de re-
gular chlorophyll index). flectancia (Ratio analysis of reflec-

tance spectra).

GR Radio verde (Green ratio and green GITy Propuesta de Gitelson (Gitelson
index). proposed).

DATT_3 Propuestas de Datt y otros indices NDVI Indice de vegetacion de diferencia

de vegetacion (Datt and others ve-
getations indices).

normalizada (Normalized difference
vegetation index).
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Lista de acrénimos y abreviaturas

Nomenclatura Significado en espaiiol (inglés) Nomenclatura Significado en espaiol (inglés)

GNDVI Indice de vegetacion de la diferencia REGNDVI GNDVI del borde rojo (Red-edge
normalizada del verde (Green nor- GNDVI).
malized difference vegetation).

REBNDVI NDVI del borde rojo azul (Red-edge NRENDVI NDVI de borde rojo cercano al infra-
blue). rrojo (Near-infrared red-edge ND-

VI).

REIP Punto de inflexién del borde rojo TGI Indice triangular del verde (Trian-
(Red edge inflection point). gular green index).

SD1_4 Indices de reflectancia de simple SRi_g Indices de simple radio (Simple ratio
banda o diferencia simple. (Single indices).
difference indices)

NDI Indices de diferencia normalizada NDs_3 indices de diferencia normalizada
(Normalized difference indices). (Normalized difference indices).

O1-5 Otros indices de vegetacion propues- PSND pigmentos especificos de diferencia
tos (Other vegetation indices). normalizada (Pigments specific nor-

malized difference).

VOG2 Indices propuestos por Vogelmann MCARI Absorcion de clorofila modificada en
(Vogelmann indices proposed). el indice de reflectancia (Modified

CARI).

TCARI Indice de reflectancia de la absorcion TCARI/OSAVI Indice de vegetacion de suelo ajus-
de clorofila transformada (Transfor- tado optimizado/TCARI (TCA-
med CARI). RI/optimized soil-adjusted vegeta-

tion index).

SR Simple radio (Simple ratio indices). PSSRq—p Pigmentos especificos de simple ra-

dio (Pigments specific simple ratio).

ARI Indice de reflectancia de antociani- REP Posicién de borde rojo (Red-edge
nas (Anthocyanin reflectance indi- position).
ces).

MCAI Absorciéon integral de la clorofi- SIPI Indice de pigmento de estructura in-
la modificada (Modified chlorophyll dependiente (Structure independent
absorption integral). pigment index).

MTVI Indice de vegetacién triangular mo- MRESR Simple radio de borde rojo modifica-
dificado (Modified triangular vege- do (Modified red edge simple ratio).
tation index-improved).

CRIy Indice de reflectancia de los carote- WBI Indice de banda del agua (Water
noides (Carotenoid reflectance indi- band index).
ces).

HS Propuestas de Hansen y Schjoerring GI Indice verde (Green index).
(Hansen and Schjoerring proposed).

BS Propuesta de Blackburn y Steel VARIgreen Indice de resistencia visible atmosfé-
(Blackburn and Steel proposed). ricamente (Visible atmospherically

resistant index).

VREIL; Indice de borde rojo de Vogelmann RGB Espacio de color RGB (Rojo, verde
(Vogelmann red edge index 1). y azul).

HSV Espacio de color HSV (Tono, satu- L*a*b Espacio de color L*a*b (Luminan-
racion y valor). cia, crominancia del rojo, crominan-

cia del azul).

YCbCr Espacio de color YCbCr (Luma, cro- Gray Espacio de color de niveles de gris.
ma azul, croma rojo).

G Componente gris. R, GG, BB Componentes de color RGB.

H,S,V Componentes de color HSV. L,AB Componentes de color L*a*b.

Y, CB, CR Componentes de color YCbCr. AUTO Autocorrelacion (Autocorrelation).

CONTR Contraste (Contrast). CORR Correlacion (Correlation).

CPROM Prominencia del grupo {Cluster pro- CSHAD Sombra del grupo (Cluster shade).
minence).

DISSI Dissimilitud (Dissimilarity). ENERG Energia (Energy).

ENTR Entropia (Entropy). HOMOP Homogeneidad (Homogeneity).

MAXPR Probabilidad maxima (Maximum SOSVH Suma de cuadrados (Sum of squa-
probability). res).

SAVGH Suma promedio (Sum average). SVARH Suma de varianza (Sum variance).

SENTH Suma de entropia (Sum entropy). DVARH Diferencia de la varianza (Difference

variance).
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Lista de acrénimos y abreviaturas

Nomenclatura

Significado en espanol (inglés)

Nomenclatura

Significado en espanol (inglés)

DENTH

INF2H

IDMNC

Diferencia de la entropia (Difference
entropy).

Informacion de la medida de la co-
rrelacion 2 (Information measure of
correlation 2).

Diferencia del momento normaliza-
do inverso (Inverse difference mo-
ment normalized 2).

INF1H

INDNC

Informacion de la medida de la co-
rrelacion 1 (Information measure of
correlation 1).

Diferencia normalizada inversa (In-
verse difference normalized (INN)).
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LISTA DE SIMBOLOS Y VARIABLES

Simbolo Significado

C1...Cq Cultivos.

P;...Pi5 Plantas de C. pepo L.

Hi...Hg Hojas de C. pepo L.

R;...Rg Regién de interés de la hoja.
D;...Dig Dias de muestra.

S1...S8 Estadios fenoldgicos.

B;...B7 Bandas de longitudes de onda.

A850—980nm
A750—850nm
A650—750nm
A550—650nm
A350—450nm
A250—350nm

T

T>

T3

T,

Rsoo, Rs10, Rss0
R700, R704, R705, R708, R715
Rr717, Rr20, Rr26, R7a7, R750
R752, R790

Re23, Re3s, Res2, Rero
Re72, Re7s, Regs, Rego
R500, R510, R531, R545
Rss0, Rs60, Rs70, Rs73
R401, Ra34, Ra40, Rass, Rao1
Ryo6

P970

P800

L7005 L7055 P7405 L7505 P780
670, P680

P550

P445

PNIR

PRED

PGREEN

PRE

PBLUE

G,GREEN

R,RED

B,BLUFE

NIR

a,b

U(z,y)

H(z,y)

S

t

G(i, )

P(1i,7,6)

I(z,y)

(A

Banda de longitud de onda de 850-980nm.
Banda de longitud de onda de 750-850nm.
Banda de longitud de onda de 650-750nm.
Banda de longitud de onda de 550-650nm.
Banda de longitud de onda de 350-450nm.
Banda de longitud de onda de 250-350nm.
Hojas sanas.

Hojas en germinacion.

Hojas con primeros sintomas.

Hojas enfermas.

Valores de reflectancia en A = 800.
Valores de reflectancia en A = 700.

Valores de reflectancia en A = 600.
Valores de reflectancia en A = 500.
Valores de reflectancia en A = 400.

Calculo de reflectancia en A = 970.

Calculo de reflectancia en A = 800.

Calculos de reflectancias en A = 700.

Calculos de reflectancias en A = 600.

Calculo de reflectancia en A = 550.

Calculo de reflectancia en A\ = 445.

Calculo de reflectancia promedio en la banda del cercano al infrarrojo en A = 790.
Calculo de reflectancia promedio en la banda del rojo en A = 666.
Calculo de reflectancia promedio en la banda del verde en A = 560.
Calculo de reflectancia promedio en el borde rojo en A = 715.
Calculo de reflectancia promedio en la banda azul en A = 490.
Promedio de reflectancia en la banda verde.

Promedio de reflectancia en la banda roja.

Promedio de reflectancia en la banda azul.

Promedio de reflectancia en la banda cercano al infrarojo.
Calculos de reflectancia a y b para (CARI).

Imagen pre-procesada con contraste (z,y).

Vector de imégenes de componentes de color (s, t).

Ubicacion del nivel de gris (s, t).

Nivel de gris del pixel.

Vector de matrices GLCM (1, 7) de 255 niveles de gris.

Matriz GLCM.

Imagen en niveles de gris (z,y).

Ubicacion del nivel de gris (z,y).
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Lista de simbolos y variables

Simbolo Significado

i Nivel de gris del pixel.

d Distancia de la ubicacion (i, ).

0 Angulo de orientacion.

p(i,7) Matriz GLCM normalizada.

g Ubicacién de repeticiones en la matriz GLCM de pares de pixeles (i, 7).
Y Vector de datos normalizados.

ymazx Dato méximo en y.

ymin Dato minimo en y.

T Vector de datos espectrales.

Tmin Dato espectral minimo.

rmazr Dato espectral maximo.

Pz Media de pg.

Ly Media de py.

O Desviaciéon estandar de pg.

oy Desviacion estandar de py.

HXY HX y HY son las entropias de pz y py.
HXY1 Se define como HXY1 = —3", . p(i, j)log{pz (i)py (5)}-
HXY?2 Se define como HXY2 = —3", . pe(i)py (§)log{pe(1)py (4)}
F Valor de significancia F.

p — valor Valor de significancia p — valor.

k Numero de clases.

h Hiperplano 6ptimo.

R Diametro de la esfera mas pequena de todos los datos de entrenamiento.
w Norma Euclidiana del vector de pesos.

r Intervalo de confianza.

hest Estimaciéon del hiperplano 6ptimo.

o Parametro variante en la funcién de base radial (RBF).
D Grado del polinomio.

w Parametro variable de la funcién sigmoidal.
Mji...Mg Clasificadores binarios SVM.

Ni...Ng Clasificadores binarios KNN.

FE - Eg Vectores de caracteristicas VIs.

Fy - Fs Vectores de caracteristicas TDs.

G1 - Gs Vectores de caracteristicas TDs.

dist(p, q) Distancia Euclidiana.

k Numero de vecinos.

X; Datos de entrada para entrenamiento.

Tp Subconjunto de datos para pruebas.

w; Vector clasificado con KNN.

U, Datos de entrada para entrenamiento.

U Subconjunto de datos para pruebas.

zj Vector clasificado con KNN.

Di Punto del espacio de n-dimensiones.

qi Punto a clasificar del espacio de n-dimensiones.
N Datos o casos a clasificar.

m Clases.

K Grado del polinomio.

d Entradas de datos.

l Conjunto de datos entrenados.

X; Vector de datos entrenados.

Yi Salida de datos clasificados.

R Espacio de nimeros reales en R.

w Vector ortogonal del hiperplano.

d Dimensiones.

Aw Pares de datos.

Ab Distancia de los pares de datos.

W(a) Problema a minimizar.

« Vector de [ multiplicadores no negativos de Lagrange.
c Constante.

H Matriz Hessiana.

Pi Error esperado de los datos no clasificados.

N Vectores de soporte.

z Mapeo de ¢(x) .

o(x;) Nuevos datos de entrenamiento.

sign Signo para funcién.
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Simbolo Significado

K Ntcleo o kernel.

5y Angulo en radianes para la funci6n sigmoidal.
N Vectores de soporte.

o o transpuesta.

xt Vector de soporte positivo.

X~ Vector de soporte negativo.
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RESUMEN

En la actualidad, existe una gran variedad de metodologias en &reas de la ciencia para
identificar o detectar enfermedades y plagas en plantas de cultivos. En la agricultura,
existe la necesidad del uso de herramientas para el diagnostico, control y prevenciéon de
enfermedades y plagas. Por lo que es un area que se ha convertido en un desafio en
las tareas diarias en el campo y la implementacion de tecnologia. Entre los puntos mas
importantes se tiene la deteccién temprana de patoégenos para reducir las pérdidas de
cultivos y la cantidad de pesticidas.

La creacion de sistemas y algoritmos que contribuyen a la deteccién temprana de
enfermedades en plantas tiene como propoésito mejorar la produccion del fruto. En este
trabajo de tesis se obtuvieron senales de espectroscopia de reflectancia e imagenes digitales
para la deteccion temprana de la cenicilla polvorienta.

Se estudiaron plantas de cinco cultivos en campo y en invernadero durante diferentes
temporadas y lugares (agosto - diciembre (2016) en San Luis Potosi, San Luis Potosi,
enero - abril (2017) en Jalpa, Zacatecas, abril - julio (2017) en San Luis Potosi, San Luis
Potosi, julio - agosto (2017) en Jalpa, Zacatecas, y septiembre - noviembre (2017) en
Yuriria, Guanajuato). Para este estudio, de cada cultivo se obtuvieron diferentes seniales
de muestras: firmas espectrales e imagenes digitales de hojas sanas y hojas infectadas de
las plantas.

Este trabajo mostré la complejidad de obtener una deteccién concluyente con dos
tipos de caracteristicas diferentes: i) indices de vegetacion y ii) los descriptores de textura,
calculados a partir de las firmas espectrales e imégenes digitales, respectivamente. Después,
se propusieron una serie de andlisis estadisticos incluyendo una prueba de Lilliefors, un
andlisis de varianza y una prueba de Tukey, para identificar las caracteristicas con la
habilidad de discriminar entre niveles de dano de la cenicilla polvorienta (77 - hojas sanas,
T, - hojas en germinacion, T3 - hojas con primeros sintomas y 7T, - hojas enfermas).
Finalmente, se implementaron algoritmos de clasificacién binaria como el k-vecinos méas
cercanos (KNN) y maquinas de soporte vectorial (SVM) para trabajar con aprendizaje
automatico y supervisado. Como se identifico un problema de multiclasificacion, se trabajo
con el método uno contra uno.

Con la metodologia implementada, se logr6 obtener la detecciéon temprana. Los
mejores resultados se obtuvieron con el algoritmo SVM de acuerdo con caracteristicas
de espectroscopia de reflectancia seleccionadas (GNDVI, SR;, SR3, SR7, SD4 ARI y TGI)
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Resumen

obteniendo un desempeno de 97 % y un grado de evaluacion perfecto del 0.9759. Para el
caso de las imagenes digitales, se encontraron un total de doce caracteristicas derivadas
de los componentes de los espacios de color HSV, L*a*b y niveles de gris. En combinacion
con los descriptores de textura de la autocorrelacion, la diferencia de entropia, la suma
de varianza, la suma de promedios, la suma de cuadrados, la disimilitud, el contraste,
la diferencia de varianza y el contraste. Mostrando un buen desempeno en el clasificador
con porcentajes del 93% y 94 %, ademas, un valor kappa de Cohen de 0.8230. Al final,
estas caracteristicas se implementaron para la deteccién temprana en una interfaz GUIDE
desarrollada en Matlab R15a.

El desarrollo de estas metodologias para identificar la enfermedad en una etapa
temprana basado en los métodos de aprendizaje automatico mencionados en este trabajo,
podria mejorar la produccion de calabacita.

XXX



INTRODUCCION

Las principales causas de inestabilidad en la agricultura son la propagacion de plagas,
virus, bacterias y enfermedades. Debido al cambio climético, la contaminacion y la
degradacion ambiental, las malas practicas agricolas en los cultivos son factores que
provocan enfermedades y pérdidas de produccion. En la actualidad, existen técnicas para
la soluciéon de problemas que se relacionan con una gran variedad de cultivos para apoyar a
la agroindustria [1-3]. Por lo tanto, es necesario desarrollar metodologias para la deteccion
de enfermedades o plagas en las plantas en una etapa temprana para evitar pérdidas de
produccion en los cultivos (ver Figura 1) [4,5].
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Figura 1. La agricultura y la agroindustria y su relaciéon con los factores probleméticos que causan
enfermedades y plagas en las plantas de los cultivos [6, 7].

Las enfermedades en las plantas se detectan por los sintomas visibles en las hojas. La
identificacion de signos o sintomas mediante la observacién de las hojas de una planta
no es una tarea sencilla. Debido a la variabilidad de caracteristicas que muestran con el



Introduccion

desarrollo de la planta, los tipos de enfermedades pueden ser identificadas de forma tardia
cuando ya el problema no es controlable. Por otro lado, existen propuestas para detectar
las enfermedades en los cultivos que consisten en pruebas destructivas en laboratorios a fin
de identificar el dano sometiendo las plantas a estrés y destruccion de las mismas. Otras
herramientas para la detecciéon automaética de las enfermedades consideran la identificacion
de diferentes niveles de severidad para aplicar un control preventivo [8,9].

Enfermedades en plantas cucurbitaceas

La incidencia de enfermedades fingicas, bacterianas y virales ha aumentado como
resultado del cambio global del clima. Las condiciones climéticas generan la infestacion
transmitiendo a los agentes de un lado a otro provocando la pérdida parcial o total del
cultivo y su fruto. Estas condiciones generalmente se presentan en la temporada en la
que el cultivo empieza a generar frutos. Las enfermedades producidas por hongos, virus,
bacterias y plagas, son las principales causas de dano en los cultivos debido a la alta
susceptibilidad de las plantas (ver Figura 2).

Mosaico del amarillo del calabacin
ZYMV
(Zucchinni Yellow Mosaic Virus)

) Mosaico del pepino
Mosaico de la sandia CMV

WMV L (Cucumber Mosaic Virus)
(Watermelon Mosaic Virus)

Mancha anular de la papaya
tipo W
PRSV
(Ringspot Virus Type W)

Mosaico del calabacin
SqMV
(Squash Mosaic Virus)

—

Susceptibilidad
Mosca blanca

(Bemisia tabaci) Erysiphe

cichoracearum

T
Minador de
hoja
Plagas Hongos
Sphaerotheca

o fuliginea
Afidos Arafia roja Podosphaera

(Tetranychus urticae) xanthii

Figura 2. Causas de los principales danos en los cultivos de cucurbitaceas.

En general, las cucurbitéceas en condiciones normales, son muy susceptibles a una gran
variedad de problemas relacionados con patologias y plagas que afectan directamente su
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produccion [10]. Después de transcurrir un mes y medio de crecimiento en este tipo de
plantas, se comienzan a detectar bio-agresores. Estos varian de acuerdo con las condiciones
del medio ambiente, el lugar, la forma de riego y los tratamientos de control. Cuando la
planta llega a su madurez (desarrollado alrededor de 20 a 24 frutos), las hojas comienzan
a mostrar malformaciones y decoloraciones debido al tiempo, estas condiciones pueden
llegar a ser confundidas con alguna enfermedad o plaga. Por lo tanto, es importante
tener conocimientos previos de los agentes patologicos y como se caracterizan. Entre los
agentes mas comunes se encuentran: la Aphis gossypii (pulgon), Liriomyza trifolii (minador
de hojas), Bemisia tabaco y Trialeurodes Vaporariorum (mosca blanca), Tetranychus
urticae (arana roja), Sphaerotheca (oidio), Erysiphe cichoracearum (cenicilla), Leveillula
raurica (oidio), virus del mosaico del pepino (CMV, cucumber mosaic virus), virus del
mosaico amarillo del calabacin (ZYMV, zucchini yellow mosaic virus) y Meloidogyne spp.
(nemétodos). En su mayoria, una vez que la planta es infectada, las condiciones del medio
ambiente favorecen la propagacion en todo el cultivo, provocando la pérdida parcial o total
de la produccioén.

Para reducir el impacto del dano, es importante comprender las causas y cémo se
transmiten, ya que cada enfermedad o plaga tiene sus sintomas y caracteristicas propias.
Algunos de los sintomas mas comunes en las hojas de las plantas son:

e El mosaico en las hojas.
e Las manchas blancas y difusas en la superficie superior de las hojas.

La coloracion amarillenta.

e [as masas polvorientas de color blanco.

La deformaciéon y curvatura de las hojas.

Las manchas cloroticas y necroéticas en hojas y frutos.
e La reduccion del crecimiento.
e El marchitamiento de las plantas.

Las cucurbitiaceas son muy diversas a nivel local, regional y mundial, con una gran
cantidad de innumerables cepas. Las especies mas cultivadas son C. argyrosperma, C.
maxima, C. moschata y Cucurbita pepo L. Uno de los cultivos mas solicitados en el
mercado mundial es la especie de Cucurbita pepo L. (C. pepo L.) conocida como calabacita
y es muy susceptible a enfermedades y plagas [11]. Es una planta de origen americano y
puede sembrarse hasta tres veces al ano, segtin las condiciones climaticas y de humedad
del lugar. Las hojas son grandes, con un tallo verde palmado que corre directamente a
través del tallo helicoidal. El color de la hoja varia de verde claro a verde oscuro con
manchas grisaceas. En la Figura 3 se presentan algunas de las principales caracteristicas
de la planta [12].
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d)

Figura 3. Plantas de Cucurbita pepo L., a) cultivo de plantas cucurbitaceas, b) hoja madura, c) hoja en
senescencia y d) planta con tallos y brotes de flores y hojas.

Definicién del problema

El analisis y evaluacion de caracteristicas que evidencien de manera temprana la
presencia de patologias en las plantas es un reto. Al respecto, una herramienta de deteccion
debe tener las siguientes caracteristicas: funcionalidad, fiabilidad, factibilidad, velocidad
y precision. La mayoria de las técnicas desarrolladas actualmente se enfocan en problemas
particulares. En algunos casos, el objetivo es la identificacion o la deteccion de patologias
en etapa avanzada. Sin embargo, en la mayoria, no presentan una informacion previa
que ayude al pre-diagnostico del problema. Ademas, estas técnicas de monitoreo para la
deteccion temprana de patologias deben ser aplicadas no s6lo a plantas en invernaderos,
sino también en terrenos extensos divididos en hectareas para diferentes tipos de cultivos.

Entre los agentes patolégicos mas comunes en la calabacita esta la cenicilla polvorienta
(CP). Se desarrolla en condiciones calidas y secas a diferencia de muchas enfermedades.
Lo sintomas aparecen en hojas, peciolos y brotes jovenes en forma de una masa blanca
con aspecto de ceniza, compuesta de micelio denso e incontable nimero de esporas. La
infeccion puede alcanzar tejidos mas profundos y llegar a tal grado que las hojas tomen una
coloracion amarilla y finalmente secarse. Los principales géneros de los agentes causales
son: Erysiphe, Microsphoera, Podosphaera, Sphaerotheca y Uncinula. La severidad del
hongo puede ser medida en porcentajes de avance en la hoja [13]. El ciclo de vida
puede iniciarse a partir de conidios o de ascosporas. Estas estructuras al entrar en
contacto con el hospedante bajo condiciones propicias, inician la germinacion que puede
comenzar en dos horas y tomar un lapso de tres a siete dias en germinar. Al transcurrir
la germinacién, comienzan a ser visibles los primeros sintomas. La CP no necesita de
condiciones humedas para desarrollarse y su crecimiento es inhibido por el agua en la
primavera. Las temperaturas moderadas (15°C a 26°C) y la sombra, favorecen el desarrollo
de la enfermedad. Algunas casas de semillas y laboratorios desarrollan resistencia y
tolerancia al hongo, pero atin asi es complicado evitarlo [14-16].
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Hipotesis de la tesis

La utilizacion de senales de espectroscopia de reflectancia e imagenes digitales de
las hojas de las plantas de Cucurbita pepo L. proporcionan informaciéon relevante para
identificar, detectar y discriminar diferentes niveles de dano provocado por la CP.

Objetivo general

Proponer una metodologia para identificar y clasificar diferentes niveles de dano
provocados por la CP utilizando espectroscopia de reflectancia e imagenes digitales.

Objetivos particulares

1. Analizar las diferentes herramientas utilizadas para la deteccion de enfermedades en
plantas a través de senales espectrales con aprendizaje automatico.
a) Espectroscopia visible y cercano al infrarrojo.
b) Firmas espectrales de reflectancia.
¢) Indices de vegetacion.

2. Explorar las diferentes herramientas utilizadas para la detecciéon de enfermedades en
plantas con imagenes y aprendizaje de maquinas.
a) Procesamiento de imagenes.
b) Espacios de color.
¢) Descriptores de textura.

3. Estudiar e implementar las diferentes herramientas utilizadas para la deteccion y
clasificacion.

a) Anilisis estadistico.

)
b)
¢) Clasificacion multiclase.
d)

Clasificadores binarios.

Evaluaciéon del desempeno de los clasificadores.

4. Proponer una metodologia para la deteccion temprana de la CP en hojas de
Cucurbita pepo L.

Propuesta del trabajo de tesis

En este trabajo se propone la identificacion de la CP en hojas de planta de calabacita
a través de aprendizaje automatico.
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Descripcion del documento

El presente documento de tesis esta organizado de la siguiente manera.

En el Capitulo 1 se presentan algunos de los antecedentes de metodologias aplicadas
y una revision de la literatura para el diagnostico de enfermedades en plantas de cultivos.

El Capitulo 2 describe las técnicas de aprendizaje automatico con referencia a tipos y
su definicién con medidas de desempeno para su evaluacion.

El Capitulo 3 muestra la descripcion de como se realiz6 la deteccidon de enfermedades en
plantas con espectroscopia en combinacion con el aprendizaje automatico. Se determinaron
los indices de vegetacion derivados de las firmas espectrales como caracteristicas de hojas
de plantas.

En el Capitulo 4 presenta a detalle la deteccion de enfermedades en plantas con
procesamiento digital de imagenes y aprendizaje de maquinas. Como caracteristicas de las
imégenes, se obtuvieron descriptores de textura y se trabajo con matrices de co-ocurrencia
de color.

En el Capitulo 5 se expone un estudio comparativo de los resultados del aprendizaje
automatico a través de las metodologias propuestas: espectroscopia y procesamiento de
imagenes digitales.

Finalmente, se muestran las conclusiones del trabajo de investigacion donde se detalla
un analisis de los resultados finales, aportaciones y &areas de interés. Al finalizar, se
describen los productos obtenidos durante el desarrollo de este trabajo de investigacion.

En los Apéndices se muestran detalles teéricos y practicos que formaron parte de la
metodologia de esta investigacion.




CAPITULO

ANTECEDENTES Y REVISION DE LA
LITERATURA DE METODOS PARA EL
DIAGNOSTICO DE ENFERMEDADES EN
PLANTAS

En este Capitulo se realiza una revisiéon bibliografica de las diferentes metodologias
propuestas en la literatura para identificar, clasificar o discriminar enfermedades en
cultivos y plantas utilizando espectroscopia e imagenes. En la Figura 1.1 se muestran
algunas metodologias y las senales utilizadas con espectroscopia e iméagenes.

Metodologias

| ]
Espectroscopia || Imégenes
|
: Segmentacion :
i Anélisis discriminante ! v
( Firmas espectrales ) : Transformacion de color : < 3D )
I Transformada de Fourier en 2D |
i : Transformada Wavelet : l
( Transmitancia ) : Vision artificial I < Espacios de color )
T ! Anélisis de textura | I
hd |
< Absorbancia ) | M o?fodlf)sgin aeumrgtne?:]?’astica ! < Fluorescentes )
)i ! Clasificacion de pixeles ! 1
( Reflectancia ) : Magquinas de soporte vectorial : < Microscopicas )
I Técnicas de Fuzzy C-means
l : Vision por computadora : L
C Color ) I Reconocimiento de patrones | < Multiespectrales )
| Redes Bayesianas | T
l : Transformada SIFT I ©
( UV-VIS-NIR ) | Umbralizacion | C Rayos X )
T ! Deteccion de bordes ! T
. . I Co-ocurrencia de color | . -
C Termografia infrarroja ) e | ( Hiperespectrales )

Figura 1.1. Metodologias y técnicas propuestas para la deteccién de enfermedades y plagas en plantas de
cultivos.



Capitulo 1. Antecedentes y revision de la literatura de métodos para el diagnoéstico de enfermedades en plantas

1.1. Espectroscopia aplicada para el diagnostico de
enfermedades en plantas de cultivos

Los métodos que utilizan espectroscopia dependen de experimentos en laboratorio
donde sus pruebas son estructuradas para identificar el dano interno. Por otro lado, las
técnicas que usan el procesamiento de imégenes, se basan en el uso de sensores o integracion
de sensores y sistemas inteligentes in situ, para proveer un método rapido y preciso de
identificacion de enfermedades.

La deteccion temprana de enfermedades en las plantas es una de las tareas con mayor
demanda por los agricultores. Es necesario implementar medidas de monitoreo y control
para que se tomen las precauciones necesarias y preservar las plantas en los cultivos antes
de ser infectados. Si la deteccion temprana en posible, el porcentaje de plantas infectadas
podria decrecer significativamente y asi mantener la mayor cantidad de produccion.

En la literatura se encuentra una amplia variedad de métodos que trabajan para la
identificacion de enfermedades o el manejo integrado de plagas (MIP) y problemas en
plantas en los cuales las senales de reflectancia e imagenes espectrales son las principales
senales utilizadas [1,4,5,16-37].

En la Figura 1.2 se clasifican las referencias estudiadas dependiendo de las senales
de espectroscopia utilizadas: reflectancia hiperespectral, multiespectral y/o espectral. Por
otro lado, también utilizan imagenes hiperespectrales y/o multiespectrales para detectar
diferentes enfermedades en diversas plantas.

.
Deng et al. [17], Rumpf et al. [4],

Hiperespectral {Chen et al. [18], Huang et al. [19].

Multiespectral {Zheng et al. [20].

Reflectancia
El Bendary et al. [21] , Mahlein et al. [22],

Nguyendo et al. [23], Gomes et al. [24],

Espectral Herrmann et al. [5], Bajwa et al. [1],
. Khavaninzadeh et al. [25], Cao et al. [16].
Espectroscopia \ ’
Dong et al. [26], Behmann et al. [27],
Chelladurai et al. [28], Everard et al. [29],
Hiperespectral Abdulridha et al. [30], Lu et al. [31],

Zhang et al. [32], Leiva et al. [33],
Yu et al. [34], Rapaport et al. [35],
Yuan et al. [36].

Multiespectral {Oberti et al. [37].

Imégenes

.
Figura 1.2. Clasificaciéon de la literatura con respecto al tipo de senal utilizada.

Con respecto al diagnoéstico, en la literatura, algunas de las patologias tratadas son
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enfermedades fungicas, virus, plagas y en otros casos s6lo se menciona el estado fisico de
la planta o el fruto. De forma concreta, estos diagnosticos se mencionan en la Figura 1.3.

Enfermedades
fingicas

4

Plagas
Diagnéstico agas

Estado de la
planta o
fruto

-

Cenicilla Rumpf et al. [4], Cao et al. [16]
polvorienta | Mahlein et al. [22], Abdulridha et al. [30].

Roya amarilla {Yuan et al. [36].
Sigatoka negra {Gomes et al. [24].

Mildiu { Oberti et al. [37], Rumpf et al. [4].

\

Virus {Huanglong {Deng et al. [17].

Nemadatodos {Bajwa et al. [1].

Arafia roja {Herrmann et al. [5].

Pulgén de trigo {Yuan et al. [36].

Bacterias { Chen et al. [18].

Trips {Dong et al. [26].

Polilla {Huang et al. [19].

Callosobruchus maculatus {Chelladurai et al. [28].

Mosca de la fruta {Lu et al. 31].

Calidad del J Khavaninzadeh et al. [25], Zheng et al. [20],
habitat Nguyendo et al. [23], Rapaport et al. [35].

Firmeza y madurez {El Bendary et al. [21]; Leiva et al. [33].
Estrés progresivo {Behmann et al. [27].

Contaminacion {Everard et al. [29].

Macronutrientes {Zhang et al. [32].

Aberturas {Yu et al. [34].

Figura 1.3. Clasificacién de las referencias de espectroscopia con respecto al tipo de problema identificado.

También todas las referencias se clasifican con respecto al objetivo del estudio que pre-
sentan. En la Figura 1.4 se remarcan diferentes objetivos: deteccion, deteccion temprana,
clasificacion, prediccion, identificacién, monitoreo y evaluacion.

Resumiendo, podemos observar que aquellas referencias que utilizan reflectancia es-
pectral son [1,5,16,21-23| y [25]. Solamente [4,16,22] y [30] trabajan con la enfermedad
fangica de CP. Aquellas que hacen deteccion temprana son [4,18,20,26, 27| pero ninguna
de estas trabaja sobre plantas cucurbitaceas, especialmente en plantas de calabacitas. Las
referencias que tienen algo en comin con la propuesta de este trabajo de tesis son [4,16,22],
debido a que hacen diagnoéstico para la cenicilla polvorienta, en diferentes plantas. Ademaés
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Citricos {Deng et al. [17].

Plantas y hojas de arroz {Huang et al. [19].

Trigo {C'\o et al. [16], Mahlein et al. [22].
Planta de soya { Chelladurai et al. [28].

Deteccion 1

Espinaca { Everard et al. [29].

Calabaza y pepino { Abdulridha et al. [30], Lu et al. [31].

Uva { Oberti et al. [37].

Hojas de colza {Zha.ng et al. [32].

Hojas de betabel {Rurnpf et al. [4].
Plantas de cacahuate { Chen et al. [18].
Deteccion temprana § Plantas de arroz { Zheng et al. [20].
Ctricos {Dong et al. [26].

Cebada { Behmann et al. [27].
Objetivos .
Citricos {Deng et al. [17].

Clasificacion § Jitomate { El Bendary et al. [21].
Trigo {Yuan et al. [36].

Ariandano { Leiva et al. [33].

Prediccién
Manzanas {I\'guyendo et al. [23].
Platano { Gomes et al. [24].
Identificacién
Azufaifa { u et al. [34].
Diferentes plantas {Bajwa et al. [1].
Meonitoreo

Hojas de tila {Khavaninzadeh et al. [25].

Hojas de pimiento v frijol {Herrnlann et al. [5].
Evaluacion { Hojas de parra {Rapaport et al. [35].
Trigo {Yuan et al. [36].

Figura 1.4. Clasificacién de articulos con espectroscopia con respecto al objetivo del estudio realizado.

implementan clasificadores, identifican sintomas y utilizan la reflectancia espectral.

Rumpf et al. [4] estudiaron el diagnostico temprano de diferentes enfermedades como el
mildit, manchas en hojas y la cenicilla polvorienta en las hojas de la planta de betabel con
base a indices espectrales usando maquinas de soporte vectorial (SVM) para clasificar. Su
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metodologia consisti6 en discriminar hojas enfermas y no enfermas e identificaron sintomas
previos en base al calculo de siete indices de vegetacion. Los resultados son directamente
sometidos a los clasificadores binarios. Realizan una clasificacion por dia después de la
inoculacion de las enfermedades y hacen la clasificacion pero los resultados mostrados son
con respecto a las hojas ya enfermas y como la enfermedad avanza.

En el caso de Cao et al. [16], midieron la cenicilla polvorienta con base a los estadios del
crecimiento de la planta de trigo también con reflectancia hiperespectral. La enfermedad
fue evaluada por medio de la severidad con una escala del 0-9 considerando hojas enfermas
y calcularon un indice promedio de enfermedad. Implementaron la reflectancia del VIS y
NIR para calcular siete indices de vegetacion con longitudes de onda especificas para ese
tipo de hoja. Con base en un andlisis de regresiéon lineal cuantificaron la relacion entre
longitudes de onda sensitivas a la enfermedad y el indice de enfermedad obtenido. La
metodologia trabaja con plantas enfermas, se considera un nivel de severidad bajo, sin
embargo, no hay una deteccién temprana del hongo.

Por otro lado, Mahlein et al. [22] desarrollaron indices espectrales para medir la
severidad de milditi, manchas en hojas y la cenicilla polvorienta a partir de bandas e
implementan el algoritmo RELIEF-F para la seleccion de longitudes de onda de acuerdo
con la enfermedad. En este trabajo analizaron bandas del espectro VIS, después tomaron
longitudes de onda entre 500 nm y 700 nm, que es en déonde se localizan la banda verde y
la roja. Ademas, muestran las mediciones de la severidad de los sintomas en porcentajes
y la clasificacion se realizo con validacion cruzada de k-iteraciones. Como en este trabajo
se muestra la severidad de la enfermedad, significa que ya son plantas enfermas. Estos
indices propuestos fueron comparados con otros ya existentes en la literatura resultando
bajos porcentajes en la precision del clasificador.

1.2. Procesamiento de imagenes para la detecciéon de
enfermedades en plantas de cultivos

El procesamiento digital de imagenes es una herramienta ampliamente utilizada en la
automatizacion de procesos industriales, debido a que presenta confiabilidad, eficacia y
rapidez en el procesamiento.

Actualmente, la industria agricola ha comenzado a utilizar tecnologias de monitoreo
con imagenes de los cultivos para detectar aspectos relevantes como malformaciones, plagas
y enfermedades [8,13,38-64]. A continuacion, se presenta una seleccion de trabajos de la
literatura clasificados con respecto a dos variantes: i) los objetivos de estudio de cada
articulo y ii) el tipo de patologia o diagnostico que tratan. En la Figura 1.5 se muestra
la clasificacion de estas referencias con respecto a los objetivos de estudio, entre ellas
se encuentran la deteccion, clasificacion, identificacion, monitoreo, evaluacion y modelado
matematico de diferentes cultivos. Por otro lado, en la Figura 1.6 se presenta la clasificacion
de las referencias con respecto a enfermedades y patologias que tratan, entre ellas se
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encuentran: flingicas, virus, plagas y estado fisico de la plantas.

Chile { Bin et al. [38].

Fresa { Mahmud et al. [39].

Platano { romez et al. [40].
Jitomate {“-"spanial et al. [41], Costa et al. [13].

Deteccién

Olivo { Sinha et al. [42].

Manzana { Omrani et al. [43].

Cacahuate { Sugan et al. [44].

Diversas plantas {Kurtulmus et al. [45].

Papa { Sabzi et al. [49].

Sova { Tetila et al. [50].

Manzana { Boniecki et al. [51].
Datil { Manickavasagan et al. [52].
Clasificacion ¢ A proy {Zhou et al. [53].

Granos de té { Laddi et al. [54].
Algodén { Camargo et al. [55], [56].

Ohjetivos

Anjna et al. [46], Argueso et al. [47],
Kruse et al. [48].

Diferentes plantas {

Paprika { Chung et al. [57].
Citricos {Pydipati et al. [64].
Identificacion { Calabacita { Zhao et al. [58].
Soya {Barbedo et al. [59].

Diversas plantas {_\'_la et al. [60], Anjna et al. [46].

.

Monitoreo { Diferentes cultivos {Dutta et al. [61].

Evaluacién { Maiz {Valiente et al. [62].

Modelo matematico {Diferentes cultivos { Zhu et al. [63].

\

Figura 1.5. Clasificacién de articulos que trabajan con imégenes digitales con respecto al objetivo de
estudio.

Como se puede observar no hay trabajos relacionados con la deteccién temprana
utilizando procesamiento digital de imagenes y sélo una referencia en el caso de Zhao
et al. [59], quienes presentan un estudio con base a iméagenes 3D para revisar los sintomas
de marchitamiento en hojas de plantas de calabacita a través de la definicion de un indice
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Varas
enfermedades

Diagnéstico <
Plagas

Estado
de la planta {
o fruto

Mosca blanca {

Argueso et al. [47],
Tetila et al. [50],
Cenicilla polvorienta { Camargo et al. [55], [56].
Mahmud et al. [39]
Gomez et al. [40].

Sugan et al. [44],
Enfermedades fiingicas { Anjna et al. [46].
Costa et al. [13]

Manchas de neofabrea { Omrani et al. [43].

Virus { Mancha negra { Sugan et al. [44].

.
Nematodos {Kurtulmus et al. [45].
Minador de hoja {Omrani et al. [43].

Barbedo et al. [59], Chung et al. [57].
Xia et al. [60].

Bacterias { Anjna et al. [46].

Trips {Xia et al. [60].

Diferentes plagas {Boniecki et al. [51].
Mosca de la fruta { Lu et al. [31].

Infestaciéon de insectos { Zhou et al. [53].

Dutta et al. [61],
Manickavasagan et al. [52].

Calidad del producto {
Hierbas { Sabzi et al. [49].

Texturas { Laddi et al. [54].

Lesiones {Kruse et al. [48].
Malformaciones {\»"aliente et al. [62].

Estrés por sequia { Zhao et al. [58].

Figura 1.6. Clasificacion de literatura referente al procesamiento digital de iméagenes para la detecciéon de
enfermedades en plantas con respecto al tipo de patologia o diagnostico.

de marchitamiento de hoja que fue definido por una dimension fractal.

En cuanto a las referencias que trabajan con la cenicilla polvorienta son [38-41],
las cuales consideran las plantas de chile, fresa, platano, jitomate y diferentes cultivos,
respectivamente. En la metodologia propuesta por Bin et al. [38], se estudiaron las plantas
de chile, de las cuales adquirieron imagenes de toda la planta en espacio de color RGB.
Después aplicaron la segmentacion de la imagen con el algoritmo de agrupamiento k-
medias. En seguida, hicieron la extraccién de caracteristicas de cuatro descriptores de
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textura partiendo de la matriz GLCM. Partiendo de los resultados de las caracteristicas,
se procedié a usar los clasificadores binarios con diferentes modelos de SVMs. En este
trabajo, se limitan s6lo a realizar una clasificacién binaria para discriminar entre la
planta sana, la planta enferma con virus del mosaico y el fondo de las imégenes. En
Mahmud et al. [39] hacen la deteccién en tiempo real de la cenicilla polvorienta en hojas
de la planta de fresa a través de un sistema de vision cuando ya la planta presenta
sintomas. Este sistema consisti6 en una estructura movible tipo bicicleta que hace un
barrido sobre el cultivo capturando imégenes de color en espacio RGB. Calcularon la
matriz de co-ocurrencia de color para obtener diez caracteristicas. Normalizaron los datos
con funciones de transferencia y lineales. El algoritmo de clasificacion usado fue una red
neuronal con retropropagacion hacia atras para discriminar las hojas sanas y enfermas.
El sistema aqui implementado es costoso porque requiere de una estructura especifica y
camaras especiales. Ademas trabaja sobre las plantas enfermas. Otro nuevo sistema para
la deteccion y la estimacion de la severidad de varias enfermedades en hojas de tomate fue
implementado por [41]. La metodologia de este trabajo propone un modelo de detecciéon
de enfermedades utilizando una arquitectura de aprendizaje profundo con una base de
datos de imagenes de hojas cortadas de la planta y con sintomas. Estimaron la severidad
de diferentes enfermedades con base al area enferma sobre el total de la hoja. Partiendo
de esas imagenes, obtuvieron las caracteristicas a partir de la segmentacion y variaciones
del color como silueta, méscara, color y fondo e implementaron el aprendizaje profundo
para clasificar y obtener las matrices de confusiéon para evaluar el reconocimiento de las
distintas enfermedades. En este trabajo, se observa que solo se enfoca en el reconocimiento
de las diferentes patologias pero no presenta deteccion temprana.

Como se observo en este capitulo, el problema de deteccién temprana de la cenicilla
polvorienta en hojas de plantas de calabacita con senales espectrales y procesamiento
digital de imagenes es un campo abierto de investigacion, el cual es el primordial objetivo
de este trabajo de tesis.
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CAPITULO

TECNICAS DE APRENDIZAJE AUTOMATICO

2.1. Introduccién al aprendizaje automatico

La automatizacion mediante algoritmos adecuados y la identificaciéon de patrones en
conjunto con un gran volumen de datos, se definen como el aprendizaje automaético. El
cual tiene como objetivo desarrollar técnicas que permiten “aprender” a una computadora
o dispositivo. Es una rama de la inteligencia artificial que crea algoritmos con la capacidad
de generalizar comportamientos para el reconocimiento de patrones a partir de muestras
de datos. En este caso, los algoritmos establecen sus reglas para aprender de si mismos
con base a datos de ejemplo o experiencias para la solucién de problemas determinados.
Primero, se crea un modelo que permite resolver una tarea especifica, después, este modelo
se entrena con una gran cantidad de datos. El modelo aprende de esos datos y es capaz
de hacer predicciones |65, 66].

Una de las tareas principales es extraer conocimiento sobre propiedades no observables
de un objeto con base a las caracteristicas que si han sido observadas de ese mismo
objeto, lo que significa, predecir un comportamiento futuro a partir de lo que ha ocurrido
en el pasado. Es un proceso a través del cual se adquieren o modifican habilidades,
destrezas, conocimientos, conductas o valores como resultado del estudio, la experiencia,
la instruccién, el razonamiento y la observacion. El aprendizaje se obtiene cuando una
computadora puede aprender a partir de la experiencia, y no a partir del reconocimiento
de patrones programados a priori. Por lo tanto, una tarea central consiste en programar
por medio de objetos el entrenamiento para posteriormente, aplicar los patrones que
haya reconocido sobre otros objetos distintos. Existen una serie de problemas dentro del
aprendizaje:

e La regresion es en donde el objetivo predice un valor real.

e La clasificacion se usa para clasificar objetos sobre un conjunto de clases predefinidas.
Cuando se tiene dos clases, se le llama clasificacién binaria, si se tienen mas de dos
clases, es una clasificacion multiclase.

e La lista ordenada tiene el objetivo de predecir el orden 6ptimo de un conjunto de
objetos de acuerdo al orden de relevancia predefinido.
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Capitulo 2. Técnicas de aprendizaje automético

Los métodos del aprendizaje automético se basan en el calculo de distancias en
un espacio multidimensional para estimar la similitud entre diferentes clases de datos.
El aprendizaje de métricas de distancia consiste en aprender una métrica determinada
respondiendo a las caracteristicas de datos historicos. Los tipos de implementacion del
aprendizaje automatico se pueden clasificar en tres tipos:

e Aprendizaje supervisado.
e Aprendizaje no supervisado.

e Aprendizaje de refuerzo.

2.2. Aprendizaje supervisado

En este tipo de aprendizaje, el conjunto de entrenamiento se forma de pares de espacios
de entrada y salida. El objetivo es aprender un mapeo entre los espacios de entrada y
salida y la diferencia entre cada clase para formar un clasificador binario. Las entradas
son puntos en el plano bidimensional y las salidas son las etiquetas asignadas a cada dato
de entrada. Para su correcto funcionamiento, el algoritmo debe ser entrenado con una
muestra de datos historica para que aprenda a asignar las etiquetas de salida adecuadas a
un nuevo valor, lo que significa que predice el valor de salida [67]. Este tipo de aprendizaje
es utilizado en problemas de clasificacion (identificacion de caracteristicas especificas de
muestras de diferentes tipos) y problemas de regresion (predicciones) que se distinguen
por el tipo de variable objetivo. En los casos de clasificacion, la variable debe ser de tipo
categorico, mientras que, en los casos de regresion, la variable objetivo es de tipo numeérico.
El problema es encontrar una hipétesis h que permita acercar el conjunto de objetos al
de respuestas. Se quiere aprender alguna regla de correspondencia entre caracteristicas
y clases que permita predecir el dato cuando se tenga informacién de nuevas muestras.
El aprendizaje supervisado consta de dos pasos principales: i) el entrenamiento, donde se
utiliza el conjunto de entrenamiento con un algoritmo que permita crear una hipotesis;
ii) la prueba, en donde se utiliza la hipotesis obtenida anteriormente para generar nuevas
predicciones con nuevos datos |68].

Al conocer las respuestas de cada ejemplo del conjunto de entrenamiento, es posible
corregir la hipotesis h generada por el algoritmo. Se supervisa el entrenamiento del
algoritmo mediante la correccién de parametros del mismo, de acuerdo a los resultados
que se obtienen de forma iterativa. Es posible que la salida de la funcion sea de valor
numeérico, en cuyo caso de regresion, o una etiqueta de clase, de clasificacion.

Los algoritmos de clasificacion se usan cuando se quiere un resultado final como una
etiqueta discreta. Son muy tutiles cuando se requiere una respuesta a una pregunta sobre un
dato dentro de un conjunto finito de resultados probables. Por otra parte, la clasificacion de
multiples categorias es muy ttil para segmentar los datos y categorizarlos. Los algoritmos
enfocados a la clasificacion trabajan generalmente sobre la informacién entregada por
un conjunto de datos, muestras, patrones, ejemplos o prototipos de entrenamiento que
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se toman como representantes de clases, y los mismos conservan una etiqueta de clase
correcta. A este conjunto de prototipos se le llama conjunto de entrenamiento, y es el
conocimiento para la clasificacion de nuevas muestras. El objetivo es determinar cual es
la clase a la que debe pertenecer una nueva muestra, considerando la informacién que se
pueda extraer [69].

Los algoritmos de aprendizaje supervisado se basan en un conjunto de datos de
entrenamiento previamente etiquetados, es decir, para cada ocurrencia del conjunto de
datos se conoce el valor de su atributo objetivo. Esto permite al algoritmo aprender una
funcién con la finalidad de predecir el atributo objetivo para un nuevo conjunto de datos.
Para ello, se entrena un algoritmo con datos denominados caracteristicas, y las respuestas
conocidas como etiquetas las cuales pertenecen a diferentes clases. La finalidad es que el
algoritmo las combine y se puedan hacer predicciones [70].

Entre algunos de los algoritmos méas comunes que utilizan el aprendizaje supervisado
son:

e Arboles de decision.

Clasificacion de Naive Bayes.

e Regresion por minimos cuadrados.

Regresion logistica.

Algoritmo k-vecinos més cercanos.

Mé4quinas de soporte vectorial.

Los arboles de decision son algoritmos que permiten el andlisis de decisiones de forma
secuencial con base al uso de los resultados y probabilidades que se asocian. Un arbol
de decision se puede utilizar para busquedas binarias y sistemas expertos, permite la
clasificacion de nuevas clases, explica el comportamiento de una tarea de decision y reduce
el nimero de variables independientes. El clasificador de Naive Bayes es un algoritmo
de aprendizaje automético que permite clasificar un nimero dado de observaciones de
acuerdo a un conjunto de reglas dado por el propio algoritmo. Se asume que las variables
predictoras son independientes y si se identifica una cierta caracteristica en un conjunto
de datos no siempre esta relacionada con alguna otra caracteristica. El método de los
minimos cuadrados se utiliza para encontrar las relaciones entre dos grupos de datos
para modelar la estructura de covarianza entre dos espacios. La regresion logistica es una
técnica estadistica que permite estimar la relacion existente entre una variable dependiente
cualitativa, en particular binaria, en funcion de un conjunto de variables cuantitativas [71].

2.2.1. Aprendizaje basado en instancia: k-vecinos mas cercanos

Es un algoritmo de clasificacion supervisado basado en criterios de vecindad, en la idea
de que los nuevos ejemplos seran clasificados con la misma clase cuando tengan la mayor
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cantidad de vecinos mas parecidos a los del conjunto de entrenamiento. Este algoritmo
sigue el procedimiento de analizar que dato se parece méas al que se conoce y se van
agrupando. La condicion principal es medir la similitud entre todos los datos, debido a
esto el espacio de datos de entrada debe ser algo parecido a un espacio métrico, es decir,
un espacio donde haya una distancia definida. El algoritmo del vecino més cercano es el
més simple y explora todo el conocimiento almacenado en el conjunto de entrenamiento
para determinar cuél sera la clase a la que pertenece un nuevo dato, pero iinicamente tiene
en cuenta el vecino més similar [46,72]. Un problema que presenta este algoritmo es que
no proporciona un mecanismo independiente de los datos, sino que precisa del conjunto
de entrenamiento completo para poder evaluar cualquier nuevo ejemplo, es decir, que el
algoritmo debe estar acompanado de los datos de aprendizaje para poder ser aplicado. Si
el conjunto de datos es grande, el algoritmo suele ser muy ineficiente.

El método de los k-vecinos més cercanos (KNN) estima directamente la probabilidad
a posteriori de la clase, es decir, asigna la muestra x a la clase mas frecuente de entre sus
k vecinos mas cercanos, seglin una cierta medida de similitud o distancia [44,73,74]. La
fase de entrenamiento del algoritmo consiste en almacenar los vectores caracteristicos y
las etiquetas de las clases de los ejemplos de entrenamiento. En la fase de clasificacion,
la evaluacion de un ejemplo del que no se conoce su clase, es representada por un vector
en el espacio de rasgos. Se calcula la distancia entre los vectores almacenados y del nuevo
vector y se seleccionan los k ejemplos mas cercanos, una distancia grande entre individuos
nos indica que son muy diferentes y una pequena que son muy similares. El nuevo ejemplo
es clasificado con la clase que méas se repite en los vectores seleccionados. Dentro de las
distancias que se han seleccionado para el célculo se encuentran la métrica Euclidiana y
la de Manhattan. La métrica Euclidiana es una funciéon de distancia que se define en la
Ecuacién (2.1).

(2.1)

donde p y ¢ son puntos del espacio n-dimensional. La métrica de Manhattan, es una
funcion de distancia definida en la Ecuacion (2.2).

dist(p,q) = Z |(pi — @i (2.2)

El algoritmo KNN es uno de los clasificadores méas utilizados por su simplicidad. La
principal dificultad de este método consiste en determinar el valor de k, ya que si toma un
valor grande se corre el riesgo de hacer la clasificacion de acuerdo con la mayoria (y no al
parecido), y si el valor es pequeno puede haber problemas en la clasificacion a causa de los
pocos datos seleccionados como instancias de comparacion. En la Figura 2.1 se presenta
un ejemplo en donde se tienen 24 casos (n = 24) ya clasificados en dos clases (m = 2,
clasel y clase2). Las variables predictoras son z y y y se ha seleccionado k = 3. Se tienen
cuatro datos clasificados (N = 4) que se encuentran méas cercanos al nuevo caso a clasificar
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(dato central), en donde ya cuatro de los datos pertenecen a la clasel.
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Figura 2.1. Aplicacién del clasificador binario KNN.

2.2.2. MaAquinas de soporte vectorial

Las maquinas de vectores de soporte (SVM), son de los clasificadores binarios més
utilizados para el aprendizaje automatico. Son algoritmos robustos utilizados para gene-
ralizar problemas de la vida real. El algoritmo SVM consiste en construir un hiperplano
en un espacio de dimensionalidad muy alta que separe clases o grupos de datos. Esta
técnica puede ser utilizada tanto en problemas de clasificacién como de regresion. Una
buena separacion entre las clases permitird una clasificaciéon correcta.

La idea basica es encontrar un hiperplano que separe los datos de d-dimensiones
perfectamente en dos clases. Sin embargo, los datos generalmente no son linealmente
separables, asi que las SVM introducen la idea de implementar un nucleo para inducir el
espacio caracteristico, el cual emite los datos dentro de un espacio de mayor dimension
en donde los datos sean separables. Por lo general la conversion a un espacio de este tipo
causa problemas computacionales. La clave estd en que el espacio de dimension de las
SVM no debe ser tratado directamente.

Dado el conjunto de anterior de datos [ entrenados {x;,v;}, ¢ = 1,---,0 , donde
cada ejemplo tiene d entradas (x; € Rd) y una clase etiquetada con uno de dos valores
(y; € {—1,1}), todos los hiperplanos en R? son parametrizados por un vector (W), y una
constante (b), expresada en la ecuacion siguiente:

w-x+b=0 (2.3)
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donde w es el vector ortogonal del hiperplano. Dado que un hiperplano (w,b) que separa
los datos, dado por la funcion,

f(x) =sgn(w-x+0b) (2.4)

esta funcion clasifica correctamente los datos de entrenamiento. Sin embargo, un hiper-
plano dado representado por (w,b) es igualmente expresado por todos los pares {\w, A\b}
para A € R". Asi se define el hiperplano canénico el cual separa los datos del hiperplano
a una distancia. Asi, para un hiperplano dado, la escala () es un conjunto implicito. Esto
es, que satisface:

Xi-wW+b>+1 cuando y; = +1 (2.5)
X;-w+b< —1 cuando y; = —1

resumiendo:
vi(x;-w+b)>1 Vi (2.7)

Todos estos hiperplanos tienen una distancia funcional > 1. Esto no debe confundirse
con el geométrico o la distancia euclidiana también conocida como margen. Para un
hiperplano dado (w,b), todos los pares {\w, A\b} definen exactamente el mismo hiperplano,
pero cada uno tiene una distancia funcional a un punto de datos determinado. Para obtener
la distancia geométrica desde el hiperplano a un punto de los datos, se debe normalizar
por la magnitud de w. Esta distancia es simplemente:

) _wxiowb) 1 (2.8)

d (Wab) y Xi =
( w1 w1

Se requiere que el hiperplano maximice la distancia geométrica que encierra los puntos
(ver Figura 2.2).

Figura 2.2. Hiperplano que maximiza la distancia geométrica.

20



2.2. Aprendizaje supervisado

De la Ecuacion (2.8) se minimiza || w || (sujeto a las restricciones de distancia). El
método principal para lograr la minimizacion es con los multiplicadores de Lagrange. El
problema es eventualmente transformado en:

minimiza:  W(a)= -3 _ a;+ 130 22:1 Yiyjouoy (X - X;j) (2.9)
sujeto a: Sy =0 (2.10)
0< o <C (Vi) (2.11)

donde « es el vector de [ multiplicadores no negativos de Lagrange para ser determinado
y C es una constante. La matriz se puede definir como (H);; = v;y;(x; - X;) y se introduce
a la notacion:

minimizar: W(a) = —a’1 + 1a"Ha (2.12)
sujeto a: aly=0 (2.13)
0<a<Cl (2.14)

Este problema de minimizacion es conocido como el problema de programacion
cuadratica (QP). Muchas técnicas han sido desarrolladas para resolver el problema. El
hiperplano 6ptimo se escribe como:

W = Zoziyl-xi (2.15)

donde, el vector w es una combinacién lineal de los ejemplos de entrenamiento, y se puede
expresar como:

ai(yi(w-x;+b) —1)=0 (Vi) (2.16)

es decir, que cuando la distancia funcional en un ejemplo es estrictamente méas grande que
Len y;((w-x; +b) > 1), entonces a; = 0. Asi contribuye con los puntos de datos cerrados
a w y son los ejemplos de entrenamiento para los cuales «; > 0, llamados vectores de
soporte (ver Figura 2.3) que se necesitan para definir y encontrar el hiperplano ¢ptimo.
Los vectores de soporte son casos limites en la funcion de decisiéon. Se puede considerar
a; como la calificacion de dificultad para x; y lo importante es que el ejemplo determina
el hiperplano. Asumiendo que se tiene el a 6ptimo del cual se derivo de w, se determina
b para completamente especificar el hiperplano. Para hacer esto, se toma cualquier vector
de soporte “positivo” y “negativo”’, xT y x~, para los cuales se sabe que:

(w-xt+0)=+1 (2.17)
(W-x" +0b)=-1 (2.18)
Resolviendo estas ecuaciones se obtiene:
1
b:—§<w-x+—|—w-x’) (2.19)

con las restricciones de la Ecuacion (2.14):

a; < C (Vi) (2.20)
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Vectores de soporte

Figura 2.3. Hiperplano con vectores de soporte.

Cuando C' = oo, el hiperplano 6ptimo es el Gnico que separa completamente los datos.
Para valores finitos C', el problema cambia para encontrar un clasificador de margen suave
el cual permite ver algunos datos mal clasificados. Se puede pensar que C' es un parametro
ajustable. Si C' es mas grande, entonces tiene mas importancia clasificar todos los datos
de entrenamiento correctamente. Una C' més baja resulta en un hiperplano mas flexible
que trate de minimizar el margen de error (y;(w - x; +b) < 1) para cada ejemplo. Los
valores finitos de C' son utilizados en situaciones donde los datos no son tan facilmente
separables [75], [76]. Cuando se encuentra el hiperplano 6ptimo que separa los datos de
entrenamiento con los vectores de soporte se puede mostrar que el error esperado de la
muestra I se limita por

II < N
— -1

Entre menos vectores de soporte es mejor la clasificacion, ademés, es una representacion

més simple del hiperplano y tiene mejor funcionamiento.

(2.21)

Ahora, estan los casos cuando los datos no son linealmente separables. Encontrar la
curva Optima para ajustar los datos es complicado. Existe una forma de pre-procesar los
datos de tal forma que el problema se transforme en un problema en dénde se encuentre
un hiperplano simple. Para obtener esto, se define un mapeo de z = ¢(x) que transforma
las d dimensiones en el vector de entrada x dentro de un vector de d’ dimensiones de z. Se
elige (¢) como los nuevos datos de entrenamiento {¢(x;),y;} que son los datos separados
por un hiperplano.

El problema generado es mas complejo computacionalmente, por lo tanto, se necesita
la construcciéon de una matriz Hessiana H que necesita los productos punto x; - x;. Si
d' es exponencialmente mas grande que d, el calculo de H se vuelve muy complejo. Al
aumentar la complejidad del sistema, el sobre-ajuste se vuelve un problema, debido a
que al ser convertido en un espacio dimensional mas grande, se puede separar cualquier
conjunto de datos. Las SVMs evitan estos problemas. Dado el mapeo de z = ¢(x), para
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el nuevo problema de optimizacion, se reemplazan todas las ocurrencias de x con ¢(x). El
problema de optimizacion QP (Ecuacion (2.12)) es ahora:

minimizar: W(a) = —a’1+ 10" Ha (2.22)

pero en lugar de (H);; = yiy;(x; - x;), esto es (H);; = vy, (o(x;) - ¢(x;)). La Ecuacion
(2.15) se convierte en:

W = Z ;Y p(X;) (2.23)

y la Ecuacion (2.4) se escribe como:

f(x) = sgn(w - ¢(z) + b) (2.24)
= sen ([ aio(x)] - 6(x) + ) (2.25)
— sen( X, ani(6(x) - 9(x)) + ) (2.26)

La matriz Hessiana H;; = y,y; K (x;, x;) es:

1 _e 05 _ 05 -1

05 1 o1 05

Hij = 05 el 1 05
o1 _e05 05 1

En cualquier tiempo ¢(x,) aparece, en un producto punto con otro ¢(xyp), en donde x, y
X1, son puntos en el espacio de caracteristicas. Esto es, si se conoce la formula de la funcion
nicleo para el producto punto en el espacio de caracteristicas dimensional mas grande:

K (Xa,Xb) = ¢(Xa) - $(Xb) (2.27)

y no es necesario mapear z = ¢(x) directamente. La matriz de optimizaciéon es (H);; =
vy (K(x;,%;)). Y el clasificador es f(x) = sgn(Zi iy (K (x4, %)) + b). Una vez que el
problema se trata de esta forma, la busqueda del hiperplano 6ptimo procede de forma

normal. El hiperplano estard en algin lugar en el espacio caracteristico desconocido. En
el espacio de entrada original, los datos se separan por curvas de contorno no continuo

[77-79].
2.2.2.1. Niucleos de las maquinas de soporte vectorial

Si un problema de clasificacion es linealmente separable en el espacio de entrada, no
es necesario mapear el espacio de entrada en un espacio de gran dimension. Para esta
situacion, se puede utilizar un ntcleo lineal:

K (Xa,Xp) = Xa * Xp (2.28)
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En otro caso, se considera un ntcleo polinomial:
K(Xa,%xp) = (Xa - xp + 1)? (2.29)

donde p es el grado del polinomio y se agrega una suma y la exponenciacion al calculo del
producto punto original. El mapeo implicito de (¢) es la creacion del niicleo. Si se expande
el producto punto el nicleo es ahora:

K(Xa,Xp) = (Xa1Xp1 + Xg2Xp2 + - - - + XgaXpqg + 1)7 (2.30)

y se multiplican estos términos cada p veces. Entonces, el niicleo polinomial es el producto
punto de dos vectores z. Utilizando un valor mayor de p la dimension del espacio es
implicitamente mayor, donde los datos probablemente son mas faciles de separar. Sin
embargo, en un espacio dimensional mayor, podria haber més vectores de soporte, pero
conduce a generalizarse mal.

El ntcleo sigmoidal es una funcién real limitada, diferenciable, que se define para todos
los valores de entrada reales y tiene una derivada no negativa en cada punto. Para este
estudio se considero:

K (Xa, Xp) = tanh(yXaXp’ + ¢) (2.31)

donde 7y es el parametro variable de la funcién sigmoidal y ¢ = —1 es una constante.

El nicleo de funcion Gaussiana de base radial (RBF) se describe de la siguiente forma:

K (Xa,Xp) = e:cp( - M) (2.32)
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donde o es el pardmetro sintonizable.

2.3. Medidas de desempeno

La evaluacion de desempeno es un aspecto muy importante en cualquier proceso de
aprendizaje automatico, sin embargo, es una tarea compleja. La mayoria de las veces,
los algoritmos son evaluados a través de la precision de la clasificacion para medir el
desempeno del modelo pero no es suficiente. Existen diferentes tipo de métodos de
evaluacion disponibles como:

e Precision.

Error medio absoluto.

Error cuadratico medio.

Matriz de confusion.

Coeficiente kappa de Cohen.

24
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La precision es la relacion del ntimero de predicciones correcta ante el ntimero total
de muestras de entrada, lo cual indica que existe una orientacion mas hacia los valores
positivos o hacia los valores negativos en los resultados de la clasificacion. El error medio
absoluto es un promedio aritmético de los errores absolutos, donde se consideran los valores
clasificados correctamente y el valor de muestras total. Para su calculo, se utiliza la misma
escala de los datos de muestra a clasificar. El error cuadratico medio es una medida que
mide el promedio de los errores al cuadrado, es decir, la diferencia entre el las muestras a
clasificar y el nimero de muestras clasificadas o estimadas.

En este trabajo se evaluaron el desempeno de los algoritmos a través de la matriz de
confusion y el coeficiente kappa de Cohen definidos a continuacion.

2.3.1. Matriz de confusiéon

La matriz de confusion es un concepto del aprendizaje automético, que contiene
informacion sobre clases reales y previstas realizadas por un algoritmo de clasificacion [80].
Una matriz de confusion tiene dos dimensiones, una dimension esté indexada por la clase
real de un objeto, la otra est& indexada por la clase que predice el clasificador. La Figura
2.1 presenta la forma béasica de matriz de confusion para una tarea de clasificacion de
clases multiples, con las clases Ay, ..., A,. En la matriz de confusion, N;; (Tabla 2.1) las
filas son el nimero actual de datos y las columnas son los datos predichos. Esta matriz
representa el nimero de muestras que realmente pertenecen a la clase A; pero que fueron
clasificadas como clase A; [81].

Tabla 2.1. Forma bésica de una matriz de confusion.

Predicciones
Ay AL A,
A1 N11 Nij Nln
A; | Ni Nij Nin
A" an Nn} Nnn

A partir de los datos clasificados de cada prueba, se crea esta matriz de confusion que
parte del problema de multiples clases. La matriz formada es n X n, en donde las filas se
nombran segun las clases reales y las columnas como las clases previstas por el modelo.
Esta matriz tiene como proposito mostrar de forma explicita cudndo una clase se confunde
con otra. La diagonal principal contiene la suma de todas las predicciones correctas [82].

La matriz de confusion permite obtener el desempeno del algoritmo en términos de
la proporcion del nimero total de datos clasificados: verdaderos-positivos (V' P) que es la
proporcion de casos positivos correctamente identificados, falsos-positivos (F'P) que son
la proporcion de casos negativos clasificados incorrectamente como positivos, verdaderos-
negativos (VN) que es la proporcion de casos negativos clasificados correctamente, falsos-
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negativos (F'N) que son la proporcién de casos positivos incorrectamente clasificados
|4,81-84]. Con esta matriz se pueden calcular las siguientes medidas de desempenio:

e Exactitud (ACC),

VP+ VN
ACC = 2.
ce VP+VN+FN+FP (2.33)
e Sensibilidad (SN),
VP VP
SN_VP+FN_ P (2:34)
e Especificidad (SP),
VN VN
SP_VN+FP_]V (2.35)
donde P es el nimero total de positivos y N es el nimero total de negativos.
e Precision (PRE),
VP
PREC = ————= 2.36
VP+FP (2:36)
e Tasa de falsos positivos (FPR),
FP
FPR= ———F—==1-SP 2.37
VN + FP (2:37)
e Puntaje Fj (Fjp),
1+ %) (PREC x SN

B2+ PREC + SN

donde [ es comunmente 0.5, 1 y 2. Para este caso, § = 1. Del total de todas las

pruebas, se obtuvieron las métricas para la evaluacion del desempeno del sistema
que fueron los porcentajes de ACC, SN, SP, PREC, FPR, Fj.

2.3.2. Coeficiente kappa de Cohen

El coeficiente kappa de Cohen es una medida estadistica del acuerdo inter-evaluador
para datos cualitativos o variables categoricas. Su uso en la seleccion de caracteristicas es
adecuado para probar el rendimiento de los modelos [85].

(d—q)
(n—q)

kappa = (2.39)

donde d es la suma de datos que fueron correctamente clasificados, ¢ es la suma de cada
linea y columna en toda la matriz de confusion para ser dividida por el nimero total de
muestras n. Este coeficiente se utiliza para evaluar los grados de acuerdo de 0 - 1, con la
evaluacion de concordancia observada [85].

e Insignificante si kappa > 0y kappa < 0.2.
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Discreto si kappa > 0.21 y kappa < 0.4

Moderado si kappa > 0.41 y kappa < 0.6

Sustancial si kappa > 0.61 y kappa < 0.8

Perfecto si kappa > 0.81 y kappa < 1

2.4. Problema de multiclasificacion

Los problemas de clasificacién se pueden dividir en dos tipos dependiendo del ndmero
de clases que tenga el caso a considerar. Los problemas binarios tratan tnicamente
con un par de clases, mientras que los multiclase consideran mas de dos clases y por
tanto son més generales. Normalmente, la clasificaciéon con multiples clases es mas dificil
debido a la complejidad al establecer los limites para la decision. Adicionalmente a esta
dificultad, inherente en los problemas multiclase, algunos sistemas de clasificaciéon estan
intrinsecamente disenados para trabajar con solo dos clases, y su extension a problemas
con miltiples clases no esta todavia establecida, por ejemplo, este es el caso de las SVM.

La forma natural de afrontar los problemas multiclase es mediante técnicas de
descomposicion, que tratan de dividir el problema multiclase original en problemas binarios
mas sencillos de resolver. Se debe destacar que este tipo de técnicas han mostrado su validez
incluso en el caso en el que los clasificadores base utilizados puedan afrontar el problema
multiclase de forma directa. Existen dos estrategias principales:

e Uno contra todos (OVA)
e Uno contra uno (OVO)

Para el método OVA, se crean un clasificador por cada categoria o clase para
distinguirla de todas. Al momento de clasificar es necesario ejecutar todos los clasificadores
y se elige la clase que obtiene mayor puntaje. Fn general, si se tiene n nimero de
clases distintas, serd necesario hacer n clasificadores. En el método OVO, se obtienen
sub-problemas como pares de clases que se puedan obtener y cada uno de ellos puede
ser sometido a clasificadores de base independiente. Después se forman nuevas estancias
combinando sus salidas, para finalmente someter todos los clasificadores a un esquema de
votacion.

2.4.1. Método uno contra todos (OVA)

Algunos algoritmos de clasificacién permite el uso de mas de dos clases por diseno.
Este método es util para los casos cuando el resultado depende de variables continuas o
categoricas. Los algoritmos de clasificacion binaria se pueden adaptar para multiples clases
a través de estrategias. Por ejemplo, se puede crear un modelo binario para cada una de las
miltiples clases de salida. EI médulo crea un conjunto de modelos individuales y después
junta los resultados para crear un modelo tinico para predecir todas las clases. Cualquier
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algoritmo de clasificacion binaria puede ser utilizado. El m6dulo debe evaluar cada modelo
binario para las clases individuales contra su complemento (todas las demés clases) como
en el caso de la clasificacion binaria. Se necesitan clasificadores n clases. Cada clase se
compara con cada una de las n clases frente a las restantes n — 1 clases. Para obtener una
prediccién, se emplean cada uno de los n clasificadores y se asigna la observacion a la clase
para la que la prediccion resulte positiva. Esta aproximacion, puede causar problemas
debido a que mas de un clasificador puede resultar positivo, asignando asi una misma
observacion a diferentes clases. Como cada clase se representa por un solo clasificador, se
obtiene el conocimiento de la clase al inspeccionar el clasificador correspondiente. Después,
el modulo realiza la prediccion al ejecutar todos los clasificadores binarios y seleccionando
la prediccion con la puntuacion de confianza méas alta. Al aplicar OVA, se combinan los
resultados para todas las clases. Como resultado se obtiene un hiperplano de clasificacion
para cada clase [86].

2.4.2. Método one versus one (OVO)

El clasificador se construye a partir de bloques para k(k — 1)/2 veces, donde k es el
ntmero de clases. Cada uno se forma con datos de dos clases. La decision de clasificacion
se basa en un esquema de votacion con el nimero mayor de votos de las asignaciones de
clase. Si las clases tienen los mismos votos, se selecciona la clase que tenga mas votos.
Este método se modifica para dar mas peso al proceso de votacion. Una desventaja es que
su desempeno puede comprometerse debido a los conjuntos de datos de entrenamiento
desequilibrados. Al final el desempefio se compara y evalia [87].

En OVO se divide un problema de m clases en sub-problemas binarios (todos los
posibles pares de clases) que son formados por clasificadores binarios. Una nueva instancia
se clasifica obteniendo la salida de cada uno de los clasificadores. Cada clasificador que
distingue un par de clases {C;, C;}, devuelve un grado de confianza r;; € [0, 1] en favor de
la clase C;(r;; = 1 — ;). Estas salidas pueden almacenarse en lo que se denomina matriz
de votos R de la siguiente forma:

- T12 T1m
21 - Tom
R = )
0 _
Tmi1 Tm2 .. —

Para establecer la clase a la que pertenece la instancia se puede utilizar cualquiera de
los datos existentes sobre la matriz de votos. Una de las estrategias mas utilizadas por
su robustez es la estrategia del voto ponderado en donde cada salida devuelta por los
clasificadores base devuelve un voto por la clase a la que correspondiente y aquella con la
mayoria de votos es la clase definida [44, 86].
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CAPITULO

DETECCION DE ENFERMEDADES EN
PLANTAS BASADO EN ESPECTROSCOPIA Y
APRENDIZAJE AUTOMATICO

Las tecnologias en la agricultura ofrecen una soluciéon a largo plazo a través de la
deteccion temprana de plagas y enfermedades de las plantas. En la actualidad, existen
diferentes metodologias aplicadas a la identificaciéon temprana de enfermedades. Por lo
tanto, la deteccion de la enfermedad en una etapa temprana permite a los productores
considerar las medidas de manejo adecuadas para mitigar las pérdidas y aumentar la
rentabilidad de los cultivos. Una de las principales propuestas utilizadas en la literatura es
el uso de la espectroscopia visible (VIS) y del infrarrojo cercano (NIR). La espectroscopia
es la interaccion del espectro electromagnético y la materia de acuerdo a una determinada
longitud de onda asociada con la energia de radiacién que permite obtener como respuesta
una firma espectral.

Las firmas espectrales son datos del espectro electromagnético con las propiedades de
absorbancia, transmitancia y reflectancia de todas las bandas de color del espectro VIS
y NIR (ver Apéndice A). Estas firmas se utilizan en un amplio campo de aplicaciones en
la agricultura para la identificacion y clasificacion de plantas, en el analisis de diferentes
parametros internos de las hojas y en la supervision del estado en los frutos.

3.1. Monitoreo de plantas

El analisis de las firmas espectrales depende de las propiedades opticas de las plantas
que también estan funcion de diversos factores como las condiciones de radiacion, la especie
vegetal, el grosor de las hojas, los niveles del contenido de clorofila y la estructura interna
de las hojas. En este Capitulo, se propone un algoritmo para la deteccion de la CP en
plantas cucurbiticeas con espectroscopia utilizando firmas espectrales y el aprendizaje
automatico.
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3.1.1. Analisis de la cenicilla polvorienta

Para el andlisis del comportamiento de la CP en las hojas de las plantas de calabacita,
se estudiaron algunos cultivos en diferentes condiciones y temporadas para obtener la
cronologia y las propiedades principales (cambios en la apariencia de las hojas). Se
realizoé un monitoreo de plantas desde el brote de las primeras hojas hasta la senescencia,
relacionando sus principales caracteristicas con las establecidas por la BBCH [88|. Es
necesario senalar que la CP no fue inoculada, si no que se presentd de forma natural en
todos los cultivos analizados. Las observaciones mostraron tres cambios notables diferentes:
i) hojas sanas, ii) hojas con primeros sintomas y, iii) hojas enfermas. El interés principal
de este trabajo de tesis se centra en identificar el nivel de dano de la cenicilla polvorienta
en las hojas de cucurbitaceas antes de que los primeros sintomas sean visibles para evitar
la propagacion. En la Figura 3.1 se identifican estos cambios.

Figura 3.1. Inspeccion visual en imagenes de hojas de C. pepo L.: a) hojas jovenes sin dafio, b) hojas
maduras con un primer sintomas y c¢) hojas enfermas.

3.1.2. Selecciéon del punto de medicién

Se realizd6 una serie de inspecciones en imagenes de las plantas de los cultivos. Se
obtuvo un registro de 465 hojas en donde 284 presentaron los primeros sintomas en las
mismas regiones. Fn la Figura 3.2, se indican las partes en la que la hoja fue dividida para
su analisis. Como resultado, las regiones 3 y 4 tuvieron mayor incidencia al mostrar los
primeros sintomas de la CP. Esta informacion sobre la seleccion de la region de interés
(ROI, R; - Rg) se verifico con el conocimiento de agricultores expertos de los lugares,
quienes confirmaron que la incidencia de los primeros sintomas aparecen en el 16bulo
central superior (Ry) de las hojas basales y maduras en la etapa de floracion. Por lo tanto,
las mediciones se tomaron en la misma region de la hoja en un punto central aproximado.
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En los casos en que el primer sintoma no se encontr6 en el punto central, se obtuvieron
exploraciones en donde el dano estuvo visible.

a)

Figura 3.2. Exploracién por partes de la hoja de Cucurbita pepo L. para la seleccion de la region de interés
(ROI): a) division de la hoja en regiones, region central (R;), lobulo derecho inferior (Rz), lobulo derecho
superior (R3), lobulo central superior (Ry), l6bulo izquierdo superior (Rs) y lobulo izquierdo inferior (Rg),
b) primeros sintomas en R, y Rj3, c) primeros sintomas en Rz, d) primeros sintomas en varias regiones y
e) primeros sintomas en Ry y Rg.

3.1.3. Espectréometro

Las firmas espectrales se obtuvieron en el Laboratorio de Aguas Residuales del De-
partamento de Estudios Multidisciplinarios de la Universidad de Guanajuato, en Yuriria,
Guanajuato. Se aplicaron técnicas no destructivas con los dispositivos de Ocean Optics:
el espectrometro UV-VIS-NIR modelo HR4000CG-UV-NIR, conectado a través de fibra
Optica, una fuente de luz halogena de deuterio-tungsteno equilibrada (DH-2000-BAL, -215
- 2500 nm), un sargento 6ptico de reflexion con soporte a 45° de luz incidente y el estandar
de reflectancia (WS-1). El sargento optico es una herramienta disenada especialmente
para obtener las firmas espectrales en reflectancia con el angulo de luz mencionado. Esta
herramienta funciona como soporte principal para las fibras opticas y la configuracion
que deben tener para la medicion. La Figura 3.3 muestra la estructura interna de la
herramienta y el funcionamiento.

El espectrometro tiene un rango espectral de 195 nm a 1122 nm con intervalos de 0.33
entre cada longitud de onda. Las exploraciones promedio, el ancho del vagén y el tiempo
de integracion se configuraron con 10 lecturas, 5 unidades y 100 ms respectivamente, y el
estandar iluminante fue el CIE D65. Por lo tanto, se disené el sistema para la adquisicion
de firmas espectrales compuesto de varios dispositivos opto-electronicos y componentes
que hacen posible las mediciones (ver Figura 3.4).
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Figura 3.3. Descripcion del sargento 6ptico de reflexion con soporte a 45° de luz incidente: a) diseno del
sargento Optico para la toma de firmas espectrales de hojas, b) estructura interna con el estandar de
reflectancia (WS-1), ¢) estructura interna con la muestra (hoja), d) sargento optico con el estandar de
reflectancia, e) toma de medicién de una muestra, f) uso del sargento 6ptico sobre un contenedor con una
planta en S; y g) uso del sargento Optico sobre un contenedor con una planta en Sg.

Para garantizar que las mediciones puedan ser repetitivas, se hizo un andlisis de
varianza (ANOVA) para evaluar la repetibilidad en el proceso de medicion de las firmas
espectrales. Para ello, se calcul6 una medida de error (M E) y la repetibilidad (R;). Estas
medidas se determinan como la variacion de las mediciones que se obtienen con el mismo
sistema cuando se usa varias veces por un usuario, midiendo la misma caracteristica con el
mismo objeto [89,90]. Asi, se define como una medida estadistica de consistencia entre las
mediciones repetidas con el mismo objeto. Su valor se expresa en una proporcion entre 0y
1 de un esquema utilizado para describir los coeficientes de correlacion del producto [91].
En este caso, se tomaron todas las firmas obtenidas durante cada dia de muestra y de cada
una se calculd su valor medio. Los resultados del ANOVA mostraron que la variacién entre
grupos (mediciones en los dias de muestra), la variacion dentro de los grupos (error de las
mediciones) y el p —valor indicaron que existen diferencias significativas entre los valores
medios. Los resultados fueron M E = 0.1916 y R; = 0.8084. Por lo tanto, se considera que
este proceso de medicion es repetible.
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Figura 3.4. Componentes del sistema para la adquisicion de firmas espectrales: a) estructura del sistema,
b) plantas y hojas de muestras y c¢) dispositivos opto-electronicos.

3.1.4. Descripcién de los cultivos

Se consideraron plantas de C. pepo L. de seis cultivos en localidades y condiciones
diferentes. Los cultivos se ubicaron en Jalpa, Zacatecas, San Luis Potosi, San Luis Potosi
y Yuriria, Guanajuato, México. Se identificé todo el ciclo de desarrollo de las plantas
verificado a través de la escala BBCH. Los datos fenologicos de estos cultivos se registraron
durante las cuatro estaciones de crecimiento consecutivas: septiembre a diciembre del 2015
(C4), enero a abril del 2016 (Cy y Cs), abril a julio del 2016 (Cy), septiembre a noviembre
del 2016 (C5) y marzo a junio del 2017 (Cg). Para cada una de las diferentes temporadas,
se trabajé con un nimero determinado de plantas. En la Tabla 3.1, se presentan la
informacion a detalle, tipo de semilla, el nimero total en cada cultivo y las plantas a
considerarse para el muestreo de hojas.

Los dias de muestreo para todos los cultivos fueron lunes, miércoles y viernes. El ciclo
de vida total de la planta puede prolongarse a través de tratamientos de control. La fase
reproductiva se presenta a partir del dia 40 al 45 después de la emergencia (brote) de
las primeras hojas, donde la duraciéon en dias depende del control y monitoreo para la
cosecha del fruto. En estos casos, la siembra de semillas fue en bandeja de germinacion
trasplantadas (ST, siembra transplante), semillas sembradas directamente en campo (SD,
siembra directa) y semillas sembradas en macetas (SC, siembra contenedor). Para los
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Tabla 3.1. Informacién detallada de la variedad, el proveedor, total de semillas y las plantas que se
utilizaron para el muestreo de las hojas de C. pepo L. en cada cultivo.

Cultivo Variedad Proveedor Total semillas Plantas muestra
1 Monalisa Harris Moran 8 4
Cy Hurakan F1 Harris Moran 30,000 28,000
Cs Hurakan F1 Harris Moran 14,800 14,000
Cy Hurakan F1 Harris Moran 4 2
Cs Hurakan F1  Harris Moran a8 29
Cs Adelita Seminis 40,000 38,000

cultivos en campo, los agricultores se encargaron de la siembra directamente. Para las
plantas de SC, se utilizaron macetas de 28x28x27 cm con Nitrofoska Perfect que es
un fertilizante compuesto de nitrogeno (2%), potasio (16 %) y fosforo (40%). Todas
estas plantas fueron sometidas al muestreo de un cierto nimero de hojas. La Tabla 3.2
presenta la informacion detallada sobre la ubicacion de los cultivos, la temporada de
crecimiento y las condiciones de plantacion de las semillas. En los cultivos de campo, se
operaron sistemas de riego cada tres dias y se aplicaron tratamientos preventivos para el
minador de hoja, mosca blanca, arana roja, mildiu y CP con la misma frecuencia. En las
plantas en maceta, se aplico el riego cada tercer dia, sin embargo, en este caso no hubo
tratamientos preventivos. Todas las plantas crecieron de forma natural, lo que significa
que no hubo control preventivo. En la Figura 3.5, se muestran las imagenes de los cultivos
en los diferentes lugares y la forma en como se desarrollaron desde los primeros estadios
fenologicos.

3.1.5. Generacion de la base de datos

Durante 62 dias, se tomaron las muestras de las mismas hojas cada tercer dia, lo que
dio como resultado 19 dias de muestreo (D; - Dig). De este cultivo, se registraron un
total de 2,280 firmas espectrales y sus imagen respectivas de las hojas. Se descartaron las
firmas de cinco plantas que no presentaron sintomas durante el estudio y ademas las firmas
pertenecientes a la primera y la segunda hoja verdadera de cada planta que alcanzaron el
estado de senescencia en forma temprana, asi como todas las hojas que fueron alcanzando
la senescencia total.

De los cultivos C4, Cy, Cs, Cy, Cg, se obtuvieron imégenes de las hojas (ver Capitulo
4), para obtener una base de datos de firmas espectrales e imagenes de las hojas de plantas
de C. pepo L. La base de datos se formo6 de 4,989 firmas espectrales y 47,008 imégenes
obtenidas de cada hoja de todas las plantas. La Tabla 3.3, proporciona la informacion
detallada acerca del total de informacién que contiene esta base de datos.
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Tabla 3.2. Informacién general acerca de los cultivos de plantas de Cucurbita pepo L. Las condiciones de
siembra se describen a través de los términos de plantas trasplantadas (ST, siembra transplante), semillas
sembradas directamente en campo (SD, siembra directa) y semillas sembradas en macetas (SC, siembra
contenedor).

Cultivo Ubicacion Coordenadas geograficas y tamano Condiciones
4 Instituto de Investigacion en 22°08°08” N, 101°01’51” W, SC
Comunicacién Optica (IICO), altitud 1,944 m

San Luis Potosi, S. L. P.

Co Mesa de Teocaltichillo, 21°69’43” N, 102°97°09.5” W, ST
Jalpa, Zacatecas altitud 1,463.18 m (2.5 hectareas)
Cs Jalpa, Zacatecas 21°65’89.77 N, 102°96’80.6” W, ST
(Jalpa-Tabasco Carr.) altitud 1,397.59 m (1 hectarea)
Cy Instituto de Investigacion en 22°08°08” N, 101°01’51” W, SC
Comunicacién Optica (IICO), altitud 1,944 m

San Luis Potosi, SLP.

Cs Yuriria, Guanajuato 21°69°42.17 N, 102°97°34.5” W, SC
Yuriria, Guanajuato altitud 1,469.19 m

Cs Jalpa, Zacatecas 21°59°75.77 N, 103°01’52.3” W, SD
(Jalpa-Juchipila Carr.) altitud 1,383.45 m (2 hectareas)

Tabla 3.3. Informacién de la base de datos completa de firmas espectrales e imagenes de hojas de C. pepo
L. por temporadas. Las plantas se describen con P; y las hojas consideradas en el estudio se denotan con

H;, donde i =1, ..., n que es el nimero total de plantas, hojas y cultivos.

Temporada Plantas Hojas  Cultivo Imagenes Firmas espectrales
Agosto-diciembre 2015  P;-Py  Hi-Hos Ci 2,615 -
Enero-abril 2016 Pi-Pig  Hi-Ho Cy 10,872 -
Enero-abril 2016 Pl—Pgl Hl—HQO C3 15, 158 -
Abril—julio 2016 Pl—Pg Hl—HQO C4 5, 418 2,709
Agosto-diciembre 2016 P-P15  Hi-Hg Cs 10, 869 2,280
Abril—julio 2017 Pl—P25 Hl‘Hlo CG 2, 076 -

Esta base de datos tiene que ser etiquetada en los diferentes niveles de dano o clases
que se requieren identificar. A partir de los cambios notables encontrados en la observacion
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Figura 3.5. Imagenes de los cultivos de las plantas de C. pepo L. a) cultivo de plantas en contenedores
C4, b) plantas en cultivo de campo Cj, c¢) plantas en cultivo de campo Cj, d) cultivo de plantas en
contenedores Cy, e) cultivo de plantas en contenedores C5 y f) plantas en cultivo en campo C analizados
para este proyecto.

de la aparicion de la enfermedad, ya se tienen tres clases. Sin embargo, se quiere identificar
cuando la infeccion esta en su etapa temprana, por lo tanto, se define una cuarta clase o
nivel de dano: hojas con esporas en germinacion. Este nivel ocurre en un periodo de tres
a siete dias antes de que el primer sintoma sea visible en la superficie de la hoja. Por lo
que, se proponen cuatro niveles de dano o clases. En la Figura 3.6, se muestra la relacion
entre las etapas de crecimiento y la identificacion de los niveles de dano que se proponen
en este trabajo de tesis.

Las hojas consideradas en el nivel de dano 7} se encontraron en las etapas principales de
desarrollo de la hoja (57 ), formacion de brotes laterales (Ss) y emergencia de inflorescencias
(S5) durante los primeros nueve dias de muestreo (D; - Dy). Entre las etapas principales
de la floracion y el desarrollo del fruto (Sg y S7), se monitorizé el nivel de dano de T3 en
las hojas de Dyy - D1s. Se detecté un nivel de dano 73 en las hojas en la etapa principal
de formacion de la fruta (S7) de Di3 - Dig. Finalmente, desde D7 - D9 entre las etapas
principales de desarrollo de la fruta, la maduracion y la semilla (S7 y Sg), se establecio Ty.

3.1.6. Validacion de los niveles de dano

Para validar los niveles de dano o clases propuestas, se realizé el calculo del porcentaje
de area danado en las hojas. Para esta evaluacion, s6lo se procesaron 320 iméigenes en
espacio de color RGB (por sus siglas en inglés, red, green y blue). El érea daniada de cada
hoja se calcul6 a través de la medicion de los valores de umbral de acuerdo al valor del area
de la hoja. El procesamiento de imégenes se trabajo con el programa ImageJ 1.52a. En
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Figura 3.6. Descripcion de crecimiento de las hojas de Cucurbita pepo L. en relacién con los estadios de
la BBCH, los dias de muestreo y los niveles de dafio de la cenicilla polvorienta (CP).

este programa se ajustaron ocho valores de umbral en base a una serie de pruebas en las
imagenes en espacio de color HSB (por sus siglas en inglés, hue, saturation y brightness)
considerando hojas jovenes y hojas maduras. Un diagrama de flujo para el proceso de
identificacion se muestra en la Figura 3.7.

Las hojas jovenes mostraron sombras de color verde claro, mientras que las hojas
maduras exhiben una tonalidad verde oscura y manchas grisdceas sin uniformidad. Los
valores ajustados en el componente de color H de las hojas jovenes, se logré ajustar entre
(35 - 43), (44 - 46), (47 - 52), vy (53 - 55), para Ty, Ts, T3, y Ty, respectivamente. Los
valores del componente de color B para los cuatro niveles de dano estuvieron entre 38 -
46. De forma similar, para hojas maduras, los valores del componente H, estan entre (1 -
24), (25 - 30), (31 - 53), y (54 - 70). Los valores del componente de color B a considerar
fueron (210 - 230) solo para los niveles de dano T5, T3 y Tj. Los resultados del porcentaje
de area se muestran en la Tabla 3.4. Como se observa en los porcentajes, para determinar
las hojas sanas, el area de la hoja se considera completa (275.01 - 2.01 ¢cm?) y se tiene
un 4rea muy pequena de dano (0.02 - 0.001 cm?), que a simple vista no es detectada.
Para el caso de las hojas en germinacion, es notable que el area de la hoja con dano
aumenta (2.42 - 0.02 cm?), también es dificil detectar a simple vista. Sin embargo, la
estimacion (0.06 % - 1.06 %) en varias hojas se identifico con un dafio minimo. En las
hojas con sintomas y enfermas, el rango de area danado es visible (25.03 - 0.72 ¢cm?), lo
cual identifico desde un primer sintoma visible hasta la hoja totalmente cubierta de hongo.

La Figura 3.8 muestra ocho ejemplos de imagenes procesadas para cada diferente
nivel de dano que se generaron al calcular el porcentaje del area de la hoja danada.
Los resultados de la estimacion de area danada de 320 imagenes de hojas (un total de 80
hojas por nivel de dano), el porcentaje de 5%, 10 %, 3.75% y 2.5 % para hojas que no se
clasificaron correctamente en 77 - hojas sanas, T - hojas en germinacion, 73 - hojas con
primeros sintomas y T} - hojas enfermas. Confirmando que el agrupamiento inicial de la
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hojas

en germinacion, T3 - hojas con primeros sintomas y Ty - hojas enfermas) de cenicilla polvorienta en hojas
de cucurbitaceas a través del porcentaje de area danada.

Tabla 3.4. Rango del porcentaje area de la hoja, area con dano, y hojas sin clasificar por cada nivel de
dano identificado.

Nivel de dano Rango Area de la hoja Area con dafio  Sin clasificacion
(%) (cm?) (cm?) (%)

T, - Hojas sanas 0.00% - 0.05% 275.01 - 2.01 0.02 - 0.001 5%

T5 - Hojas en germinacién 0.06% - 1.06 % 272.05 - 16.26 2.42 - 0.02 10%

Ts - Hojas con primeros sintomas  1.07% - 13.10% 280.44 - 10.66 25.03 - 0.72 3.75%

T, - Hojas enfermas 13.12% - 99.29% 520.69 - 13.10 315.72 - 3.54 2.5%

base de datos en los cuatro niveles de dano propuesto no tiene un error considerable.

Una vez identificados los niveles de dafio o clases, se generan cuatro conjunto de
datos. En la Tabla 3.5, se presentan el total de las firmas espectrales e imagenes digitales
obtenidas por cada temporada y nivel de dano de CP que se utilizaran.
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a)

b)

c)

d)

Figura 3.8. Segmentaciéon de las muestras de hojas con el rango de porcentaje de los cuatro niveles de
dano de cenicilla polvorienta.

Tabla 3.5. Informacién de la base de datos de firmas espectrales e iméagenes digitales de las hojas de
Cucurbita pepo L.

Cultivo T1 T2 T3 T4
Ch 150 20 50 210
Co 1,070 170 240 160
Cs 1,210 80 30 -
Cy 215 90 129 280
Cs 410 208 270 132
Cs - 110 15 20

3.2. Pre-tratamiento de las firmas espectrales

Para el caso de las firmas espectrales, en ocasiones los dispositivos opto-electronicos
presentan fallas en cuanto a la medicién de la firma espectral. A estos errores se les
considera ruido, y existen varios factores que lo producen. Por lo que es necesario el
pre-tratamiento de las firmas espectrales que consiste en la eliminacién de ruido, ajuste
de longitudes de onda, filtrado de suavizado y normalizaciéon. La Figura 3.9 muestra los
elementos de la estructura interna de esta etapa.
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Datos

Pre-tratamiento espectrales

1

Diagnosticos: Normalizacion
Ty, Ty, Ta,y Ty

Firmas Eliminacion | |/ Filtro de suavizado
espectrales de (Savitzky-Golay)
ruido

Figura 3.9. Descripcién del pre-tratamiento de las firmas espectrales de las hojas de plantas de Cucurbita
pepo L.

Para la eliminacién del ruido se aplicaron un filtro de promediado seguido de un filtro
de suavizado Savitzky-Golay [92]. Este ultimo, se basa en el calculo de una regresion
polinomial con al menos k + 1 puntos espaciados para determinar el nuevo valor de cada
punto. Se consider6 un polinomio de grado tres con un espaciado de 10 puntos. Este filtro
permitié desaparecer ruidos ajenos al sistema provocados por el espectrometro. Después,
se normalizaron los datos con respecto a la media. Cada una de las firmas fue evaluada
de forma visual por hoja y por dia de muestra. En algunos casos, las longitudes de onda
mostraron diferencias en las bandas del espectro del UV-VIS-NIR (ultravioleta-visible-
cercano al infrarrojo) con respecto al porcentaje de reflectancia en los diferentes dias de
muestra. En la Figura 3.10, se presenta la inspeccion visual de las firmas espectrales de una
hoja que muestra los rangos de longitud de onda con mayor diferencias entre los valores
de porcentaje de reflectancia de las firmas espectrales UV-VIS-NIR.

Al observar las diferentes bandas de las firmas espectrales se pueden ver algunos
cambios que son notables en el porcentaje de reflectancia en los diferentes dias de muestra.
Estos cambios en la reflectancia permiten evaluar internamente una hoja. En la Figura
3.10a se observan las firmas espectrales completas de dias diferentes. Algunos cambios son
notables, por ejemplo, en la banda del verde (ver Figura 3.10c) y sus variaciones en la
reflectancia para cuando se trata de una hoja sana. En el caso de una hoja con cambios se
denotan como en la Figura 3.10d, la absorcion del verde cambia al momento de presentarse
problemas en las hojas como enfermedad o marchitamiento y esto se observa al ver los
cambios en los valores de reflectancia en cada uno de los diferentes dias.

3.3. Extraccion de caracteristicas

El resultado de la inspeccién visual de la secciéon anterior mostraba que en ciertas
rangos de longitud de onda, existen diferencias entre las firmas espectrales de los cuatro
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Figura 3.10. Inspeccién visual de las firmas espectrales pertenecientes a una hoja etiquetada como Hg de
una planta de diferentes dias de muestra (Ds-Ds, Dg-D12, D13-D1g y D17-D19) y dividida en bandas de
longitud de onda: a) firmas espectrales con el espectro completo, b) bandas de la firma espectral del 200
nm - 400 nm, c) bandas de la firma espectral del 400 nm - 700 nm y d) bandas de la firma espectral del
700 nm - 1014 nm.

niveles de dano propuestos. Como las firmas espectrales ya pre-tratadas y normalizadas
son de dimension grande (1,100 muestras), es necesario realizar un proceso de extraccion
de caracteristicas (ver Figura 3.11), es decir, se intenta obtener caracteristicas pertinentes
a partir de las firmas espectrales para: i) mejorar la eficacia predictiva del algoritmo de
aprendizaje de maquina y ii) disminuir la dimension de las muestras.

En la literatura utilizan los indices de vegetacion (VIs) que son una combinacion de
bandas espectrales para enfatizar la vegetacion en funcion de la respuesta espectral y
disminuir los detalles de factores externos como la reflectancia del suelo y la iluminacion.
Estos indices muestran la absorciéon de la radiacion de las hojas verdes que estan asociados
directamente con la fotosintesis [1,2,5,93,94].

41



Capitulo 3. Deteccion de enfermedades en plantas basado en espectroscopia y aprendizaje automéatico

Base de datos de
caracteristicas
Vls

Extraccion de

caracteristicas

Normalizacion Vs
Datos _ (ymax — ymin) * (x - xmin)
espectrales y= (xmax — xmin) + ymin
Anélisis de VIs Calculo de 64 Vs Vs

Figura 3.11. Extraccion de caracteristicas de las firmas espectrales a través de indices de vegetacion.

Se analizan 64 VIs relacionados con la biomasa, el area foliar, contenido de clorofila,
carotenos, agua y otros compuestos, caracteristicas mostradas en las hojas y las longitudes
de onda asociadas para caracterizar los niveles de dano propuestos. Los VIs considerados
para este estudio y sus ecuaciones se listan en la Tabla 3.6. La mayoria de los VIs se
calculan con longitudes de onda especificas dentro de las bandas del verde y roja del
espectro visible (VIS) y longitudes de onda de la banda del cercano al infrarrojo (NIR).
En algunos indices se utilizan valores directos de una banda. El valor de la banda azul (B)
es 490 nm; el valor de la banda verde (G) es de 560 nm; el valor de la banda roja (R) es
de 666 nm; el valor del borde (RE) es de 715 nm y finalmente el valor del NIR es de 790 nm .

Los Vs se calcularon a partir de la base de datos de 840 datos espectrales con 240,
180, 240 y 180, que fueron considerados para T3, T, T3 y Ty, respectivamente. Todos los
Vs fueron normalizados debido a que en algunas caracteristicas los resultados cambiaban
de rangos altos entre 0 - 100 y en otras los rangos fueron pequefios entre 0 - 1. Por lo tanto
la normalizacion de los datos se realizo a través del proceso de normalizacion de matrices
por los valores minimos y maximos de cada fila. La Ecuacion (3.1) muestra el proceso de
normalizacion utilizado para los datos considerando el rango con valores de -10 a 10.

)= (ymaz — ymin) * (x — xmin) (3.1)

(xmax — xmin) + ymin

donde x es la matriz de datos, ymin es el valor minimo para cada fila de y, ymax es el
valor maximo para cada fila de y, xmin es el valor minimo del rango a normalizar (-10)
y xmaz es el valor maximo (10). Al finalizar este proceso, se generaron las caracteristicas
correspondientes a los VIs calculados con un total de 53,760 datos.
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3.4. Seleccidén de caracteristicas

La seleccion de caracteristicas es el proceso en el que se eligen de forma automatica o
manual las caracteristicas que mas contribuyen a la variable a diferenciar, en este estudio,
se necesitan caracteristicas para describir de mejor forma cada nivel de dano de la CP en
las hojas. Tener caracteristicas irrelevantes en los datos puede disminuir la precision de
los modelos y dar informacion no 6ptima para el sistema.

Para este proceso de seleccion de caracteristicas se propone utilizar métodos estadisti-
cos. Primero, se realiz6 una prueba de Lilliefors para verificar la normalidad de los datos
en cada una de las caracteristicas y los cuatro niveles de dafio (ver Tabla 3.7). Los VIs en
donde no se cumple la condiciéon de normalidad se indican en negrita.

Seleccion de
caracteristicas

Base de datos de
caracteristicas
seleccionadas

Base de datos de
caracteristicas

Cuatro niveles de
dafio

Prueba de —
Lilliefors Caracteristicas
descartadas
; Cuéantos niveles
Prueba de o
ANOVA .\/aI.(er €s d? multicomparacién de dafio pueden separarse
signiticancia d Tpk con las caracteristicas
€ Tukey seleccionadas?

Figura 3.12. Seleccion de caracteristicas.

Con esta prueba, se descartaron las primeras trece caracteristicas: MCARIy, HS, BS,
MTVI, VARIgreen, O,, Oy, MRENDVI, MRESR, PSRI, CRI;, WBI y VREI. En la Tabla
3.7 se presentan cada uno de los VIs, con sus valores resultantes en cada uno de los niveles
de dano. Los datos que no cumplieron con la condicién de normalidad dan como resultado
un "0", en alguno de los niveles. Por ejemplo en el caso de MRENDVI, para el nivel de
dano 75, indica que los datos no son normales. Por lo tanto, se obtuvo un total de 51
caracteristicas que cumplen con esta condicién.

Un andlisis de varianza (ANOVA) se llevé a cabo con las caracteristicas restantes
para obtener los valores de significancia estadisticos. Para finalizar, con los resultados
del ANOVA se realiz6 un prueba de multicomparaciéon de Tukey en la cual se comparan
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las medias de los niveles de dano en cada caracteristica para ver si existen diferencias
significativas. Esta tltima prueba permite obtener las caracteristicas con mayor habilidad
de separar los diferentes niveles de dano. En la Figura 3.12 se presenta a detalle el diagrama
de flujo para la etapa de seleccion de caracteristicas. Una descripcion mas detallada de los
métodos estadisticos utilizados se presentan en el Apéndice C.

Las 51 caracteristicas resultantes fueron sometidas a un analisis ANOVA. A través
de este andlisis se obtuvieron los valores de significancia como F'y el p — valor. Estos
valores indican si se cumple la hipotesis nula (p, = p,) donde todas las medias de los
niveles de dano son iguales o si existen diferencias significativas (u, # p,). Cincuenta y
un caracteristicas resultaron tener diferencias significativas con un p — valor < 0.001, lo
que significé que al menos las medias de dos niveles de dano son diferentes.

A partir de estos resultados, se realizo la prueba de multicomparacién de Tukey para
comparar todas las medias de los cuatro niveles de dano de cada una de las caracteristicas
por pares. A través de esta prueba se realiza un analisis para definir cuales niveles de
dafio tienen diferencias significativas y a que caracteristicas pertenecen. Lo que significo
que para algunas caracteristicas solo dos o tres niveles de dafio son diferentes. En la
Figura 3.13 se muestran el ANOVA y la prueba de multicomparacién de Tukey de dos
caracteristicas VIs, en donde GNDVI muestra medias con diferencias significativas entre
los cuatro niveles de dano. Sin embargo, se muestran los resultados de otra caracteristica
que es NRENDVI, se encuentran que 75, T3 y T} tienen valores de media iguales y s6lo T}
es diferente.

La habilidad de cada VIs en funcion de los valores de las medias para separar los
cuatro niveles de dafio de CP se asigné a diferentes letras mintsculas (a, b, ¢ 6 d) que
representan un nivel de dafio de CP. Si la misma letra mintscula resulta en dos, tres o
cuatro niveles de dano, se concluye que son iguales y que no hay diferencias significativas.
ANOVA y la prueba de multicomparacion de Tukey se ejecutaron en Matlab Release 2015a.

Cada VlIs fue numerado segtun los resultados obtenidos. Cuatro, tres y dos niveles de
dafnio de CP fueron diferenciados. En algunos VIs, el nivel de dano de T} se confunde con
los niveles de dano de los demas (7, Tz y T3), concluyendo que, una letra mintscula se
repite. Por ejemplo, el resultado de NDVT (ver Tabla 3.8) en la prueba de Tukey es: a,
b, ¢ y b. Esto significa que T3, Ty y T3 tienen sus valores medios diferentes pero en T su
valor medio es el mismo que en T, (misma letra).

En la Tabla 3.8 se muestra que los primeros siete VIs enumerados {1 - 7} tuvieron
la habilidad de diferenciar los cuatro niveles de dano, la prueba de multicomparacion de
Tukey entre los cuatro niveles de dano de estos VIs, tienen una letra mintscula diferente
(Ty-a, Ty - b, T3 - cy Ty - d). Los VIs listados de {8 - 27}, resultaron con solo diferencias
significativas en tres niveles (T} - a, Ty - b, T3 - ¢), excepto en el caso de T donde es igual
a los otros niveles de dano. Se encontraron diferencias significativas solo entre dos niveles
de dano para los VIs enumerados de {28 - 48}, (T} - a, T5 - b). El significado de esto es que
T3 y Ty son iguales. Para el caso de los VIs del {49 - 51}, todos los valores de las medias
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Figura 3.13. Resultados del analisis de varianza (ANOVA) y prueba de multicomparacion de Tukey: a)
valores de la media de cada nivel de dano de la caracteristica GNDVI, b) prueba de multicomparaciéon de
Tukey en donde las medias de los cuatro diferentes niveles de dano (T3, Ts, T3, Ty) son significativamente
diferentes, c¢) valores de la media de cada nivel de dafio de la caracteristica NRENDVI y d) prueba de
multicomparaciéon de Tukey con las medias de T5, T3, y T} iguales pero significativamente diferentes de
T;.

de los niveles de dano fueron iguales, por lo tanto, estos VIs no son tutiles para identificar
los niveles de dafo y son descartados [95].

3.4.1. Formacion de vectores de caracteristicas

Solo siete caracteristicas (VIs) tienen la habilidad de separar los cuatro niveles de dano
propuestos. La formacion de vectores de caracteristicas VIs se hace con base en el nimero
de clases. Para este caso se tienen k = 4 clases (niveles de dano), por lo tanto se define el
nimero de caracteristicas para la formacion de vectores por medio de:

k(k—1)/2=4(4—-1)/2=6 (3.2)

donde el resultado indica que cada vector se formaré con seis caracteristicas.

Como el GNDVT es el indice de vegetacion mas utilizado en la literatura, se definen dos
vectores de caracteristicas £y = {GNDVI, SR7, SRy, SDy, SR3, ARI} y Ey = {SR+, SRy,
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SD4, SR3, ARI, TGI}, donde el vector E; contiene la caracteristica GNDVI y a diferencia
el vector )y contiene TGI, cada vector tiene un total de 5,040 datos.

3.5. Clasificacion

Dado los vectores de caracteristicas F; y FE5 y considerando las cuatro clases o
niveles de dafio que se quiere discriminar (77, Ty, T3 y T}), se tiene un problema de
multiclasificacion. Una de las soluciones para este tipo de problemas es convertir el
problema de multiclasificaciéon a una colecciéon de problemas de clasificacién binaria. Es
decir, se construyen k clasificadores, uno para cada clase. El k-ésimo clasificador construye
un hiperplano entre la i-ésima clase y las otras k — 1 clases. La clase a la que pertenece un
punto o dato nuevo es obtenida mediante el argumento maximo obtenido de las k-clases,
generandose k(k — 1)/2 hiperplanos de clasificacion al aplicar el método uno contra uno
(ver Figura 3.14). Para determinar la clase a la que pertenece un nuevo dato se cuenta
el nimero de votos que posicionan al nuevo dato en la i-ésima clase. La clase con mayor
ntimero de votos serd la asignacion para el nuevo dato. Como se tienen cuatro clases, se
deben construir 4(4 — 1)/2 = 6 clasificadores binarios. Los clasificadores binarios que se
que se construiran en este trabajo de tesis son SVM como algoritmo principal y KNN para
comparacion de resultados.

Clasificacion 4’@
Voteo i ]

A. P ‘|'3
Base de datos de
caracteristicas i > T,

seleccionadas

' Método
Entrenamiento (0)V/0]
SVM
1 (My,...,Me) Nucleos
Clasificadores | | Validacion
binarios : ;
KNN Euclidians
(N3,...Ne) — |

Figura 3.14. Descripcion de la clasificacion.

46



3.5. Clasificacion

3.5.1. Clasificadores binarios

Para los clasificadores binarios se selecciona aleatoriamente un nimero de datos a partir
del conjunto de datos original. Los vectores de datos E; y F5 consisten de cuatro clases.
Cada uno contiene 5,040 datos con seis caracteristicas. En los experimentos realizados se
usaron conjuntos de 2,016 y 1,008 datos para entrenamiento y validacién, mientras que
para probar los resultados obtenidos se utilizé6 un conjunto de datos de prueba con 2,016
datos.

3.5.1.1. K-vecinos mas cercanos

La distancia Euclidiana se consider6 como la funcién de distancia en el algoritmo KNN.
A continuacién en la Tabla 3.9, se muestra el resultado del entrenamiento de clasificadores
binarios KNN (1V;), donde i = 1, ..., 6 corresponde al numero de clasificadores binarios con
los vectores de caracteristicas VIs (E) y Es). Se probaron diferentes valores de niimeros
de vecinos (k), para los cuales los mejores resultados se obtuvieron con k = 2,3 4.
Para estas pruebas se utiliz6 X; para describir los vectores de entrada de datos para
el entrenamiento, z, son subconjuntos de datos para las pruebas, y el vector resultante
clasificado se denominé w,,, donde n y m definen el nimero de datos por vector. Para
este caso, solo se reportan aquellos clasificadores con menor porcentaje de error (%) que
se encuentra entre 1.1 - 1.9, y se observa que el nimero de datos clasificados en todos los
clasificadores fue entre 160 y 180 de los subconjuntos formados con 200 datos.

Un aspecto a considerar al utilizar el algoritmo KNN, es el nimero de vecinos. Al
utilizar valores altos, el porcentaje de error era mayor. Después de someter varios vectores
de datos con diferentes valores de k en el entrenamiento para los seis clasificadores, se
seleccionaron solo aquellos clasificadores que presentaron el menor porcentaje de error con
respecto a los vectores de datos utilizados en la validacion. En la Figura 3.15, se muestra
uno de los resultados de entrenamiento y validacion.

3.5.1.2. MaAquinas de soporte vectorial

En los experimentos realizados se utilizaron los ntcleos: lineal, polinomial, sigmoidal y
la funciéon de base radial, para encontrar la mejor SVM para cada clase. En la Tabla
3.10, el valor de p es el grado del polinomio, el valor de w es el pardmetro variable
para la funcion sigmoidal y o es el parametro variable para la funcion de base radial
(RBF). Para la seleccion de la SVM se tomaron los valores minimos de I resultantes del
entrenamiento y validacion. Una SVM no lineal requiere de un niicleo y valores apropiados
para sus parametros. Se debe construir el hiperplano que minimice y estime h mediante
hest = R?||w||?> + 1, donde R es el diametro de la esfera mas pequena que incluye a todos
los datos de entrenamiento y ||w|| es la norma Euclidiana del vector de pesos. Los datos
de entrada en cada SVM deben pertenecer a dos clases diferentes. Por lo tanto, para que
una SVM clasifique correctamente se eligen los pardmetros que minimizen I" (intervalo
de confianza) y h.q trabajando con diferentes valores de o. Los valores de los parametros
que mejor definen la funcién del clasificador se muestran en negritas. En todos los casos,
debido a que la distribucién de los datos en la mayoria de los casos no fue linealmente
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Figura 3.15. Entrenamiento, validacion y error de datos clasificados con KNN.

separable, se utilizo el niucleo RBF para lo cual se consideraron diferentes valores de o.

Después de realizar varias pruebas de entrenamiento (Tabla 3.10) con los diferentes
clasificadores y los datos de entrenamiento, se concluye que las SVM con el niicleo RBF
son la mejor propuesta de clasificador binario para identificar los niveles de dafio con todas
las caracteristicas. Como resultados del entrenamiento, se observa que el clasificador con
nicleo RBF es el que presenta los parametros que minimizan I" con las SVMs M, ..., Mg
con resultados de 1.062, 1.773, 2.026, 1.170, 1.417, 3.694 y valores minimos de h.g de 9.39,
32.81, 38.67, 11.59, 15.1 y 146.79, respectivamente. Ademés, el paradmetro sintonizable o
se determin6 con valores de 6, 5, 3, 6, 6 y 1, que seran los datos a considerar para la
clasificacion final. En la Figura 3.16, se presentan las graficas de dos hiperplanos 2D y 3D
resultantes del entrenamiento y validacion con diferente nucleo, distintas caracteristicas y
el resultado de los errores de la validacion.

3.5.1.3. Meétodo uno contra uno

En este trabajo de tesis se optoé por utilizar la descomposicion de clasificadores uno
contra uno (OVO). Para ello se entrenan seis clasificadores binarios (ver seccion 3.5.1.1 y
3.5.1.2). Para un nuevo vector de datos de caracteristicas E; y Es se utiliza el esquema
de la Figura 3.17 para obtener a que clase corresponden estos nuevos vectores. La Figura
3.17 describe el método OVO detalladamente junto con el esquema de voteo y las clases
que define cada bloque.
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caracteristicas SD4 vs SR3 con niicleo polinomial, e) hiperplano 6ptimo en 3D, f) datos de entrenamiento,
validacion y errores para clases T7 vs T, g) hiperplano 6ptimo en 2D con caracteristicas SRy vs TGI
con nucleo sigmoidal, h) hiperplano 6ptimo en 3D, i) datos de entrenamiento, validacién y errores para
clases Ty vs Ty, j) hiperplano 6ptimo en 2D con caracteristicas ARI vs SR7 con niicleo RBF, k) hiperplano
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Tabla 3.6. Ecuaciones de los indices de vegetacion (VIs) que son las caracteristicas de los datos espectrales para
identificar los niveles de dano de la cenicilla polvorienta en hojas de Cucurbita pepo L. [1-5].

Vegetation indices Equation
MSAVIo= L x [2 x (Rs10 + 1) — /(2 x Ra10 + 1)2 — 8 x (Rs10 — Rﬁgo)]

PRI= Bs70—Rs31

Indice de vegetacion de suelo ajustado modificado 2

Indice de reflectancia fotoquimica

R70+R 31
Radio espectral modificado MSR= pI50—pads
Indice de vegetacion de amplio rango dindmico WDRVI= T s 10— Roas

indice de vegetacion triangular
Indice mejorado de vegetation triangular mejorado
Indice de borde del rojo de diferencia normalizada,

indice de reflectancia de la absorcion de clorofila

CARI transformado

Indice de vegetacion de suelo ajustado optimizado/ TCARI
CARI modificado
CARI modificado y mejorados

0.15X Rg10+Regs
TVI= 0.5 x [130 X (Rg10 — Rs60) — 210 X (Re90 — Rs60)]
MTVI= 1.2 X [1.2(Rgoo — Rs50) — 2.5(Re70 — Rs550)]
NDRE= R790 R720

90+ R72
|(GX670+R670+1’)\ Rr7o0 .
CARI= ( R( 2+11_2>0 5) X Rero’
donde a = W; b= Rs50 — (a X 550)
R700]

TCARI= 3 x [(R700 — R670) —0.2x (R700 — R550) X Re70
TCARI/OSAVI=TCARI/ {(1 +0.16) x [%]
MCARI= [(R700 — Re70) — 0.2 X (R700 — Rs550)] X

700
MCARI,= 1.5[2.5(ps00—P670) —1.3(P800 —P550)]

Re70
\/(QXP800+12—(6><9800—5>< Vv p670)—0.5)

Indice de clorofila triangular TCI= (1.2 X (R700 — Rs50) — 1.5 x (Rg70 — R550) X g;:g
Analisis de radio del espectro de reflectancia RARSB= RR67715%
. R 650 X {1700
Radio verde GR= %
i i — 3573 Raa0
Propuesta de Hansen y Schjoerring HS= }1;573+R44o
Propuesta de Blackburn y Steel BS= f’°§
Indice de resistencia atmosférica visible VARIgreen= Cﬁ%
Propuesta de Gitelson 1 GIT;= [% -1
ST . _ RSSO. Rse60 Re72
¥nd1ces de vegetacion propuestos por DATT DATT = DATT,= Trosx Bong) ; DATT3= Fono % From
Indice de vegetacion de diferencia normalizada NDVI= M
. PNIRTPRED
Indice de vegetacion de la diferencia normalizada del verde ~GNDVI= 2NIE—PGREEN
PNIRTPGREEN
Borde del rojo NDVI modificado MRENDVI= £750—L705
P750+P705 —2X paas
Simple radio de borde rojo modificado MRESR= %
GNDVI del borde rojo REGNDVI= 2RE_PGREEN
PREV‘PGREEN
NDVT del borde rojo azul REBNDVI= 2RE—PBLUE
PRE+TPBLUE
NDVI de borde rojo cercano al infrarrojo NRENDVI= 2NIR—PRE
PNIRTPRE
[Psm*z-f’?so } —p700
Punto de inflexion del borde rojo REIP= 700 + 40 x —
PT740 —PT700

Indice triangular del verde

TGI= —0.5 x {(RED — BLUE)(pRED — PGREEN)—
(RED — GREEN)(PRED - pBLUE)}

Indices de reflectancia de simple banda o diferencia simple SD1= 5. —; SD2= Reso; SD3= R700 — R750 3 SDy= ﬁ ~ oo
Indices de simple radio SR= RSUU ; SRi= £750; SRp= 7150 SRy— {860, gR, — Jlor2
Indices de simple radio SR5= Rigﬁ SRe= R§3§ SR7= R‘;Zg SRg= R;ig
Indice de diferencia normalizada NDI= 77200105 s NDy= 8007650, Ny 2007167
Otros indices de vegetacion propuestos 01= 1‘355&?:12%708 ; Q9= o 1(?&;61%708 . _ %
Otros indices de vegetacion propuestos O4= R‘LQ%JFR“]R = ggig:g;;g
Pigmentos especificos de diferencia normalizada PSND= R:88+RZ§;
Indice de reflectancia de la senescencia de la planta PSRI= w
Indices propuestos por Vogelmann o VOGg = %
Indice del borde rojo 1 de Vogelmann VREI = R740
Pigmentos especificos de simple radio PSSRa= RS““ PSSRb_ gig?
Indice de reflectancia de antocianinas ARI= R550 R7oo
ARIy= p800 [35150 a R7100]
Indice de reflectancia de los carotenoides | CRI1= st - T ; (CRI)2= ﬁ — ﬁ
Posicion de borde rojo REP= 700 + [40 X %]; donde Rrp = M
Absorcion integral de la clorofila modificada MCAI= w] x (752 — 545) — [Zgi‘;g Rx1x 423]
Indice de banda del agua WBI= ggﬁ
Indice de pigmentacion independiente de la estructura SIPI= #ﬁé;‘i
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3.5. Clasificacion

Tabla 3.7. Prueba de Lilliefors para las caracteristicas VIs. Cada caracteristica muestra los datos en sus
cuatro niveles de dafio. Si en algin nivel aparece "0", significa que la caracteristica no cumple con la
condicién de normalidad.

VIS T1 T2 T3 T4 VIS T1 T2 T3 T4 VIS T1 T2 T3 T4
MSAVTI, 1 1 1 1 SD, 1 1 1 1 SDs3 1 1 1 1
MSR 1 1 1 1 SDy4 1 1 1 1 PRI 1 1 1 1
WDRVI 1 1 1 1 SR 1 1 1 1 SD: 1 1 1 1
TVI 1 1 1 1 SR1 1 1 1 1 SR 1 1 1 1
MTVI 1 0 1 1 CARI 1 1 1 1 RARSB 1 1 1 1
NDRE 1 1 1 1 SRs3 1 1 1 1 SRa4 1 1 1 1
TCARI 1 1 1 1 SRs 1 1 1 1 SRe 1 1 1 1
TCARI/OSAVI 1 1 1 1 MCARI; 1 0 1 0 HS 1 0 1 1
MCARI 1 1 1 1 SR~ 1 1 1 1 SRs 1 1 1 1
TCI 1 1 1 1 NDI 1 1 1 1 ND, 1 1 1 1
GR 1 1 1 1 NDs 1 1 1 1 (OJ 1 1 1 1
BS 1 0 1 1 (O]} 1 0 1 1 O3 1 1 1 1
VARIgreen 1 1 0 1 DATT, 1 1 1 1 DATT; 1 1 1 1
GIT, 1 1 1 1 Oy 1 1 1 0 Os 1 1 1 1
DATT. 1 1 1 1 PSND 1 1 1 1 PSRI 1 1 1 0
NDVI 1 1 1 1 VOG2 1 1 1 1 VREIL 1 0 1 1
GNDVI 1 1 1 1 MRESR 1 1 0 1 REBNDVI 1 1 1 1
MRENDVI 1 0 1 1 PSSR, 1 1 1 1 PSSR, 1 1 1 1
REGNDVI 1 1 1 1 ARI 1 1 1 1 CRI, 1 1 0 1
NRENDVI 1 1 1 1 REP 1 1 1 1 MCAI 1 1 1 1
TGI 1 1 1 1 WBI 1 0 1 1 SIPI 1 1 1 1
REIP 1 1 1 1

Tabla 3.8. Prueba de multicomparaciéon de Tukey de las caracteristicas VIs enumeradas en orden de
acuerdo con la habilidad de cada una para separar entre los cuatro, tres y dos niveles de dano de la
cenicilla polvorienta (CP), con un p — valor < 0.001 para todos los VIs.

Niveles de dafio Niveles de dafio

Vis F T1 T2 T3 T4 Vis F Tl T2 T3 T4
TGI 930.41 a b c d SR4 325.17 a b c c
SDy4 549.03 a b c d SR 406.63 a b c c
SR4 548.97 «a b c d DATT, 6.85 a a b b
ARI 658.33 a b c d Os 9.4 a b b b
SR~ 342.64 a b c d NRENDVI 12.61 a b b b
SR3 563.27 a b c d VOGs 12.93 a b b b
GNDVI 29.37 a b c d WDRVI 15.79 a b a a
NDVI 42.42 a b c b GIT, 24.12 a b a a
TVI 46.16 a b c a SD; 26.54 a b a a
ND3 46.39 a b c ¢ NDRE 27.9 a b b b
PSND 54.49 a b c ¢ SDs; 31.71 a b a a
SD» 54.72 a b c b ND, 34.5 a b a a
SIPI 57.92 a b c ¢ SRo 36.62 a b a a
PSSR, 88.08 a b c ¢ MCAI 39.98 a b a a
REGNDVI 89.4 a b c a  MSAVI, 45.48 a b a a
REBNDVI 103.27 a b c c TCAR/OSAVI 63.97 a b b b
TCI 112.3 a b c ¢ GR 81.46 a b a b
(OF} 115.15 a b c a CARI 84.46 a b a a
PSSR, 120.41 a b c ¢ SR 86.22 a b a a
PRI 142.74 a b c a MCARI 146.29 a b b b
SRs 168.46 a b c ¢ TCARI 146.29 a b b b
MSR 216.02 «a b c a O 186.48 a b b b
DATT, 256.3 a b c a SRs 5.77 a a a a
RARSB 264.89 a b c ¢ DATT; 5.85 a a a a
REIP 270.34 o b c b NDI 11.17 a a a a
REP 309.68 a b c b
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Capitulo 3. Deteccion de enfermedades en plantas basado en espectroscopia y aprendizaje automéatico

Tabla 3.9. Resultado del entrenamiento de los vectores de caracteristicas VIs (F; y FEs) con los
clasificadores binarios N; con diferente nimero de vecinos (k). X; describe el total de los datos de entrada
para entrenamiento y x; es un subconjunto de datos que se consideré para pruebas y el vector clasificado
se denomina con wj, donde j es nimero de datos. Se seleccioné el clasificador con menor porcentaje de
€error.

Clasificadores Entrenamiento Pruebas Clasificados Error

3 Ny 336 200 162 1.9
4 Ny 236 200 178 1.1
2 N3 136 200 170 1.5
4 Ny 336 200 164 1.8
3 Ns 236 200 166 1.7
4 Ng 136 200 176 1.2
E1 / Ez > Nl/Ml —
> N,/M, | Voteo 1
R Ul T
> N3/M3 | T
N 1 > T,
>
P N4/M4 1 > T3
q N5/M5 f 1 ” T4
> N5/M5

Figura 3.17. Descripcion del método OVO (one versus one) con el esquema de voteo para la multiclasifica-
cion. La entrada principal son los vectores de caracteristicas (E; y E9) mas los datos validados por cada
clasificador binario. Se trabajé con seis SVM’s (Mq, ..., Mg), de las cuales cada una clasifica dos clases.
La salida de cada bloque especifica un voto en el esquema de voteo para definir cada clase clasificada: 17,
Ty, T3, Ty.
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3.5. Clasificacion

Tabla 3.10. Resultado del entrenamiento de los vectores de caracteristicas VIs (E; y E3) en los

clasificadores binarios SVMs (M,

..., Mg) con diferente ntucleo lineal, polinomial, sigmoidal y funcion

de base radial (RBF)) para la seleccion de SVM y clasificacion de cada uno de los cuatro niveles de dafo

(Tla T27 T37 T4)

Ntcleo SVM  p/w/oc R? hest r [Jw]|? %Error
Lineal M, - 326.68 790.9256869  7.768+ 0.0000001 2.42 0.00
Lineal M3 - 362.97 1.91324E+14 0.000+ 5920773.1 5.27E+11 2.48
Lineal My - 486.93 1.84405E+14  0.000+ 5806932.1 3.79E+11 2.48
Lineal Ms - 403.72 1422.323036  10.67+ 0.0000001 3.52 0.00
Lineal Ms - 407.16 3.70759E+14  0.000+ 8388155.i 9.11E+11 14.36
Polinomial M, 1 326.68 558.0593294  6.671+ 0.0000001 1.71 0.00
Polinomial M3 1 362.97 1.82475E+14  0.000+ 5774816.1 5.03E+11 2.97
Polinomial My 1 486.93 1.77644E+14  0.000+ 5693725.1 3.65E+11 2.97
Polinomial M5 2 81101.13 205.9454311  4.590+ 0.0000001 0.00 0.00
Polinomial Ms 2 84132.38 510417.7253  79.03+ 0.0000001 6.07 0.00
Sigmoidal M 1 25255.40 5101591.116 0.000+ 232.032i 202.00 17.82
Sigmoidal Mo 1 34380.16 7907437.121 0.000+ 307.407i 230.00 14.35
Sigmoidal M3 1 26235.18 5299505.96 0.000+ 240.675i 202.00 14.85
Sigmoidal My 6 36417.09 7356251.19 0.000+ 322.940i 202.00 34.65
Sigmoidal Ms 6 35755.46 7222603.555 0.000+ 317.937i 202.00 41.09
Sigmoidal Ms 7 25602.01 5171606.521 0.000+ 235.108i 202.00 17.33
RBF M 1 0.991153706  111.9803396 3.272 112.98 0.00
RBF M, 1 0.987271046  76.90847288 2.764 77.90 0.00
RBF My 3 0.94979833 19.01144302 1.467 20.02 0.00
RBF M, 5 0.930327895  17.83676176 1.424 19.17 0.00
RBF M 7 0.856356583 151.780092 3.749 177.24 0.00
RBF M,y 6 0.876652635  9.392298383 1.062 10.71 0.00
RBF M, 1 0.993233511  146.3993484 3.481 147.40 0.00
RBF Mo 1 0.98989301 99.29910221 2.925 100.31 0.00
RBF Mo 3 0.953035845  51.58536817 2,177 54.13 0.00
RBF M, 6 0.869221923  78.55126064 2.632 90.37 0.00
RBF Mo 7 0.860469991  270.0558857 4.574 313.85 0.00
RBF Mo 5 0.931480838  32.81141096 1.773 35.22 0.00
RBF M3 1 0.992834398  138.4771587 3.599 139.48 0.00
RBF M3 5 0.927126687  48.40986519 2.243 52.21 0.00
RBF M3 6 0.88049241 50.43950654 2.285 57.29 0.00
RBF M3 3 0.961292836  38.67831892 2.026 40.24 0.00
RBF My 3 0.949602107  19.70141582 1.491 20.75 0.00
RBF My 4 0.92639275 14.81555291 1.309 15.99 0.00
RBF My 6 0.871807794  11.59174328 1.170 13.30 0.00
RBF Ms 3 0.961384133  25.56595565 1.796 26.59 0.00
RBF Ms 4 0.944251974  19.04827542 1.571 20.17 0.00
RBF Ms 6 0.902874369 15.1809633 1.417 16.81 0.00
RBF Mg 4 0.928346776  1030.159323 8.712 1109.67 0.00
RBF Ms 5 0.908200405  310.2304449 5.152 341.59 0.00
RBF Mg 8 0.815341691  626.5633445 7.017 768.47 0.00
RBF Ms 1 0.99256227 146.7973315 3.694 147.90 0.00
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CAPITULO

DETECCION DE ENFERMEDADES EN
PLANTAS BASADO EN VISION
COMPUTACIONAL Y APRENDIZAJE DE
MAQUINAS

A través de una imagen, se pueden definir un sin niimero de caracteristicas al seleccionar
regiones de interés. Debido a que las hojas de las plantas son el primer o6rgano en
presentar los sintomas de una enfermedad, la seleccion de caracteristicas por medio de
una imagen proporciona informacion suficiente para observar un nivel de dano [13,96]. En
la actualidad, existe un gran ntiimero de métodos que utilizan imégenes para la clasificacion
de enfermedades y plagas en condiciones de plantas infectadas [55,58,97].

4.1. Coleccién de imagenes

Las imagenes utilizadas en este estudio fueron obtenidas de los cultivos C'y, Cy, C3, Cy y
Cg definidos en la Tabla 3.2 del capitulo anterior. Todas la adquisiciones fueron espaciadas
cada tercer dia a lo largo de aproximadamente 62 dias bajo diferentes condiciones de
iluminacion y etapas de crecimiento.

Las imagenes fueron obtenidas con una estructura de plastico diseniada especialmente
para tomar las imagenes de las hojas. Esta estructura consiste en una base plastica
cilindrica de 18 centimetros de didmetro donde se fija el dispositivo movil. El modelo
de la camara fue LG-D680, con una resolucion de 72 puntos por pulgadas, una apertura
o punto f de 2.4, una distancia focal de 4 mm y el balance de blancos en automético. Se
consideran que estas mediciones se hicieron en un ambiente semi-controlado sin luz con el
sistema de adquisicion disefiado (ver Figura 4.1). La camara se sostiene de forma fija sobre
el cilindro, exactamente a 20 centimetros, se coloca sobre la hoja de la planta sin cortar,
hay una regla de referencia para mantener el tamano real de la hoja y medir el tamano
de la region de interés. La camara del dispositivo tiene una resolucién de 2448 x 3264
pixeles. Las imagenes digitales fueron capturadas a un dngulo de 90° y almacenadas a 24
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Capitulo 4. Deteccion de enfermedades en plantas basado en visién computacional y aprendizaje de maquinas

bits por pixel (color real) en formato JPEG (por sus siglas en inglés, Joint Photographic
Experts Group), y en espacio de color RGB.

7
7
IR Estructura
Visualizacion " Loy
de la imagen plastica
g cilindrica
Entrada para
dispositivo |
movil /7 \
/ \
/ \
/ \
// \ Distancia de
B e L
/ \ focalizacion
/ \
/ \
/ \
Regla de o0 6 8 L 9 § ¢ ¢ ¢ 1w
referencia L
-~ -
., -~
Colocacion - —
de la
estructura | >

Figura 4.1. Adquisiciéon de imagenes en formato JPEG de las hojas de plantas de calabacita en donde
se coloca sobre la hoja la estructura plastica cilindrica sin moverse, de acuerdo con la visualizacion de
la region de interés (ROI) de la hoja de imagen en la camara del dispositivo moévil con una distancia de
focalizacion de 20 centimetros.

Con este sistema de adquisiciéon, se garantizo el proceso de las mediciones con base al
parametro de repetibilidad por medio del ANOVA (ver Capitulo 3). Se calculé la medida
de error (M E) y la repetibilidad (R;) considerando el total de imagenes de hojas obtenidas
por dia de muestra y calculando su valor medio de cada imagen. Los resultados del ANOVA
entre grupos y dentro de los grupos, fueron M E = 0.1881 y R; = 0.8118, respectivamente.
Por lo tanto, este proceso de medicion se considera repetible [90,91].
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4.1. Coleccion de imagenes

La base de datos esta formada por 47,008 imagenes obtenidas de cada hoja de todas
las plantas. La Tabla 4.1 proporciona el total de informacion que contiene esta base de
datos. Las iméagenes contenidas son de hojas completas en diferentes etapas de crecimiento.
Sin embargo, solo resulta de interés un area reducida en la hoja (ROI) para obtener
informacion relevante que indique el nivel de dano en el que se encuentra. La Figura 4.2
muestra el pre-procesamiento que se le aplico a la base de datos de imagenes.

Tabla 4.1. Informacién de la base de datos completa de imégenes de hojas de C. pepo L. por temporadas.
Las hojas consideradas en el estudio se denotan con H;, donde ¢ = 1, ..., n que es el namero total de
plantas, hojas y cultivos.

Cultivo Temporada Hojas  Iméagenes
Cy Agosto-diciembre 2015 Hi-Hos 2,615
Co Enero-abril 2016 H,-Hy 10,872
Cg Enero-abril 2016 Hl—H20 15, 158
Cy Abril-julio 2016 Hy-Hy 5,418
Cs Agosto-diciembre 2016  Hi-Hg 10, 869
Cs Abril-julio 2017 Hy-Hyg 2,076

El tamano y localizacion de la ROI deben ser especificados considerando: i) lugar de
las hojas donde hay mayor incidencia de los primeros sintomas de la cenicilla polvorienta
y, ii) que la ROI tenga la suficiente resolucion (en pixeles) para identificar los primeros
sintomas en las hojas sin ambigiiedad (manchas naturales/color verde natural) y también
con suficientes puntos para validar las firmas espectrales. La longitud de la ROI fue
fijada con una resolucion de 200 x 200 megapixeles (ancho x largo), la cual representa
aproximadamente un 10 % del la imagen original y esta localizada siempre dentro de la
misma region R, definida en la Figura 3.2.

La Figura 4.3 muestra un ejemplo de la ROI enmarcada en un cuadrado. La base de
datos de imagenes contiene imégenes de los seis cultivos y se clasificaron manualmente en
los cuatro niveles de dano definidos en el capitulo anterior. El nimero de ROIs para T es
de 3,610, para T, es de 760, para T3 y T de 734 y 802, respectivamente.

Para destacar caracteristicas en las imagenes en RGB, se les aplico un ajuste de
contraste con el rango (0.4 - 0.7]. Después, todas las imégenes fueron transformadas a los
cuatro espacios de color existentes: niveles de gris, HSV, L*a*b y YCbCr. Una descripcion
de los diferentes espacios de color se presenta en el Apéndice B. La base de datos de
imé4genes consiste de trece componentes de color para los cuatro niveles de dano con
3,610, 760, 734 y 802 ROIs para T4, 15, T3 y Ty, respectivamente.
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Capitulo 4. Deteccion de enfermedades en plantas basado en visién computacional y aprendizaje de maquinas

Pre-procesamiento Imégenes
de imagenes pre-procesadas

f

— Separacion en
Diagnosticos: componentes de
Ty, T2, T,y Ty color

A

[ 1

Imagenes Gray YCbCr L*a*b HSV

y

., Transformacion
Seleccion | | Contraste o | espacios de
RO > RGB > P
color

Figura 4.2. Pre-procesamiento de las imégenes de las hojas de plantas de Cucurbita pepo L.

Imagen en grises

Imagen L*a*b

Imagen HSV

Figura 4.3. Pre-procesamiento de las imagenes de muestras y la transformacion a los diferentes espacios
de color.
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4.2. Extraccién de caracteristicas de las imagenes digitales

4.2. Extraccion de caracteristicas de las imagenes
digitales

La Figura 4.4 muestra el proceso de extraccion de caracteristicas para la base de
datos de imagenes (ROIs). La cuantificacion de la informacion contenida en las imagenes
ROI permitira diferenciar estados de normalidad y patologias e incluso pre-patologias.
Para realizar esta cuantificacion se debe introducir el concepto de textura que aunque
intuitivamente facil de entender es dificil de definir. Cuando se observa una imagen, se
procesan dos tipos de informacion: el tono y la textura, es decir, la relacion que existe
entre los distintos elementos de la imagen: i) si describen algtn patron; ii) si es de aspecto
liso, rugoso, granulado, homogéneo o heterogéneo, etc.

Extraccion de Base de datos
caracteristicas TDs

) Normalizacion TDs
Imagenes
pre-procesadas _ (ymax — ymin) * (x — xmin)
" (xmax — xmin) + ymin

Funcion T
P(1,i,j,8)

Calculo matriz | normalizada ) Calculo de

GLCM N IRY) 22 TDs
PSSP 1,0)

Figura 4.4. Extraccién de caracteristicas de las imagenes pre-procesadas a través de descriptores de
textura.

En 1973, Haralick et al. [98] propuso un método el célculo de la matriz de co-
ocurrencia de niveles de gris (GLCM) que permite cuantificar las caracteristicas texturales
presentes en una imagen. En el Apéndice B, se presenta una descripcion detallada de este
método [99].

La matriz de co-ocurrencia de color es una matriz de caracteristicas con la que un pixel
con un nivel de gris ¢ aparece en una relacion espacial especifica con otro pixel de nivel
de gris j. Las matrices de co-ocurrencia son medidas de segundo orden porque consideran
parejas de pixeles vecinos, separados a una determinada distancia y en un determinado
angulo. Por lo tanto, esta matriz puede revelar ciertas propiedades sobre la distribuciéon
espacial de los grises en la textura de la imagen (ver Figura 4.5).
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Capitulo 4. Deteccion de enfermedades en plantas basado en visién computacional y aprendizaje de maquinas

En la Figura 4.5 se muestra un ejemplo del calculo de la matriz GLCM para una imagen
con 10 niveles de intensidad de gris diferentes en donde se toman las coincidencias de pares
de pixeles vecinos con cuatro angulos de referencia: 0°, 45°, 90° 6 135°. La distancia entre
pixeles también es variable y depende del tamano de la imagen. Para este estudio se
considero la distancia de un pixel (ver Apéndice B).

Niveles de intensidad de la imagen

Imagen en escala de b 90° o
) grises — D 4 1(x.y) /45
T T T T e | 133 T T2[3[a[s ef7 e o 0]
i i i a [a]a]|a|s]a]a]a]a _i_
| ! s 8 |g[8|8s|s8|[s[8]|8 |8 |
| e —— ! 10 8 |71l6 |5 |a |3 |2 T P
L P e =
Pixel de referencia ] Pixel vecino
Valor del pixel vecino (i)
| 1 2 3 4 5 6 7| 8 9 10 |
'1m o |12 |o |o [0 |o |ofj|0o |0 [0 ||
sSi2 |1 o |1 [o [o [o [o]l]o [0 [o ||
% i 3 (o [2 |0 |1 [0 |[o |[ol|o [0 [o i
€4 |0 [o |1 [s |1 |o [of[o [0 [0 || «——r
/5 |0 |0 |0 |1 |o |1 |ofJ|o |0 |[O |,
26 [0 [o [o [o [1 [o [1]]0 [0 [0 | &
817 [0 [0 Jo [0 o [1 la¥[1 Jo |0 |
Sig [0 Jo [o [o [o [of[1 flo [2 o |[! WL
>19 |o |o |o |o |o |o [o |1 [0 [1 [ &
C) '10(o0 |0 |o |o |0 |o |o |o |1 |o i

Figura 4.5. Ejemplo para el calculo de la matriz GLCM de una imagen con diferentes niveles de intensidad
de gris. La distancia a considerar es de d = 1, con un angulo de 6 = 0; a) muestra la imagen en escala
de grises, b) presenta los niveles de intensidad de la imagen I(x,y) y ¢) expone la matriz GLCM con la
ubicacion de las repeticiones de los pares de pixeles (g(i,7))-

Para todas las ROI de la base de datos se determiné una matrix GLCM de 255 x 255
considerando los 255 niveles de gris, las cuales se tomaron para comenzar con la extraccion
de las caracteristicas. En la Figura 4.6 se presenta una muestra de imagen con las imagenes

derivadas en los diferentes espacios de color y el calculo de la GLCM de los CC del espacio
de color HSV.

Después se calcularon 22 descriptores de textura (TDs) que son variables texturales
de segundo orden, en la Tabla 4.2 se presentan los 22 TDs considerados y sus ecuaciones.
Estos descriptores son un conjunto de medidas de textura basadas en la matriz GLCM y
para su calculo se asume que la totalidad de la informacién de textura de la imagen esta
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4.3. Selecciéon de caracteristicas

Ga(iij)

Figura 4.6. Ejemplo de imagen pre-procesada (I(z,y) y U(z,y)) transformada al espacio de color HSV
(H(s,t)) con las imagenes correspondientes a cada componente de color (Hi(s,t), Ha(s,t), H3(s,t)) y su
respectiva matriz GLCM (G1(4,7), Ga(4,7), Gs(i,7)) de 255 niveles de gris.

contenida en las relaciones espaciales entre los diferentes niveles de gris.

El total de matrices GLCM obtenidas fue de 76,778 derivado del nimero total de
imagenes (5,906 en espacio de color RGB) y divididas en los componentes de color
(CC). Los 22 TDs fueron calculados para cada matriz GLCM, lo cual gener6 un total
de 1'689,116 de datos de caracteristicas. Finalmente se form6 una base de datos con un
total de 286 caracteristicas (22 TDsx13 CC). Las caracteristicas se nombraron primero
con la referencia del CC seguida del descriptor de textura: TDs-CC. Por ejemplo, la
caracteristica de disimilitud abreviada con DISSI y su componente de color azul del
espacio de color RGB, se considera como la caracteristica DISSI-BB. La normalizacion
de los datos se realiz6 a través del proceso de normalizaciéon de matrices por los valores
minimos y maximos de cada fila. Este proceso de normalizacion (Ecuacion (3.1)) es el
mismo que se us6 con los VIs considerando el mismo rango. Asi, se complet6 la base de
datos de caracteristicas y su informacion perteneciente a los cuatro niveles de dano (77,
Ty, T3, y Ty) para cada una.

4.3. Seleccidon de caracteristicas

Para la seleccion de caracteristicas de los descriptores de textura se utilizdé el mismo
procedimiento que para la seleccion de caracteristicas en el caso de los indices de vegetacion
(ver Figura 3.12):
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Capitulo 4. Deteccion de enfermedades en plantas basado en visién computacional y aprendizaje de maquinas

Tabla 4.2. Ecuaciones para el calculo de los descriptores de textura (TDs) [?,?,?]. Se utilizaron los
nombres originales en inglés debido a que es el uso comiin en la literatura. Para las ecuaciones se utilizaron

abreviaturas de los TDs.

Descriptor de textura (TDs)

Ecuacién

Autocorrelacion

Contraste

Correlacion

Correlacion

Prominencia del grupo

Sombra del grupo

Disimilitud

Energia

Entropia

Homogeneidad 1

Homogeneidad 2

Probabilidad maxima

Suma de cuadrados

Suma de promedios

Suma de varianza

Suma de entropia

Diferencia de varianza

Diferencia de entropia

Informacién de la medida de la correlacion 1
Informacion de la medida de la correlacion 2
Diferencia normalizada inversa (INN)

Diferencia del momento normalizado inverso

CONTR= Y, . |li — j]*p(i, 5)

{ixi}xp(i,d) —{pa Xpy }

CORRM= Z” oa Xy
CORRP= Z” {iX.i}XPC(TZJZ;J{uquy}

iy}t X p(i, §)
— gy} x p(i, 5)

CPROM= 3", {i+j — pta —
CSHAD= Y, {i+j — o
DISSI= 3", ; lli = jll-p(é, 7)
ENERG= Y, (i, )
ENTR= -3, - p(i, j)log(p(i, 5))
HOMOM= ¥, +—=5=p(i, /)
HOMOP= Y, ; 7=y (i, /)
MAXPR= maz; ;p(i, j)
SOSVH= Y, /(i — 1)*p(i, 5)
SAVGH= ", ; ipaty (i)
SVARH= Y, .(k — =z +y
SENTH= — 3, - puty(i)log(p
DVARH= ", (k — pax —
DENTH= — ZZ j Pa—y(i)log
INF1H= X0
INF2H= /1 — exp[-2(HXY2 — HXY)]
INDNC= 3>, {i — j}* x p(i, j)
IDMNC= 3,  yr55920(i: 4)

2pz+y( )
w4y (1))
Pa—y(k)
Pa—y (1))

)
(»

y)?
(

Lo, [y, Oz, ¥ Oy son las medias y las desviaciones estandar de p, y py.
HXY=ENTR, dénde HX y HY son las entropias de p, y py-

HXY1l=— Zi,j p(zvj)lOg{pT(Z)p

y(i)}y HXY2 =

=224 P=(0)py (5)log{p= (i)py (7) }-

e Aplicacion de la prueba de Lilliefors para verificar la propiedad de normalidad de

los descriptores de textura.

e Aplicacion del analisis de varianza.

e Aplicacion de la prueba de multicomparacion de Tukey.

Sesenta y cuatro descriptores de textura se eliminaron por no pasar la prueba de
normalidad (Lilliefors). La Tabla 4.3 muestra los resultados de esta prueba donde se
descartaron 67 caracteristicas TDs, donde si en alguno de los niveles de dano es "0",
no se cumple la condicién de normalidad y se descarta.
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Tabla 4.3. Prueba de Lilliefors para las caracteristicas TDs. Para cada componente de color (G-gray,
R-red, GG-green, BB-blue, H-hue, S-saturation, V-value, L-luminance, A-a* coordenadas rojo/verde, B-
b* coordenadas amarillo/azul, Y-luma, CB-crominancia diferencia de azul, CR-crominancia diferencia de
rojo) se presentan los TDs en sus cuatro niveles de dano. Si en cualquiera de los niveles, el resultado es
"0", se descarta toda la caracteristica por no cumplir con la condicién de normalidad.

TDs T1 TQ T3 T4 TDs T1 T2 T3 T4 TDs T1 TQ T3 T4
AUTOC-G 1 1 1 1 HOMOP-S 1 1 1 1 INDNC-Y 1 1 1 0
AUTOC-R 1 1 1 1 HOMOP-V 1 1 1 1 INDNC-CB 1 1 1 1
AUTOC-GG 1 1 1 1 HOMOP-L 1 1 1 1 INDNC-CR 1 0 0 1
AUTOC-BB 1 1 1 1 HOMOP-A 1 1 1 1 INF1H-G 1 1 1 1
AUTOC-H 1 1 1 1 HOMOP-B 1 1 1 1 INF1H-R 1 0 1 1
AUTOC-S 1 1 1 1 HOMOP-Y 1 1 1 1 INF1H-GG 1 0 1 1
AUTOC-V 1 1 1 1 HOMOP-CB 1 1 1 1 INF1H-BB 1 0 1 1
AUTOC-L 1 1 1 1 HOMOP-CR 1 1 1 1 INF1H-H 1 1 1 1
AUTOC-A 1 1 0 0 DISSI-G 1 1 1 0 INF1H-S 1 1 1 1
AUTOC-B 1 1 1 1 DISSI-R 1 1 1 1 INF1H-V 1 0 0 0
AUTOC-Y 1 1 1 1 DISSI-GG 1 1 1 0 INF1H-L 1 1 1 1
AUTOC-CB 1 1 1 1 DISSI-BB 1 1 0 0 INF1H-A 1 1 1 1
AUTOC-CR 1 0 1 0 DISSI-H 1 1 1 1 INF1H-B 1 1 0 1
CONTR-G 1 1 1 1 DISSI-S 1 1 1 1 INF1H-Y 1 1 1 1
CONTR-R 1 1 1 1 DISSI-V 1 1 1 0 INF1H-CB 0 1 0 1
CONTR-GG 1 1 1 0 DISSI-L 1 1 1 1 INF1H-CR 1 1 1 0
CONTR-BB 1 1 1 1 DISSI-A 1 1 1 1 INF2H-G 1 1 1 1
CONTR-H 1 1 1 1 DISSI-B 1 1 1 1 INF2H-R 1 1 1 1
CONTR-S 1 1 1 1 DISSI-Y 1 1 1 0 INF2H-GG 1 1 1 1
CONTR-V 1 1 1 1 DISSI-CB 1 1 1 1 INF2H-BB 1 1 1 1
CONTR-L 1 1 1 0 DISSI-CR 1 0 0 1 INF2H-H 1 1 1 1
CONTR-A 1 1 1 1 DVARH-G 1 1 1 1 INF2H-S 1 1 1 1
CONTR-B 1 1 1 1 DVARH-R 1 1 1 1 INF2H-V 1 1 1 1
CONTR-Y 1 1 1 1 DVARH-GG 1 1 1 0 INF2H-L 1 1 1 1
CONTR-CB 1 1 1 1 DVARH-BB 1 1 1 1 INF2H-A 1 1 1 1
CONTR-CR 1 1 1 1 DVARH-H 1 1 1 1 INF2H-B 1 1 1 1
CORRM-G 1 1 1 1 DVARH-S 1 1 1 1 INF2H-Y 1 1 1 1
CORRM-R 1 1 1 1 DVARH-V 1 1 1 1 INF2H-CB 1 1 1 1
CORRM-GG 1 1 1 1 DVARH-L 1 1 1 0 INF2H-CR 1 1 1 1
CORRM-BB 1 1 1 1 DVARH-A 1 1 1 1 MAXPR-G 1 1 1 1
CORRM-H 1 1 1 1 DVARH-B 1 1 1 1 MAXPR-R 1 1 1 1
CORRM-S 1 1 1 1 DVARH-Y 1 1 1 1 MAXPR-GG 1 1 1 1
CORRM-V 1 1 1 1 DVARH-CB 1 1 1 1 MAXPR-BB 1 1 1 1
CORRM-L 1 1 1 1 DVARH-CR 1 1 1 1 MAXPR-H 1 1 1 1
CORRM-A 1 1 1 1 ENERG-G 1 1 1 1 MAXPR-S 1 1 1 1
CORRM-B 1 1 1 1 ENERG-R 1 1 1 1 MAXPR-V 1 1 1 1
CORRM-Y 1 1 1 1 ENERG-GG 1 1 1 1 MAXPR-L 1 1 1 1
CORRM-CB 1 1 1 1 ENERG-BB 1 1 1 1 MAXPR-A 1 1 1 1
CORRM-CR 1 1 1 1 ENERG-H 1 1 1 1 MAXPR-B 1 1 1 1
CORRP-G 1 1 1 1 ENERG-S 1 1 1 1 MAXPR-Y 1 1 1 1
CORRP-R 1 1 1 1 ENERG-V 1 1 1 1 MAXPR-CB 1 1 1 1
CORRP-GG 1 1 1 1 ENERG-L 1 1 1 1 MAXPR-CR 1 1 1 1
CORRP-BB 1 1 1 1 ENERG-A 1 1 1 1 SAVGH-G 1 1 1 1
CORRP-H 1 1 1 1 ENERG-B 1 1 1 1 SAVGH-R 0 1 1 1
CORRP-S 1 1 1 1 ENERG-Y 1 1 1 1 SAVGH-GG 0 1 1 1
CORRP-V 1 1 1 1 ENERG-CB 1 1 1 1 SAVGH-BB 1 1 1 1
CORRP-L 1 1 1 1 ENERG-CR 1 1 1 1 SAVGH-H 1 1 1 1
CORRP-A 1 1 1 1 ENTRO-G 1 1 1 1 SAVGH-S 1 1 1 1
CORRP-B 1 1 1 1 ENTRO-R 1 0 0 1 SAVGH-V 0 1 1 1
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CORRP-Y 1 1 1 1 ENTRO-GG 1 0 0 0 SAVGH-L 1 1 1 1
CORRP-CB 1 1 1 1 ENTRO-BB 1 1 1 1 SAVGH-A 1 0 0 0
CORRP-CR 1 1 1 1 ENTRO-H 1 1 1 1 SAVGH-B 1 0 0 0
CPROM-G 1 1 1 1 ENTRO-S 1 1 1 1 SAVGH-Y 1 1 1 1
CPROM-R 1 1 1 1 ENTRO-V 1 0 1 1 SAVGH-CB 0 1 0 0
CPROM-GG 1 1 1 1 ENTRO-L 1 1 1 1 SAVGH-CR 0 0 0 0
CPROM-BB 1 1 1 1 ENTRO-A 1 1 1 1 SENTH-G 1 1 0 1
CPROM-H 1 1 1 1 ENTRO-B 1 1 1 1 SENTH-R 1 0 1 1
CPROM-S 1 1 1 1 ENTRO-Y 1 1 1 1 SENTH-GG 1 0 1 0
CPROM-V 1 1 1 1 ENTRO-CB 1 0 0 1 SENTH-BB 1 1 1 1
CPROM-L 1 1 1 1 ENTRO-CR 0 1 1 1 SENTH-H 1 1 1 1
CPROM-A 1 1 1 1 HOMOM-G 1 1 1 1 SENTH-S 1 1 1 1
CPROM-B 1 1 1 1 HOMOM-R 1 1 1 1 SENTH-V 1 1 1 1
CPROM-Y 1 1 1 1 HOMOM-GG 1 1 1 1 SENTH-L 1 1 1 1
CPROM-CB 1 1 1 1 HOMOM-BB 1 1 1 1 SENTH-A 1 1 1 1
CPROM-CR 1 1 1 1 HOMOM-H 1 1 1 1 SENTH-B 1 1 1 1
CSHAD-G 1 0 1 1 HOMOM-S 1 1 1 1 SENTH-Y 1 1 0 1
CSHAD-R 1 1 1 0 HOMOM-V 1 1 1 1 SENTH-CB 1 0 0 1
CSHAD-GG 1 0 1 1 HOMOM-L 1 1 1 1 SENTH-CR 1 1 0 1
CSHAD-BB 1 1 1 1 HOMOM-A 1 1 1 1 SOSVH-G 1 1 1 1
CSHAD-H 1 1 1 0 HOMOM-B 1 1 1 1 SOSVH-R 1 1 1 1
CSHAD-S 1 1 1 1 HOMOM-Y 1 1 1 1 SOSVH-GG 1 1 1 1
CSHAD-V 1 1 1 0 HOMOM-CB 1 1 1 1 SOSVH-BB 1 1 1 1
CSHAD-L 1 0 1 1 HOMOM-CR 1 1 1 1 SOSVH-H 1 1 1 1
CSHAD-A 1 1 1 1 IDMNC-G 1 1 1 1 SOSVH-S 1 1 1 1
CSHAD-B 1 1 1 1 IDMNC-R 1 1 1 1 SOSVH-V 1 1 1 1
CSHAD-Y 1 0 1 1 IDMNC-GG 1 1 1 0 SOSVH-L 1 1 1 1
CSHAD-CB 1 1 1 0 IDMNC-BB 1 1 1 1 SOSVH-A 1 1 0 0
CSHAD-CR 1 0 1 1 IDMNC-H 1 1 1 1 SOSVH-B 1 1 1 1
DENTH-G 1 1 1 0 IDMNC-S 1 1 1 1 SOSVH-Y 1 1 1 1
DENTH-R 0 0 1 1 IDMNC-V 1 1 1 1 SOSVH-CB 1 1 1 1
DENTH-GG 0 0 1 1 IDMNC-L 1 1 1 1 SOSVH-CR 1 0 1 0
DENTH-BB 1 1 1 1 IDMNC-A 1 1 1 1 SVARH-G 1 1 1 1
DENTH-H 1 1 1 1 IDMNC-B 1 1 1 1 SVARH-R 1 1 1 1
DENTH-S 1 1 1 1 IDMNC-Y 1 1 1 1 SVARH-GG 1 1 1 1
DENTH-V 1 1 1 1 IDMNC-CB 1 1 1 1 SVARH-BB 1 1 1 1
DENTH-L 1 1 1 1 IDMNC-CR 1 1 1 1 SVARH-H 1 1 1 1
DENTH-A 1 1 0 1 INDNC-G 1 1 1 0 SVARH-S 1 1 1 1
DENTH-B 1 0 0 0 INDNC-R 1 1 1 1 SVARH-V 1 1 1 1
DENTH-Y 1 1 1 1 INDNC-GG 1 1 1 0 SVARH-L 1 1 1 1
DENTH-CB 1 0 0 1 INDNC-BB 0 1 0 0 SVARH-A 1 1 0 0
DENTH-CR 1 1 1 1 INDNC-H 1 1 1 1 SVARH-B 1 1 1 1
HOMOP-G 1 1 1 1 INDNC-S 1 1 0 1 SVARH-Y 1 1 1 1
HOMOP-R 1 1 1 1 INDNC-V 1 1 0 0 SVARH-CB 1 1 1 1
HOMOP-GG 1 1 1 1 INDNC-L 1 1 1 1 SVARH-CR 1 0 1 0
HOMOP-BB 1 1 1 1 INDNC-A 1 1 1 1

HOMOP-H 1 1 1 1 INDNC-B 1 1 1 1

Después, al resto de 222 caracteristicas resultantes se les aplico el ANOVA. En la
Figura 4.7 se muestra el ejemplo de los descriptores de textura DISSI-BB y AUTOC-A,
en donde DISSI-BB presenta medias con diferencias significativas entre los cuatro niveles
de dano y los valores de medias iguales en T, 75, y T4. En la Tabla 4.4 donde se presenta el
I estadistico en orden de menor a mayor, s6lo 53 TDs tuvieron la habilidad de diferenciar
los cuatro niveles de dano, después de la prueba de multicomparacion de Tukey.
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Tabla 4.4. Prueba de multicomparaciéon de Tukey de las caracteristicas TDs enumeradas en orden de
acuerdo al valor de significancia F' y con un p — valor < 0.0001 para todos los TDs. Estas caracteristicas
TDs son el resultado que muestra la habilidad de separar entre los cuatro niveles de dano de la CP.

Niveles de dafio Niveles de dafio
TDs F T1 T2 T3 TDs F T1 T2 T3
1. DISSI-BB 23.61 a b 28. CONTR-GG  105.96 b
2. DISSI-Y 37.31 29. DVARH-GG  105.96
3. INF1H-BB 38.39 30. DVARH-L 109.7
4. DISSI-L 39.04 31. CONTR-L 109.7
5. DISSI-G 40.12 32. HOMOM-Y 111.33
6. SENTH-R 52.72 33. ENTRO-S 112.79
7. AUTOC-V 66.42 34. HOMOM-G 119.45
8. DENTH-S 68 35. CPROM-GG 122.46
9. SVARH-V 68.28 36. IDMNC-A 124.42

10. SAVGH-L 70.52
11. SOSVH-V 71.47
12. SAVGH-G 72.54
13. ENTRO-R 78.04
14. HOMOM-R  81.11
15. IDMNC-R 93.56
16. IDMNC-CR  95.14
17. DVARH-R 95.43
18. CONTR-R 95.43
19. DVARH-CR  96.08
20. CONTR-CR  96.08
21. IDMNC-Y 96.71
22. IDMNC-G 97.14
23. IDMNC-GG  97.26
24. CONTR-Y 103.93
25. DVARH-Y 103.93
26. CONTR-G 104.69
27. DVARH-G 104.69

a
a
a
a
a
a
a
a
a
37. CONTR-A 125.55 a
38. DVARH-A 125.55 a
39. DENTH-A 13452 a
. ENERG-V 142.66 a
41. ENERG-GG 14327 a
42. CORRM-L 153.9 a
43. CORRP-L 153.9 a
44. CORRM-GG 158.62 a
45. CORRP-GG  158.62 a
46. HOMOM-V 171.2 a
47. CORRM-Y 171.56 a
48. CORRP-Y 171.56 a
49. CORRM-G 174.76  a
50. CORRP-G 17476 a
51. ENERG-B 184.71
52. MAXPR-R 19113 a
53. ENERG-R 218.8 a

SIS S R R R ST S T R~ R i R B s R B O - N I - R I S = S
(SIS SIS SIS S EE G RSBSOS RS S SIS RS RS IS IS IS IS IS S B IS S S )

[ e I e I e I S N S T S T S T S T T T T T T S T S I S T T S T T T T S T T S T
&.&.&.&.&.&&&&&&&&.&&&.&&.&&&&.&&.R&.Rﬁ
5
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4.3.1. Vectores de caracteristicas

Con los 53 descriptores de textura, se crearon once vectores de caracteristicas para los
procesos de entrenamiento, validacién y pruebas. Al igual que en el caso de los VIs (ver
Capitulo 3), se tienen cuatro clases k = 4 (niveles de dano) y el nimero de caracteristicas
se determina por k(k — 1)/2, por lo tanto, cada vector se formaré con seis caracteristicas.

Se tom¢ el valor de significancia F' estadistico en orden ascendente para formar un
primer grupo de seis vectores de caracteristicas TDs: F}, ..., Fg, en donde las cuatro clases
corresponden a una combinacion de seis caracteristicas TDs pertenecientes a componentes
de diferentes espacios de color:

F, = {DISSI-BB, DISSI-Y, INF1H-BB, DISSI-L, DISSI-G, SENTH-R},

Fy = {AUTOC-V, DENTH-S, SVARH-V, SAVGI-L, SOSVH-V, SAVGH-G1,

F3 = {ENTRO-R, HOMOM-R, IDMNC-R, IDMNC-CR, DVARH-R, CONTR-R},

F, = {DVARH-CR, CONTR-CR, IDMNC-Y, IDMNC-G, IDMNC-GG, CONTR-Y},

Fy = {CONTR-L, HOMOM-Y, ENTRO-S, HOMOM-G, CPROM-GG, IDMNC-A},
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Figura 4.7. Resultados del analisis de varianza (ANOVA) y prueba de multicomparacion de Tukey: a)
valores de la media de cada nivel de dafio de la caracteristica DISSI-BB, b) prueba de multicomparacion
de Tukey en donde las medias de los cuatro diferentes niveles de dafio (11, Ts, T3, T4) son significativamente
diferentes, c¢) valores de la media de cada nivel de dafio de la caracteristica AUTOC-A y d) prueba de
multicomparaciéon de Tukey en dénde las medias de Th, T3, y T4 son iguales pero significativamente
diferentes de T7.

e Fy = {CONTR-A, DVARH-A, DENTH-A, ENERG-V, ENERG-GG, CORRM-L}.

Considerando el orden ascendente de acuerdo con el valor F' estadistico, se formé un
segundo grupo de cinco vectores de caracteristicas: Gy, ..., G5, pero la diferencia con
el anterior, es que se agruparon caracteristicas pertenecientes a componentes del mismo
espacio de color, por cada vector de caracteristicas:

e Gy = {SENTH-R, ENTRO-R, IDMNC-GG, CONTR-GG, DISSI-BB, INF1H-BB},

e Gy = {DENTH-S, ENTRO-S, AUTOC-V, SVARH-V, SOSVH-V, ENERG-V},

e G5 = {DISSI-L, SAVGH-L, IDMNC-A, CONTR-A, DVARH-A, ENERG-B},

e G, = {DISSIY, HOMOM-Y, CORRM-Y, IDMNC-CR, DVARH-CR, CONTR-CR},
e G5 = {DISSI-G, SAVGH-G, IDMNC-G, CONTR-G, DVARH-G, HOMOM-G}.

Cada vector contiene un total de 35,436 datos x 6 caracteristicas TDs para las cuatro clases
(Ty, Ty, T3, Ty), las cuales forman la base de datos de caracteristicas TDs seleccionadas.
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4.4. Clasificacion

Los vectores de descriptores de textura contienen el mismo ntimero de indices de
vegetacion o caracteristicas presentado en el capitulo anterior, esto se realizé de esta forma
para comparar los resultados de ambas metodologias considerando el mismo nimero de
caracteristicas.

Dado los once vectores Fi, ... Fg v Gy, ... G5 para clasificar cuatro niveles de dano,
esto otra vez es un problema de multiclasificacion. Por lo tanto, se tiene que convertir
el problema a una coleccion de problemas de clasificacion binaria. Para este caso, se
construyen seis clasificadores binarios, seis para cada grupo de vectores de caracteristicas:
Ni; (clasificador KNN) y M;; (clasificador SVM), para i = 1,2 que es el grupo de vectores
y j =1,...,6 indica el nimero de clasificador binario.

4.4.1. Clasificadores binarios

De forma aleatoria se eligieron el nimero de datos a partir del conjunto original. Los
vectores de caracteristicas I}, ... F5 y G1, ... G5 consisten de cuatro clases cada uno con
5,906 datos x 6 caracteristicas cada uno con un total de 35,436 datos. En las pruebas
realizadas se usaron conjuntos de 14,174 y 7,088 datos para entrenamiento y validacion y
14,174 datos de prueba.

4.4.1.1. K-vecinos mas cercanos

Como en el caso anterior de las firmas espectrales (ver Capitulo 3), de la misma forma
se utilizo la distancia Euclidiana que se considerdé como la funcién de distancia en el
algoritmo KNN. A continuacién se muestran algunos de los resultados obtenidos con este
clasificador binario (N;, ¢ = 1,...,6), en donde se presenta el resultado del entrenamiento.

Para el entrenamiento con los vectores F}, ... Fg, se probaron diferentes valores de
nameros de vecinos (k), para los cuales los mejores resultados se obtuvieron con k = 3y
k = 4. En la Tabla 4.5, se reportan aquellos clasificadores con menor porcentaje de error
para ambos casos de tipos de vectores que se encuentran entre 2.1 - 5.6, y se observa que
el nimero de datos clasificados en todos los clasificadores fue variable entre 246 y 532 de
los subconjuntos formados con 1,551, 1236 y 2,630 datos.

Para este entrenamiento se probaron diferentes valores de niimeros de vecinos (k), para
los cuales los mejores resultados también se obtuvieron con k = 3 y k = 4 con los vectores
G4, ... G5. En la Tabla 4.6, se reportan aquellos clasificadores con menor porcentaje de
error para ambos casos de tipos de vectores que se encuentran entre 2.6 - 5.8, y se observa
que el numero de datos clasificados en todos los clasificadores fue variable entre 246, 460
y 579 de los subconjuntos formados con 2,630, 1,236 y 1551 datos.

El entrenamiento de los datos para ambos casos de tipos de vectores con el mismo valor
de k. Estos clasificadores muestran un mayor porcentaje de error en la validacion, lo cual
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Tabla 4.5. Entrenamiento de los vectores de caracteristicas TDs (Fy, ... Fg) con componentes de
diferentes espacio de color y los clasificadores binarios KNNs (V;), nimero de vecinos (k), U; datos
para entrenamiento, u; es un subconjunto de datos para pruebas y z; el el vector de datos clasificados,
donde j es nimero de datos.

Clasificadores Entrenamiento Pruebas Clasificados Error

k KNN Uj Uj Zj (%)
3 N1 1,551 560 414 2.6
3 Nia 1,236 460 354 2.3
4 Ni3 1,551 460 327 2.9
3 Niy 1,551 560 246 5.6
4 Nis 2,630 560 442 2.1
4 Nig 2,630 782 532 3.2
Tabla 4.6. Entrenamiento de los vectores de caracteristicas TDs (Gq, ... G5) con componentes del

mismo espacio de color y los clasificadores binarios KNNs (IV;), namero de vecinos (k), U; datos para
entrenamiento, y u; es un subconjunto de datos para pruebas y z; el el vector de datos clasificados, donde
j es nimero de datos.

Clasificadores Entrenamiento Pruebas Clasificados Error

k KNN Ul' Uj Zj (%)
3 Ny 2,630 782 579 2.6
3 Noo 1,551 560 370 3.4
4 Nos 1,551 560 246 5.6
3 Noy 1,236 460 193 0.8
4 Nos 1,236 460 225 5.1
4 Nog 2,630 782 415 4.7

indican que para estos tipos de datos, un clasificador KNN no es 6ptimo por la complejidad
de los datos. Se hizo una seleccion de aquellos clasificadores en donde se tuviera un menor
error. El proceso de validacion se muestra en la Figura 4.8, donde se observa un mayor
ntmero de errores en los datos clasificados.

4.4.1.2. Maquinas de soporte vectorial

Los experimentos realizados para los descriptores de textura se utilizaron los nicleos:
lineal, polinomial, sigmoidal y la funciéon de base radial, para encontrar la mejor SVM
para cada clase. En la Tabla 4.7 se muestran los resultados obtenidos para el caso con
caracteristicas de diferentes espacios de color (Fi, ..., Fg) y en la Tabla 4.8 para el caso
de caracteristicas del mismo espacio de color (G, ..., G5).

De la misma forma en que se aplicaron las SVM en el caso de los VIs, las caracteristicas
TDs se entrenaron con los diferentes nticleos. Se inicio con el valor de ¢ como grado del
polinomio, el valor de w es el pardmetro variable para la funcién sigmoidal y o es el
parametro variable para la RBF. Se consideraron los valores minimos de I resultantes
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Figura 4.8. Entrenamiento, validacion y error de datos clasificados con KNN: a) vector Fj con componentes
de diferente espacio de color y b) vector G5 con componentes del mismo espacio de color.

del entrenamiento y validacién para la seleccién de los mejores clasificadores binarios. Se
construyeron los hiperplanos para minimizar y estimar h mediante h.y = R*||w|]* + 1,
donde R es el didmetro de la esfera mas pequena con todos los datos de entrenamiento
v ||w|| es la norma Euclidiana del vector de pesos. Al final, se eligen los parametros que
minimizen I" (intervalo de confianza) y heg.

Los valores de los pardmetros que mejor definen la funcion del clasificador se muestran
en negritas. En todos los casos, debido a que la distribucion de los datos en la mayoria de los
casos no fue linealmente separable, se utiliz6 el nicleo RBF para lo cual se consideraron
diferentes valores de o. Se presentan como ejemplo para visualizar las graficas de dos
hiperplanos 2D y 3D resultantes del entrenamiento y validacion con diferentes nucleos y
vectores de caracteristicas tanto F' como G, las Figuras 4.9 y 4.10, respectivamente.

El resultado de varias pruebas de entrenamiento (Tabla 4.7) con los diferentes clasifica-
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Tabla 4.7. Resultado del entrenamiento de los vectores de caracteristicas Fi, ..., Fg con componentes de
diferentes espacios de color en los clasificadores binarios SVMs (Mj, ..., Mg) con diferente niicleo lineal,
polinomial, sigmoidal y funcién de base radial (RBF) para la seleccion de SVM y clasificacion de cada

uno de los cuatro niveles de dafo (11, Ta, T3, Ty).

Kernel SVM  q/w/o R? hest r [|w]|? %Error
Lineal My - 433.3623179 1.07019E+15  0.00+9094431.74i 2.4695E+12 17.4
Lineal Mo - 482.6692832 1.2967E+15 0.00+10060336.51  2.68652E+12 17.2
Lineal M3 - 448.2861477  1.18749E+15  0.004+-9605644.531  2.64895E+12 18.6
Lineal My 535.3127351 2.51235E4+15  0.004-14238717.71  4.69323E+12 35.4
Lineal Ms - 439.3156183  2.00806E+15  0.00+12658856.41  4.57088E+12 36.8
Lineal Me - 524.2991647  2.55368E+415  0.00+14361182.8i 4.87066E-+12 43.4
Polinomial M, 4 22729572910 8.73817E+12  0.004712232.830i 384.440642 0
Polinomial Mo 4 30182684863  4.34897E+16  0.004-63289333.21 1440882.952 15.2
Polinomial M3 4 32415301882  7.63406E+411  0.00+192026.4151  23.55077953 0
Polinomial My 4 39176237740  1.21653E+16  0.004-32534162.01 310527.6849 30
Polinomial Ms 4 34980195893  1.29999E417  0.00+111994297.i  3716362.498 0.6
Polinomial Mg 4 39892367893 7.1859E+16 0.00+82236172.71 1801322.79 20.2
Sigmoidal My 1 219279.859 109639929.5 0.00+1189.67i 500 17.6
Sigmoidal Mo 1 222952.0985 111476049.3 0.00+4-1202.67i 500 20
Sigmoidal M3 1 210908.231 105454115.5 0.00+1159.68i1 500 17.4
Sigmoidal My 1 153606.5722 76803286.11 0.00+939.193i 500 45
Sigmoidal Ms 1 140115.0226 70057511.3 0.00+882.5231 500 39.6
RBF My 0.5 0.997815999 460.1759106 4.104829708 461.1831349 0
RBF My 0.5 0.997794544 464.9596909 4.123779066 465.9874058 0
RBF My 0.5 0.99790069 488.238647 4.214446033 489.2657675 0
RBF My 2 0.985554339 1753.80513 7.404779605 1779.511347 0
RBF My 2 0.986801638 3766.292114 10.30701533 3816.665852 0
RBF M, 1 0.997202372 414.6092014 3.918431166 415.7723777 0
RBF Mo 1 0.997202333 693.1544012 4.923869731 695.0990567 0
RBF Mo 1 0.997263323 684.406337 4.896251852 686.2844759 0
RBF Mo 1 0.996370959 907.2383576 5.545789013 910.5427543 0
RBF Mo 3 0.975433826 21656.38644 21.43194724 22201.79971 0
RBF Mo 3 0.972963543 161374.9549 46.11176313 165859.2001 0
RBF Mo 1 0.997247971 418.6042443 3.935224664 419.7594344 0
RBF M3 4 0.945170069 498144.6491 65.70887019 527042.3446 0
RBF M3 4 0.964139036 247805.4764 53.29131815 257022.5529 0
RBF M3 4 0.962211286 51696.27259 30.27455529 53726.52905 0
RBF M3 3 0.983973548 2044.568648 7.916225014 2077.869524 0
RBF M3 3 0.984151349 1792.047763 7.474740659 1820.906678 0
RBF M3 0.5 0.997819249 457.4602405 4.094022661 458.4600278 0
RBF My 6 0.92399775 23505106.3 0.00+398.287i 25438488.67 0
RBF My 6 0.930819953 20007645.77 0.00+4-349.478i 21494646.42 0
RBF My 6 0.924527722 211528271.2 0.00+1812.89i 228796028.6 0
RBF My 0.5 0.997925124 477.6711915 4.173599483 478.6643609 0
RBF My 0.5 0.997911546 473.9441779 4.159071019 474.9360601 0
RBF My 0.5 0.997925211 493.8512561 4.235936329 494.8780234 0
RBF Ms 3 0.973539509 192942.0708 49.03409956 198186.1742 0
RBF Ms 3 0.98130121 92842.44225 37.79690015 94611.56399 0
RBF Ms 3 0.983627874 119536.8007 41.45510125 121526.447 0
RBF Ms 3 0.980162596 333843.862 58.5493207 340600.4915 0
RBF M5 6 0.909929694 5406419.289 0.00+4-68.5958i 5941579.142 0
RBF Ms 0.5 0.997928844 487.929306 4.213257513 488.9419812 0
RBF Mg 6 0.911235151 75959.76715 35.06858092 83359.12748 0
RBF Mg 0.5 0.997903003 476.6672863 4.169692466 477.6689565 0
RBF Me 0.5 0.997958394 490.4213735 4.222820151 491.4246691 0
RBF Mg 1 0.997229722 413.4596553 3.913581965 414.6082354 0
RBF Me 1 0.997487783 456.0770903 4.088504388 457.2257406 0
RBF Mg 0.5 0.997959853 484.992562 4.201952837 485.9840407 0

dores y los datos de entrenamiento, se concluye que las SVM con el niicleo RBF son la mejor
propuesta de clasificador binario para identificar los niveles de dano. Como resultados del
entrenamiento, el nicleo RBF es el que presenta los pardmetros que minimizan I’ con
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las SVMs My, ..., Mg con resultados de 3.91, 3.93, 4.09, 4.23, 4.21, 4.20 con los valores
minimos de h.s; (414.6, 418.6, 457.46, 493.85, 487.92 y 484.99). Para este caso, el parametro
sintonizable o se determiné con valores de 0.5 y 1 entre todos los clasificadores. Estos son
los datos a considerar para la clasificacion final. En la Figura 4.9, se presentan las gréaficas
de dos hiperplanos 2D y 3D resultantes del entrenamiento y validacion con diferente niicleo,
distintas caracteristicas y el resultado de los errores de la validacion.

Tabla 4.8. Resultado del entrenamiento de los vectores de caracteristicas G, ..., G5 con componentes
pertenecientes al mismo espacio de color en los clasificadores binarios SVMs (Mj, ..., Mg) con diferente
ntucleo lineal, polinomial, sigmoidal y RBF para la selecciéon de SVM y clasificacién de cada uno de los

cuatro niveles de dafio (11, Ts, T3, T4).

Kernel SVM  p/w/c R? hest r [Jw]|? %Error
Lineal My - 478.8984866 1.16827E+15  0.00+9523611.74i 2.4395E+12 16.8
Lineal Mo 477.1066232 1.40021E+15  0.00+10474733.4i 2.9348E+12 19.4
Lineal My - 496.3528396 2.35851E+4+15  0.004+13774277.1i  4.75168E+12 38.2
Lineal Mg - 524.299165 2.55781E+15  0.004+14373371.71  4.87854E+12 45.6
Polinomial My 6 9.95945E+18  4.97972E+421  0.00+4-2628061360i1 500 16
Polinomial Mo 6 1.22781E+19  6.13907E+21  0.004+-2926785210i 500 14.8
Polinomial My 6 1.88615E+19  9.43074E+21  0.00+-3649795846i 500 41
Polinomial Ms 6 1.33386E+19  6.66929E+21  0.00+3054180344i 500 45.2
Polinomial Mg 6 9.28588E+18  1.24509E+15  0.00+9847835.20i 0.000134084 0
Sigmoidal My 3 213177.4563 106588728.1 0.00+1167.86i 500 17.2
Sigmoidal Mo 3 210490.0991 105245049.5 0.00+1158.17i 500 17.8
Sigmoidal My 3 166575.3157 83287657.87 0.00+991.7451 500 44.2
Sigmoidal Ms 3 137086.4543 68543227.15 0.00+869.494i 500 43.8
Sigmoidal Me 3 174822.0855 87411042.76 0.00+1024.271 500 45.6
RBF My 1 0.995797023 458.4890022 4.098120909 460.4241544 0
RBF My 0.5 0.995800309 372.2966809 3.73462976 373.8668059 0
RBF My 2 0.997119619 609.517361 4.651087674 611.278075 0
RBF My 3 0.997193452 524.2506889 4.349988168 525.7261646 0
RBF My 4 0.997118536 571.381005 4.519598965 573.0321763 0
RBF My 1 0.995977265 404.5511138 3.875740562 406.1850887 0
RBF Mo 3 0.966715152 21605.39644 21.41145938 22349.28913 0
RBF Mo 2 0.979237338 45209.16963 28.73644504 46167.73471 0
RBF Mo 1 0.979554079 8542.842521 14.59378998 8721.15456 0
RBF Mo 0.5 0.997482294 425.7215406 3.964919051 426.7960877 0
RBF M3 3 0.977340035 30453.17009 24.58418182 31159.23731 0
RBF M3 6 0.892044519 695354.2116 71.4+0.000i 779506.1761 0
RBF M3 7 0.894686302 1285526.446 79.14-0.000i 1436846.013 0
RBF M3 4 0.919551757 6378239.203 0.00+98.83i1 6936248.183 0
RBF M3 1 0.9947887 364.5577036 3.699751856 366.4674755 0
RBF My 6 0.920285445 603350.2727 69.0+0.0001 655612.0996 0
RBF My 5 0.916910183 5052811.271 0.00+55.04i 5510693.813 0
RBF My 1 0.997890191 469.1449457 4.140266926 470.1368447 0
RBF My 2 0.997900993 469.9623261 4.143477238 470.9508553 0
RBF My 0.5 0.997971826 491.7923781 4.228069234 492.7918459 0
RBF Ms 1 0.979977162 34676.99391 25.88808395 35385.51231 0
RBF Ms 6 0.979001389 28743.59924 24.02282304 29360.12099 0
RBF Ms 2 0.983675099 32614.966 25.26536172 33156.23831 0
RBF Ms 0.5 0.997965797 488.6493424 4.216023306 489.6453807 0
RBF Mg 2 0.985361514 6914.541594 13.35038882 7017.263711 0
RBF Me 4 0.997467211 411.5213372 3.905388095 412.5662805 0
RBF Mg 6 0.997842836 517.231852 4.323996355 518.3500181 0
RBF Me 0.5 0.997964097 488.0699994 4.213798125 489.0656898 0

El resultado de la Tabla 4.8) contiene el entrenamiento con los diferentes niicleos. Al

igual que en el caso anterior, el nicleo RBF es el que presenta los parametros que minimizan
I’ con las SVMs My, ..., Mg con resultados de 3.87, 3.96, 3.69, 4.22, 4.21, 4.21 y los valores
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Figura 4.9. Entrenamiento y validacién con los vectores de caracteristicas TDs pertenecientes a diferentes
espacios de color a través de hiperplanos éptimos con SVM: a) hiperplano 6ptimo en 2D con caracteristicas
DISSI-BB vs CONTR-V con nucleo lineal, b) hiperplano 6ptimo en 3D, c¢) datos de entrenamiento,
validacion y errores para clases Ty vs T», d) hiperplano 6ptimo en 2D con caracteristicas AUTOC-V vs
SAVGH-G con ntcleo polinomial, e) hiperplano 6ptimo en 3D, f) datos de entrenamiento, validacion y
errores para clases T3 vs Ty, g) hiperplano 6ptimo en 2D con caracteristicas ENERG-GG vs DVARH-A
con nicleo sigmoidal, h) hiperplano 6ptimo en 3D, i) datos de entrenamiento, validacion y errores para
clases T» vs T3, j) hiperplano 6ptimo en 2D con caracteristicas DISSI-Y vs INF1H-BB con nicleo RBF,
k) hiperplano 6ptimo en 3D y 1) datos de entrenamiento, validacion y errores para clases Ty vs Ty.

minimos de heg (404.55, 425.72, 364.55, 491.79, 488.64 y 488.06). El parametro sintonizable
o se determin6 con valores de 0.5 y 1. En la Figura 4.10, se presentan las graficas de dos
hiperplanos 2D y 3D resultantes del entrenamiento y validaciéon con diferente ntcleo,
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distintas caracteristicas y el resultado de los errores de la validacion.
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Figura 4.10. Entrenamiento y validacién con los vectores de caracteristicas TDs que pertenecen al mismo
espacio de color a través de hiperplanos 6ptimos con SVM: a) hiperplano 6ptimo en 2D con caracteristicas
AUTOC-V vs DENTH-S con nucleo RBF, b) hiperplano 6ptimo en 3D, c) datos de entrenamiento,
validacién y errores para clases T3 vs Ty, d) hiperplano 6ptimo en 2D con caracteristicas IDMNC-G vs
DISSI-G con ntcleo lineal, e) hiperplano 6ptimo en 3D, f) datos de entrenamiento, validaciéon y errores
para clases T7 vs Th, g) hiperplano 6ptimo en 2D con caracteristicas DVARH-CR vs HOMOM-Y con
nicleo polinomial, h) hiperplano 6ptimo en 3D, i) datos de entrenamiento, validacion y errores para
clases Ty vs Ty, j) hiperplano 6ptimo en 2D con caracteristicas ENERG-V vs ENTRO-S con nticleo RBF,
k) hiperplano 6ptimo en 3D y 1) datos de entrenamiento, validacion y errores para clases T} vs Ts.

Como se observa en los resultados anteriores, debido a que la distribucion de los datos
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en la mayoria de los casos no fue linealmente separable, se utilizé el nicleo RBF para lo
cual se toma el valor de o los vectores de soporte resultantes de cada clasificador binario
y los datos entrenados y validados para el proceso de multiclasificacion.

4.4.2. Meétodo OVO y el esquema de voteo

Una vez entrenados los seis clasificadores binarios para cada tipo de vector de
caracteristicas, es decir, 66 clasificadores KNN y 66 clasificadores SVM, se obtuvieron once
problemas de multiclasificacion, para ello se utilizé el mismo esquema de multiclasificacion
uno contra uno (OVO) para cada problema (ver Figura 4.11). Por lo tanto, para cada
nuevo vector de datos que quiera clasificarse (F; 6 G;, i=1, ...,6 y j=1, ...,5) se programa
un esquema de voteo OVO. Asf se podra establecer que grupo de caracteristicas son las
mejores para clasificar los nuevos datos en la clase correspondiente.

Vectores,={Fi, G;}

k=1, ...,11
i=1,...,6 > Ni/Miq —
i=1,...,5 /
» Nk2/Mk2 | > Voteo
N 1 i Ty
> NkS/Mk3 — —
Sl . T,
_:_\
L NeMe
N T,
IR
> Nis/Mis J N T,
> Nie/Mis

Figura 4.11. Descripciéon del método OVO con el esquema de voteo para la multiclasificacién. La entrada
principal son los vectores de caracteristicas Fj...Fg y G1...G5. Se construyen doce clasificadores binarios,
seis para cada grupo de vectores de caracteristicas: N;; (clasificador KNN) y M;; (clasificador SVM), para
1 =1,2 que es el grupo de vectores y j = 1,...,6 que indica el numero de clasificador binario por grupo.
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CAPITULO

ESTUDIO COMPARATIVO DE RESULTADOS

La innovacién y el crecimiento de la tecnologia en la agricultura ayuda en la prediccion
y el anéalisis de patologias en las plantas ayudando al agricultor a diagnosticar en una fase
temprana. El diagnostico es la clasificacion de un agente que determina en que estado se
encuentra una planta, es decir, se evaliia considerando una serie de valores o atributos
caracteristicos de una patologia que son medidas u observadas, por ejemplo, el color, la
reflectancia y la textura.

El aprendizaje automatico es una herramienta que facilita el anélisis de datos que poco
a poco los expertos (agricultores) utilizan para diagnosticar enfermedades en plantas, ya
que pueden lidiar con bases de datos bastantes grandes y complejas que al manejarlas con
métodos tradicionales resulta complicado.

En este trabajo de tesis se propusieron dos metodologias o algoritmos para la
clasificacion de la CP en hojas de la planta de calabacitas que difieren en las senales
de entrada elegidas: senales de espectroscopia de reflectancia e imagenes digitales. Cada
una presenta propiedades diferentes que ayudan a la deteccidén rapida, temprana y no
destructiva de la enfermedad fingica.

Mientras que la espectroscopia permite obtener patrones bioquimicos en hojas de la
planta cuando ain no se observan a simple vista los sintomas, las imagenes digitales
obtienen el color en las hojas ya que las células vegetales tienen varios tipos de pigmentos,
que son la fuente de su color, como la clorofila que proporciona informacion clave para el
diagnostico del estado fisioldgico de la planta.

Teniendo en cuenta lo anterior, resulta evidente realizar una comparacion del
desempeno de las dos metodologias propuestas considerando: a) las senales de entrada
(espectroscopia e iméagenes digitales) y b) las técnicas supervisadas de clasificacion
multiclase: KNN y SVM.

5.1. Experimentos y resultados de la clasificacion

Para la evaluacion de los clasificadores KNN y SVM con los vectores de caracteristicas
derivadas de la espectroscopia de reflectancia y las imagenes digitales, se realizaron cuatro
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experimentos donde se toman datos de forma aleatoria del conjunto de datos de prueba
tanto de VIs como TDs. La finalidad es evaluar que caracteristicas son las mejores para
discriminar entre los cuatro niveles de dafo. Los dos primeros Experimentos (1 y 2)
se trabajaron con los vectores de caracteristicas formados por VIs: E; y FE,. Para el
Experimento 3, se hicieron una serie de pruebas con cada vector de caracteristicas formado
por los componentes de diferente espacio de color F;, ¢+ = 1,...,6. El Experimento 4,
muestra las pruebas realizadas para los vectores de caracteristicas con componentes del
mismo espacio de color G;, j = 1,...,5. La finalidad es evaluar que caracteristicas son las
mejores para discriminar entre los cuatro niveles de dano de la CP. Los experimentos se
detallan a continuacion.

5.1.1. Experimento 1: vector con GNDVI

El vector F, de datos utilizado se caracteriza por contener el indice de vegetacion
GNDVI. Este indice es uno de los mayor uso en la literatura y ha sido propuesto para
diferentes enfermedades y plantas. Su objetivo principal es el analisis del desarrollo de la
pigmentacion en las hojas. Las longitudes de onda que combina son 560 nm y 790 nm que
pertenecen a las bandas del verde y del NIR. Las demas caracteristicas en el vector se
relacionan ademas con bandas violeta y rojo. El tamano de vector de caracteristicas E;
es de 168 datos y esta compuesto por los VIs: GNDVI, SR;, SR;, SDy4, SR3, ARI. En la
Figura 5.1a se muestra el resultado de la clasificacion de los niveles de dafio con KNN y
en la Figura 5.1b los resultados con el clasificador SVM.

4 4
2 L
o o
g 0 3 100 150 | ° L2
< = T
[ 8 Datos de prueba E,| 3
EE 2 : T,
Z Z.
2 L
0 50 100 150 b) 0 50 100 150
a) Datos clasificados con KNN Datos clasificados con SVM

Figura 5.1. Resultado de la clasificacién con el vector de caracteristicas Ey y los clasificadores binarios
KNN y SVM. a) Datos de prueba E; y datos clasificados con KNN, b) datos de prueba E; y datos
clasificados con SVM.

A simple vista se observan en la Figura 5.1 los datos que fueron mal clasificados. Sin
embargo, en la Tabla 5.1 se muestran las matrices de confusiéon en dénde los 168 datos de
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entrada fueron clasificados con ambos clasificadores. En KNN, se clasificaron 48 datos en
Ty (100 %), 36 en Ty (94.4%), 44 en T3 (97.7%) y 40 en Ty (97.5 %), lo que se considera un
alto porcentaje de datos correctamente clasificados con un total de 97.62 %. El coeficiente
kappa presenta un valor de 0.9681 que se considera un grado perfecto con un tiempo de
ejecucion entre 3 y 4 milisegundos. Para el caso con SVM, el porcentaje de clasificacion
total es mayor con un 98.62 %, de los cuales se obtuvo un 97.96 % en Ty, 97.14% en T,
97.73% en T3 y 100 % en Ty. El coeficiente kappa también mostro un grado de evaluacion
perfecto con 0.9759. Por lo tanto, con este vector y sus caracteristicas GNDVI, SR, SR,
SDy4, SR3, ARI se logré una clasificacion 6ptima.

Tabla 5.1. Clasificaciéon para el diagnéstico de los cuatro niveles de dano de la CP a través de la matriz
de confusion, el coeficiente kappa y el tiempo de ejecucion, con el vector Fj. a) Datos clasificados F;
con KNN;, b) datos clasificados F; con SVM. Los datos que se presentan en la diagonal corresponden al
numero actual de datos correctamente clasificados.

a) KNN-E; T T5 T3 Ty Clasificados % Correctos
T 48 2 0 0 50 96.00
Ty 0 34 1 0 35 97.14
T3 0 0 43 1 44 97.73
T, 0 0 0 39 39 100.00
Prueba 48 36 44 40 168
% Correcto 100.00 94.44 97.73  97.50 97.62
kappa 0.9681  Perfecto
b) SVM-F; Ty T Ts Ty Clasificados % Correctos
T 48 0 0 0 48 100.00
T 1 34 0 0 35 97.14
T3 0 1 43 0 44 97.73
Ty 0 0 1 39 40 97.50
Prueba 49 35 44 39 167
% Correcto 97.96 97.14  97.73 100.00 98.20
kappa 0.9759  Perfecto

Tiempo de ejecuciéon 3 - 4 ms

5.1.2. Experimento 2: vector con TGI

El vector de caracteristicas Fy con 168 datos a considerar esta constituido por los VlIs:
SR7, SR1, SD4, SR3, ARI, TGI. La diferencia con el vector anterior es el indice GNDVI, que
fue cambiado por el indice TGI. Este indice se forma de la combinaciéon de tres diferentes
longitudes de onda relacionadas con la banda cian, verde y rojo. Ademaés es sensitivo a
la combinacién de efectos de la concentracion de clorofila en el follaje y en el proceso
de la fotosintesis. Los resultados de este experimento se presentan en la Tabla 5.2. Las
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matrices de confusion, muestran al final de cada columna el resultado de la clasificacion
de los niveles de dafno. Se observa que con el algoritmo SVM, para el nivel T3, se obtuvo
un 100 %, lo que significa que este vector es viable para la deteccion temprana de la CP.
En las Figuras 5.2a y 5.2b se muestra el resultado de la clasificacion con KNN y SVM.

Tabla 5.2. Resultados de la clasificacién para el diagnéstico de los cuatro niveles de dano de la cenicilla
polvorienta (CP) a través de la matriz de confusion y el coeficiente kappa de Cohen, con el vector Es.
a) Datos clasificados Fy con KNN, b) datos clasificados E2 con SVM. Los datos que se presentan en la
diagonal corresponden al nimero actual de datos correctamente clasificados.

a) KNN-Fy T T T; Ty Clasificados % Correctos
Ty 44 0 0 0 44 100.00
Ty 39 41 95.12
T3 50 53 94.34
Ty 0 0 30 30 100.00
Prueba 46 42 50 30 168
% Correcto 95.65 92.86 100.00  100.00 97.02
kappa 0.9598  Perfecto
b) SVM-E» T T T3 Ty Clasificados % Correctos
Ty 43 0 2 1 46 93.48
T 41 42 97.62
T3 47 49 95.92
T 0 2 28 30 93.33
Prueba 44 41 51 31 167
% Correcto 97.73 100.00  92.16  90.32 95.21
kappa 0.9355  Perfecto
Tiempo de ejecucion 3 - 4 ms

En la Figura 5.2 se muestran los datos correctamente y no correctamente clasificados
para ambos clasificadores. La Tabla 5.2 presenta las matrices de confusion con los 168
datos de entrada clasificados. En KNN, se clasificaron se obtuvo un 95.65 % en 717, 92.86 %
en Ty, 100% en T3 y 100 % en T}, considerando 46, 42, 50 y 30 datos clasificados. Estos
resultados nos dan un total de 97.02 % en la clasificacion total con un coeficiente kappa
de 0.9598. Para este caso, el clasificador SVM, mostré un porcentaje total un poco mas
bajo de 95.21 %. Por nivel se obtuvo un 97.73% en Ty (44), 100 % en Ty (41), 92.16 %
en T3 (51) v 90.3% en Ty (31), lo cual también se consideran porcentajes altos y con un
coeficiente kappa de 0.9355, que es un grado de evaluacion perfecto. Con estos resultados,
es notable que la variante GNDVI y TGI en las caracteristicas si hace una diferencia al
clasificar que debe ser considerada en futuras aplicaciones.
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Figura 5.2. Resultado de la deteccién con el vector de caracteristicas Eo con 168 datos en clasificadores
binarios KNN y SVM. a) Datos de prueba Es> y datos clasificados con KNN, b) datos de prueba Es y
datos clasificados con SVM.

5.1.3. Experimento 3: vectores con componentes de diferente
espacio de color

Se realizaron seis experimentos con todos los vectores F;. En la Tabla 5.3 se presentan
los resultados de la clasificacion con el algoritmo SVM de cada vector de caracteristicas
con componentes de diferentes espacios de color.

Tabla 5.3. Resultados de la clasificacion con los vectores de caracteristicas con componentes de diferentes
espacio de color y con el clasificador SVM.

Vector Datos Ty T T Ty Clasificacion (%)  kappa
Fy 110 71.42  58.33 60 69.23 64.58 0.5279
Fy 110 94.67 60.00 100.00 50.00 88.68 0.7874
F3 110 83.64 58.33 77.78 89.47 81.05 0.8265
Fy 150 91.09 50.00 0.00 85.71 84.43 0.7012
Fy 130 93.67 37.5 54.55 88.89 85.05 0.8267
Fg 130 90.53 0.00 0.00 100 87.5 0.7841

Entre los resultados de la Tabla 5.3, es notable la clasificacion del vector de caracte-
risticas I, que presenta un mayor porcentaje de 94.67% en T, 60 % en T y 100 % en Ty
y un coeficiente kappa de 0.7874 que es un grado sustancial. Esto significa que para una
deteccion temprana, este vector es de los més tutiles con un tiempo de ejecuciéon de 5 -
6 milisegundos. Al revisar los vectores con mejor porcentaje en Ty, se observa el vector
F3. Sin embargo, al tener una clasificacién 6ptima en T3 con cualquier vector, ya se puede
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considerar una planta enferma y con sintomas. Para el caso de los demas vectores, se
pueden considerar sus caracteristicas, sin embargo, en la mayoria de los casos, la clase T}
es la clase mejor detectada con un porcentaje arriba del 90 %.

El vector Fy esta constituido con 110 datos y formado por: F, = {AUTOC-V, DENTH-
S, SVARH-V, SAVGH-L, SOSVH-V, SAVGH-G}. Este vector incluye componentes de
color de los espacios HSV, L*A*B y GRAY que son S, V, L y G. Ademas se forman
en combinacién con la autocorrelacion, la diferencia de entropia, la suma de cuadrados,
varianzas y promedios. En la Figura 5.3 se muestran los datos bien y mal clasificados con
SVM. En la Tabla 5.4 se muestran las matrices de confusion para los 110 datos de entrada
a clasificar. De un total de 75 datos en T} se clasificaron 71, para T, se clasificaron 9 de
15 datos, en T3 fueron 12 de 12 datos y en T} se clasificaron 2 de 4 datos.
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Figura 5.3. Clasificaciéon con el vector de caracteristicas F5 con 110 datos de prueba.

5.1.4. Experimento 4: vectores con componentes del mismo
espacio de color

Para el caso de los vectores de caracteristicas con componentes del mismo espacio de
color, en la Tabla 5.5 se resumen los resultados de la clasificacion con el algoritmo SVM.
Es notable que el vector G3, contiene las caracteristicas que mejor discriminan entre los
niveles de dano, considerando como principal el nivel T, para la deteccién temprana.

Se observa que de un total de 130 datos en el vector G, se clasifico el 93.52% de
los datos en T7, el 100% en T y el 100% en T, con una clasificacion total de 89.76 %
y un coeficiente kappa de 0.7638 que es un grado sustancial. Por lo tanto, este vector y
sus caracteristicas puede ser aplicado en futuras aplicaciones para la deteccion temprana.
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Tabla 5.4. Matriz de confusién y el coeficiente kappa de Cohen, con el vector Fs resultado de la clasificacién
con SVM. Los datos que se presentan en la diagonal corresponden al nimero actual de datos correctamente
clasificados.

SVM-Fy T T T3 Ty Clasificados % Correctos
T 71 2 79 89.87
T 0 11 81.82
T3 0 0 12 0 12 100.00
Ty 2 0 0 2 4 50.00
Prueba 75 15 12 4 106
% Correctos 94.67 60.00 100.00  50.00 88.68
kappa 0.7874  Sustancial

Tiempo de ejecuciéon 5 - 6 ms

Tabla 5.5. Resultados de la clasificacion con SVM y los vectores de caracteristicas con componentes del
mismo espacio de color.

Vector Datos Ty T Ts T,  Clasificacion (%) kappa
G 120 88.89  40.00 5b4.55 91.67 82.42 0.8186
G 125 93.18 64.29 16.67 71.43 84.35 0.823
Gs 130 93.52 100 0 100 89.76 0.7638
Gy 130 88.24 100.00 0.00 0.00 88.68 0.4459
Gs 150 81.71  50.00 62.50 90.91 78.57 0.8128

El vector G4, también es una buena propuesta para la deteccién temprana, debido a que
muestra un 100 % en la clasificacion para T,. Sin embargo, su coeficiente kappa es de grado
moderado con un valor de 0.4459.

Debido a estos resultados, se detalla a continuaciéon el vector de caracteristicas Gs.
Este vector esta constituido con 130 datos y por los descriptores de textura: G3 = {DISSI-
L, SAVGH-L, IDMNC-A, CONTR-A, DVARH-A, ENERG-B} que pertenecen al espacio
de color L*A*B. En la Figura 5.4 se muestran los datos correctamente clasificados y no
clasificados. La Tabla 5.6 muestra la matriz de confusiéon correspondiente, en donde se
tienen 101 de 108 datos clasificados en T, 4 de 4 datos en T, y 9 de 9 datos en Tj. Para
el caso de Tj, no se clasifico ningtin dato, sin embargo, como se identifica la hoja enferma
con la deteccion de T} se justifica T3. El tiempo de ejecuciéon es de 5 - 6 milisegundos.

5.1.5. Resultados finales de la clasificacion

Con todos los resultados de la clasificacion de cada experimento, se procedi6 al célculo
de las medidas de desempefio (ver Capitulo 2) para la evaluacion de los clasificadores
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Figura 5.4. Resultado de la clasificacién con el vector de caracteristicas G3 de 130 datos con SVM.

Tabla 5.6. Resultados de la clasificaciéon con la matriz de confusion y el coeficiente kappa de Cohen del
vector G, los datos que se presentan en la diagonal corresponden al niimero actual de datos correctamente
clasificados.

SVM-G3 T T T; Ty Clasificados % Correctos
Ty 101 0 2 0 103 98.06
Ty 4 4 0 12 33.33
T3 0 0 0 0 0.00
Ty 0 0 9 12 75.00
Prueba 108 4 6 9 127
% Correctos 93.52 100.00 0.00 100.00 89.76
kappa 0.7638  Sustancial

Tiempo de ejecucién 5 - 6 ms

con cada vector de caracteristicas. Las medidas se calcularon con la matriz de confusion.
Entre estos resultados, los mejores vectores de caracteristicas son F; y Es con un alto
valor de exactitud (ACC = 0.98) y en todas las demas métricas, se tiene una consistencia
de porcentajes arriba del 95 %. Por otro lado, en el caso de los vectores TDs, el clasificador
KNN no mostré ser una opciéon para este tipo de datos y se considerd sélo mostrar los
resultados con el clasificador SVM. En la Tabla 5.7, se muestran los resultados de las

métricas de desempeno del clasificador SVM tanto para las caracteristicas VIs, como para
las TDs.

Los mejores vectores son los formados por las caracteristicas VIs, los cuales son FE;

82



5.2. Diseflo e implementacion de una interfaz grafica de usuario (GUIDE)

Tabla 5.7. Resultado de las métricas de desempeno con los vectores de caracteristicas y el algoritmo SVM.

Vector ACC SN SP PREC FPR Fg
Ey 0.990 0.976 0.994 0.982 0.006 0.979
Ey 0.975 0.946 0.984 0.952 0.016 0.949
I 0.807 0512 0906  0.645 0.093 0.939
Iy 0.931 0.832 0.965 0.887 0.035 0.858
I3 0.884 0.700 0.945 0.811  0.055 0.751
Fy 0.889 0.682 0.958 0.844 0.042 0.735
Fy 0.900 0.728 0.957  0.850 0.043 0.784
Eg 0.912 0.754 0.964 0.875 0.036 0.810
G 0.873 0.625 0.956 0.824 0.044 0.711
Go 0.908 0.776 0.952  0.843 0.048 0.808
Gs 0.944 0.877 0.967 0.898 0.033 0.887
Gy 0.914 0.752 0.968  0.887  0.032 0.814
Gs 0873 0.678 0.938 0.786  0.062 0.728

y Fy con una ACC = 0.99 y ACC = 0.97, respectivamente. Para los vectores TDs, se
obtuvo un mejor porcentaje en la clasificacion. Con el vector F5, se obtuvo un valor alto
de ACC = 0.931 y las demas métricas presentan porcentajes altos arriba del 80 %. Por
lo tanto, las caracteristicas con componentes de diferentes espacio de color (HSV, L*ab y
nivel de gris) se consideran con buen desempefio para lograr el objetivo. Por otro lado, se
obtuvo un valor alto de ACC' = 0.944 con el vector (i3, el cual tiene caracteristicas con
componentes del mismo espacio de color pertenecientes a L*a*b. Esto significa, que en
cuestion de imagenes digitales, si se toman caracteristicas derivadas de los componentes
del espacio L*a*b y se discriminan con el algoritmo SVM, se puede obtener una mejor
discriminacién en cuanto a niveles de dano para enfermedades fangicas.

5.2. Diseno e implementacion de una interfaz grafica
de usuario (GUIDE)

Actualmente las interfaces graficas de usuario son muy populares en sistemas compu-
tacionales. En este trabajo de tesis se diseno e implement6 una interfaz grafica de usuario
GUIDE (por sus siglas en inglés, Graphic User Interface Development Enviroment)
con la GUI de Matlab R15, para implementar las dos metodologias propuestas con las
caracteristicas obtenidas.

Esta interfaz tiene como objetivos particulares: i) compactar las dos metodologias
propuestas para una mejor comparacion de los algoritmos; ii) realizar una concordancia
entre los resultados obtenidos por senales de espectroscopia de reflectancia e imagenes
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digitales; iii) tener una herramienta para usuarios que no estén familiarizados con los
algoritmos propuestos.

La interfaz se puede utilizar ya sea con senales de espectroscopia de reflectancia e
imagenes digitales. La estructura interna de la interfaz se muestra en la Figura 5.5.

(] [o][o] o]

Sefiales de . .
) Acondicionamiento| +—\
espectroscopia de de Metodologfa 1 [Te T2 T3 T4]
reflectancia o ) V .
sefiales (Capitulo 3)
{}4\ Nivel de dafio
ﬁ—‘/ diagnosticado
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Acondicionamiento )
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Figura 5.5. Diagrama de la interfaz GUIDE para el diagnoéstico de la cenicilla polvorienta aplicado sobre
hojas de Cucurbita pepo L.

La pantalla principal de la interfaz se muestra en la Figura 5.6. Esta contiene cuatro
opciones: 1) Diagnostic by spectral signatures (diagnostico con senales de espectroscopia
de reflectancia); 2) Diagnostic by imaging (diagnostico por imagenes); y 3) Diagnostic
by spectral signatures & imaging (diagnostico con ambas sefiales de espectroscopia de
reflectancia e imagenes digitales); 4) Close (boton de cerrar) y al final se muestran los
créditos.

e Opcion 1: Diagnostic by spectral signatures

Para esta opcion se utilizo la metodologia descrita en el Capitulo 3, en dénde la
senal de entrada debe ser una firma espectral que puede ser obtenida a través de
un espectrometro UV-VIS-NIR. El formato de esta senal debe ser en un archivo de
texto en forma de vector. Al seleccionar esta opcion, el programa solicita al usuario
la firma espectral para ser cargada y mostrada en el programa. A continuacion, se
describe a detalle cada una de las pantalla que contiene la opciéon para el diagnostico
de firmas espectrales.

En la Figura 5.7, se describe a detalle todos los botones de comando, las ventanas
que se cargan a partir de que se carga una firma espectral y las ventanas con el
resultado del diagnéstico. En esta pantalla (ver Figura 5.8), el primer paso a realizar
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Figura 5.6. Pantalla inicial de la interfaz.

es cargar (Load) el archivo de texto correspondiente a una firma espectral. Después,
la firma espectral aparecera en la primer ventana de forma original (ver Figura 5.9)
tal cual fue obtenida directo de un espectrometro UV-VIS-NIR. Una vez que la firma
se cargo, se utiliza el boton para el pre-tratamiento (Pre-treatment) el cual muestra
en una segunda ventana la firma espectral pre-tratada (Figura 5.10). Al tener la
firma pre-tratada, se contintia con el botén para la extraccion de caracteristicas
(Extraction) que da como resultado los vectores de caracteristicas a través del
célculo de los indices de vegetacion (ver Figura 5.11) que tienen de diferencia de un
solo indice que es GNDVI y TGI. Finalmente, se obtiene el diagnostico de la firma
espectral al utilizar el boton de clasificacion para ambos vectores (Classification),
el cual a su vez genera el hiperplano 6ptimo que muestra las seis caracteristicas
clasificadas (puntos negro en la grafica) y muestra el nivel de dano diagnosticado de
esa firma (ver Figura 5.12).

Opcion 2: Diagnostic by imaging

En esta opcion se implementa toda la metodologia descrita en el Capitulo 4. La senal
de entrada debe ser una imagen digital en formato *.JPEG o *.PNG, de cualquier
tamano o resolucion, pero que contenga la hoja de la planta para andlisis, la cual,
ademés puede ser obtenida a través de un dispositivo mévil como celular o tableta.
Al elegir esta opcion, la interfaz le pide al usuario la imagen digital, la cual se puede
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Figura 5.7. Descripcion de la pantalla para el diagnoéstico de firmas espectrales y los botones de comando.
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Figura 5.8. Funcionamiento del botén de carga (Load) para las firmas espectrales.

seleccionar de una carpeta para después cargarse en el programa.

En la Figura 5.13, se describe a detalle todos los botones de comando, las ventanas
que se cargan a partir de que se carga una imagen digital y las ventanas con el
resultado del diagnostico. En esta pantalla (ver Figura 5.14), el primer paso a realizar
es cargar (Load) el archivo de una imagen digital que puede ser en formato JPG
6 PNG. Después, la imagen se carga en la primer ventana con una herramienta
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Figura 5.9. Presentacién de una firma espectral original.
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Figura 5.10. Firma espectral pre-tratada.

de recorte para seleccionar la region de interés de la hoja (ver Figura 5.15). Una
vez que la imagen digital se cargd y se selecciond la ROI, se muestra la ROI y el
contraste aplicado a la imagen, ademas se realiza la transformacion de las imagenes
a diferentes espacios de color, apareciendo en una segunda ventana (ver Figura 5.16).
Después, se utiliza el boton para el calculo de la GLCM (GLCM calculate) el cual
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Figura 5.11. Presentacion del resultado del calculo de los vectores de caracteristicas.
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Figura 5.12. Clasificacién y diagnoéstico de la firma espectral.

realiza el calculo de las matrices y las presenta en una ventana como figuras de las
matrices GLCM (ver Figura 5.17). Al tener la matriz GLCM de cada componente de
color, se realiza la extraccion (Extraction) de caracteristicas de los descriptores de
textura (ver Figura 5.18). El resultado es el calculo de dos vectores de caracteristicas,
el primero con caracteristicas de componentes de diferentes espacios de color y el
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segundo con componentes que pertenecen al mismo espacio de color. Finalmente,
se obtiene el diagnodstico de la imagen digital al utilizar el botén de clasificacion
(ver Figura 5.19) para ambos vectores (Classification), el cual a su vez genera el
hiperplano 6ptimo (ver Figura 5.20) que muestra las seis caracteristicas clasificadas
(puntos negro en la grafica) y muestra el nivel de dano diagnosticado de esa imagen
digital de la hoja.

[ EA sis_diag_imag - (] X
. . . ) Transformacion de ROI en los 4
Powdery mildew diagnostic system for images X N
diferentes espacios de color
Original image Transformation in color gpaces Control Panel
ROI
Gray SV ,
Boton cargar
4 ROl selection A d t |
Ventana para imagen digital y
Ventana para mostrar la region seleccionar la
[t cargar Ia de intere’s GLCM :a\:ume\ ROl
imagen digital — Bot6n para el
Contrast racten célculo(de la
/ L*a*b YCbCr GLCM
Ventana para Boton para la e T T — Botordd
mostrar la extraccion de clasoif?cn cieén
imagen con caracteristicas Clee
contraste
GLCM matrices Boton
Cerrar
4 Gray H S v L *a W
‘ / \ Componentes de
Resultado de Vectores de caracteristicas espacios df cslor
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Features vectors — <——— Resultado del
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Figura 5.13. Descripcién de la pantalla para el diagnoéstico de imagenes digitales y los botones de comando.

e Opciotn 3: Diagnostic by spectral signatures & imaging

Ambas metodologias fueron combinadas en esta opciéon. Los dos tipos de senales
tanto una firma espectral como una imagen digital deben ser cargados en el programa
con las mismas condiciones de formato mencionadas en las opciones previas. La
finalidad es tener una firma espectral y una imagen digital de una hoja de calabacita
que pueden ser validadas al mismo tiempo para confirmar que el diagnostico sea el
mismo, siempre y cuando provengan los datos de la misma hoja.

En la Figura 5.21, se describe a detalle todos los botones de comando, las ventanas
que se cargan a partir de que se carga una imagen digital y un archivo de texto
de una firma espectral. El boton de carga de una imagen (Image), permite abrir en
esta pantalla (ver Figura 5.23), una imagen digital que puede ser en formato JPG
6 PNG. Después, la imagen se carga en la primer ventana con una herramienta de
recorte para seleccionar la region de interés de la hoja (ver Figura 5.22) y ademaés
se realiza de forma interna el contraste, las transformaciones de color y el calculo de
la matrices GLCM (ver Figura 5.24 y Figura 5.25). Después, se procede a cargar
la firma espectral correspondiente a la misma hoja de la imagen con el boton
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Figura 5.14. Funcionamiento del boton de carga (Load) para una imagen digital.
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Figura 5.15. Seleccion de la regiéon de interés (ROI) de la imagen digital seleccionada.

de firma espectral (Spectral signature), con el cual a su vez se muestra la firma
espectral original y después se muestra pre-tratada (ver Figura 5.26 y Figura 5.27).
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Figura 5.16. Presentacion de la ROI en imagen y con contraste y transformacion a diferentes espacios de
color.
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Figura 5.17. Céalculo de las matrices de co-ocurrencia de color GLCM.

Al tener los datos pre-procesados de ambas senales, se procede a utilizar el boton de
extraccion de caracteristicas (Feature extraction) para que se realice el célculo tanto
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Figura 5.18. Extraccion de caracteristicas de los descriptores de textura.
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Figura 5.19. Clasificacion de los vectores de caracteristicas y diagnéstico del nivel de dano.

de descriptores de textura como de indices de vegetacion (ver Figura 5.28), los cuales
son mostrados. Finalmente, se utiliza el boton de clasificacion para ambos tipos de
vectores (Classification), el cual despliega el resultado del hiperplano 6ptimo con las
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Figura 5.20. Grafica del hiperplano 6ptimo con las caracteristicas clasificadas de la firma espectral.

caracteristicas de ambas senales y también se presenta el nivel de dano en el que se
encuentra la hoja determinado con cada senal (ver Figura 5.29 y Figura 5.30).

e Opcion 4: Close
Esta opcion se usa para cerrar la interfaz del programa.

Se realizé una serie de experimentos con base en cada una de las opciones probando
ambos tipos de senales en diferentes niveles de dano. Estos de describen a continuacion.

e Experimento A: Opcion 1.
Para este experimento, se cargaron un total de cuatro firmas espectrales (S;, i—1,
..., 4) obtenidas de diferentes hojas, y que fueron observadas en diferentes niveles de
dano. En la Tabla 5.8, se muestra los resultados de la clasificaciéon de estas senales
de entrada.

Estos resultados muestran que en su mayoria, las senales observadas coinciden con
el resultado del nivel clasificado. Por ejemplo, para el vector Fy, solo la senal S3 dio
como resultado una hoja enferma en 7}, sin embargo, el nivel observado de esta senal
estaba en T3, lo cual ya se considera una hoja enferma con sintomas. El vector Ey al
ser probado con la senal S, identifica una clase T3, lo cual es un dato erréneo porque
la senal observada se encontraba en T5. Por lo tanto, se considera mas confiable los
resultados de la identificacion con el vector Ej.

e Experimento B: Opcién 2.
Para este experimento, se cargaron un total de cuatro imégenes (/;, j=1, ..., 4)
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Figura 5.21. Descripcion de la pantalla para el diagnostico de imégenes digitales y firmas espectrales y
los botones de comando.

Tabla 5.8. Resultado del diagnéstico de firmas espectrales (S;) con el calculo de los indices de vegetacion
como caracteristicas.

Nivel Nivel
Senal  Vector observado clasificado
E; GNDVI SR~ SR1 SD4 SR3 ARI
St 6.3508 3.7420  3.2085 -3.5824  4.2728  -6.4133 3 3
So 2.5765  -0.6227 -1.3646 -10 -0.5895 -10 1 1
Ss -2.2728 -4.9116 -5.3145 -5.3688 -4.7936  0.0364 3 4
Sa 0.9639 -3.2291  -4.9952 -10 -3.7661 -10 2 2
Es SR~ SR4 SDy SRs3 ARI TGI
S1 3.7420 3.2785  -3.5824  4.2728  -6.4133  4.9002 3 3
So -0.6227  -1.3646 -10 -0.5895 -10 5.5475 3 4
Ss -4.9116  -5.3145 -5.3688  -4.7936 0.0364  2.0339 4 4
Si -3.2291  -4.9952 -10 -3.37661 -10 6.7654 2 3

obtenidas de diferentes hojas, y que fueron observadas en diferentes niveles de dano.
En la Tabla 5.9, se presentan los resultados de la clasificacién de estas imagenes de
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Tabla 5.9. Resultado del diagnostico de iméagenes digitales (1) con el calculo de los descriptores de textura
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Figura 5.22. Funcionamiento del boton de carga (Image) para abrir una imagen digital.

entrada.

como caracteristicas.

v

Close.

Nivel Nivel
Senal  Vector observado  clasificado
F> AUTOC-V  DENTH-S SVARH-V  SAVGH-L SOSVH-V  SAVGH-G
I 7.6891 0.3075 0.2587 -1.1159 0.2716 0.7655 2 2
I -8.0460 -10 -10 -10 -10 -10 2 3
I3 -0.9760 0.7855 0.6995 1.4813 0.6902 0.0308 1 1
Iy 5.8533 5.4906 5.3532 7.8898 5.4636 8.1187 4 4
G3 DISSI-L SAVGH-. IDMNC-A CONTR-A DVARH-A ENERG-B
S1 3.6441 -1.1159 -10 10 10 -10 2 2
Sa -8.6964 -10 4.0016 -4.0846 -4.0846 3.7401 3 3
S3 -1.4723 1.4813 4.7198 -4.8291 -4.8294 -9.6949 1 1
S4 2.0687 7.8898 -6.2391 5.9982 5.9982 -9.8494 4 4

Las imagenes sometidas a la clasificacién con el vector F, muestran una correcta
clasificacion de acuerdo al nivel observado y al nivel clasificado. En el caso de la
imagen de prueba I, se encontraba en un nivel observado 75 pero el nivel clasificado
fue de T3, lo que significa que la planta ya estaba enferma. Por consiguiente, atn
se detectan errores con este vector. Para el caso del vector G, la identificacion se
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Figura 5.23. Presentaciéon de la imagen para seleccionar la ROL.

puede considerar confiable, debido a que todas las imagenes de prueba observadas
fueron correctamente clasificadas.

e Experimento C: Opcion 3.
Para este experimento, se cargaron un total de cuatro imagenes digitales y firmas
espectrales (I, Sk, k=5, ..., 8), ambas senales obtenidas de la misma hoja, y que
fueron observadas en diferentes niveles de dano. En la Tabla 5.10, se presentan los
resultados de la clasificacion de estas imagenes de entrada.

Al buscar confirmar la relacion entre vectores con senales diferentes, se obtienen
resultados aceptables combinando los vectores Fy v GG3. Se observa que casos como
para la senal S; y su imagen I, se tienen resultados de una hoja con primeros
sintomas, sin embargo, se observé como una hoja enferma. Esto significa que atn
hay detalles al validar los resultados de una senal con otra, pero la combinaciéon de
estos dos vectores y sus caracteristicas si pueden ser viables para la implementacion
en software en un futuro.

De acuerdo con los experimentos realizados y los resultados obtenidos, se tiene que la
interfaz proporciona la informacion acerca del nivel de dafio de la imagen o firma espectral
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Figura 5.24. Muestra de la ROI.

Tabla 5.10. Resultado del diagnéstico de la validacién de iméagenes digitales (/;) con sus firmas espectrales
(S;) correspondientes a la misma muestra, con el calculo de los vectores de caracteristicas de ambos tipos

de senales.
Nivel Nivel
Senal  Vector observado clasificado
FE> SR~7 SR1 SDy SR3 ARI TGI
Ss -4.9116 -5.3145 -5.3688 -4.7936 0.0364 2.0339 2 2
Se 4.3834 7.0447 10 4.2527 10 6.9417 3 3
S7 -2.1853 -1.9810 2.9817 -2.4749 -3.7847 4.8870 4 3
Ss 10 10 -10 10 2.1050 10 2 2
G3 DISSI-L.  SAVGH-I. IDMNC-A CONTR-A DVARH-A ENERG-B
Is -5.7842 -7.3065 -0.4155 0.4598 0.4598 -6.0273 2 2
Is -4.5061 -1.4997 -0.3978 0.5180 0.5180 -5.2291 3 3
Iz 10 6.5307 -1.0223 0.8588 0.8588 -9.6204 4 3
Ig -25467 -7.4979 -0.8393 0.7644 0.7644 -9.6863 2 3

de la muestra deseada, para el

caso de ambas opciones. La interfaz si ayuda a discriminar

una muestra en cualquiera de los cuatro niveles de dafio propuestos (7; - hoja sana, T
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Figura 5.25. Muestra de la matriz GLCM calculada.

- hoja en germinacion, T3 - hoja con primeros sintomas y T, - hoja enferma). Por lo
tanto, esta interfaz GUIDE facilit6 la implementacion de los vectores de caracteristicas de
ambos tipos de senales. Como se observa en los resultados de pruebas, la interfaz muestra
algunos casos en los que unos vectores no determinan el mismo nivel de dano que otros,
sin embargo, a futuro se puede mejorar y probar con otras caracteristicas para conseguir

un alto desempeno en cuanto a la precision de la clasificacion.
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Figura 5.27. Presentaciéon de una firma espectral con pre-tratamiento.
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CONCLUSIONES

Con base en los resultados obtenidos se comprob6 la hipotesis planteada, lo cual nos
permite establecer las conclusiones siguientes:

1. Es posible la clasificaciéon de algunos niveles de dano en las hojas de calabacita
por medio de las firmas espectrales e imagenes digitales, ain cuando la infeccion
todavia no es visible, es decir, no se manifiestan los sintomas tipicos de la cenicilla
polvorienta.

2. La deteccion de estos niveles de dano (T3-hojas sanas, T»-hojas en germinacion, 75-
hojas con primeros sintomas y Ty-hojas enfermas) se logra con mayor seguridad a
partir de las firmas espectrales especialmente con los indices de vegetacion: GNDVTI,
SR7, SR, SD4, SR3 y ARI. La desventaja de las firmas espectrales es que se debe
de contar con un espectréometro y dispositivos 6pticos para el muestreo de las hojas.

3. A través del uso de imagenes digitales de 200 x 200 pixeles con los descriptores de
textura se puede obtener una buena deteccién entre los cuatro niveles de danos con
un porcentaje de clasificacion del 90 % + 0.03 %.

4. Mediante el uso del aprendizaje automético en especifico las méaquinas de soporte
vectorial y con pruebas estadisticas como selector de caracteristicas en este trabajo
es posible la deteccion de los niveles de dafio (hojas sanas, hojas en germinacion,
hojas con primeros sintomas y hojas enfermas) en las plantas de calabacita.

Este proyecto de tesis propone una soluciéon a uno de los problemas més comunes que
existen en la agricultura: dos metodologias para el diagnéstico de los niveles de dano de la
enfermedad de la cenicilla polvorienta en plantas de C. pepo L. en las cuales se combinan
diferentes tipos de senales que ayudan a validar un resultado de otro. Las principales
aportaciones de este trabajo se mencionan a continuacion:

e Dos vectores de seis caracteristicas derivadas de las firmas espectrales las cuales son
indices de vegetacion (TGI, SRy, SR3, SR7, SDy, ARI y GNDVI) propios para este
tipo de planta y la enfermedad fingica.

e Dos vectores de seis caracteristicas cada uno, resultantes del céalculo de TDs en
imégenes digitales, formadas con componentes de color de los espacios HSV y L*a*b
(DISSI-L, SAVGH-L, IDMNC-A, CONTR-A, DVARH-A, ENERG-B y AUTOC-V,
DENTH-S, SVARH-V, SAVGH-L, SOSVH-V, SAVGH-G), ayudan a discriminar la
enfermedad fingica en niveles de dano.
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Conclusiones

e Desarrollo de dos metodologias en base a firmas espectrales e iméagenes digitales
para la identificacion de niveles de dano de CP en plantas de calabacita que puede
implementarse para otras plantas con otras enfermedades obteniendo una deteccion
temprana de la cenicilla polvorienta en cucurbitaceas.

Publicaciones generadas

Durante el desarrollo de este proyecto, se generaron diferentes trabajos que se enlistan
a continuacion.

1. C.A. Rivera-Romero, E.R. Palacios-Hernandez, M. Trejo-Durian, O. Vite-Chavez,
y J.A. Morales-Saldana, Phenological analysis and descriptive of plants growing
Cucurbita pepo L. through intensity texture features, International Conference on
Applied Electronics, Departamento de Estudios Multidisciplinarios de la Universidad
de Guanajuato, Yuriria, Gto., Octubre 2015.

2. C.A. Rivera-Romero, E.R. Palacios-Hernandez, M. Trejo-Duran, R. Olivera-Reyna,
y J.A. Morales-Saldana, Texture image analysis on disease leaves of Cucurbita pepo
L., IIT Congreso Internacional sobre Innovacién y Tendencias en Procesamiento
de Alimentos y XVIIT Congreso Nacional de Ciencia y Tecnologias de Alimentos,
Universidad de Guanajuato, Guanajuato, Gto., Mayo 2016.

3. C.A. Rivera-Romero, E.R. Palacios-Hernandez, M. Trejo-Duran, R. Olivera-Reyna,
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Ingenierfas y Tecnologias).
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Cobos, R. Olivera-Reyna, y J.A. Morales-Saldana, Phenological analysis on leaves
of Cucurbita pepo L. through texture descriptors, Semana XVI del TICO, Instituto
de Investigacion en Comunicacion Optica, San Luis Potosi, S. L. P. Noviembre 2016.

5. C.A. Rivera-Romero, E.R. Palacios-Hernandez, M. Trejo-Duran, O. Vite-Chavez,
y J.A. Morales-Saldana, Identificacion automéatica del nivel de dano de la cenicilla
polvorienta a través de firmas espectrales en plantas de Cucurbita pepo L., Memorias
del Congreso Nacional de Control Automatico, ISSN: 2594-2492, San Luis Potost,
San Luis Potosi, Octubre 2018 (Premio al mejor articulo del CNCA 2018).
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Problemas a resolver a futuro

7.

C.A. Rivera-Romero, E.R. Palacios-Hernandez, M. Trejo-Duran, O. Vite-Chavez, y
J.A. Morales-Saldana, Procesamiento de imagenes para la detecciéon de enfermedades
causadas por hongos en cucurbitdceas, Memorias del Congreso Nacional de Control
Automatico, Benemérita Universidad Autéonoma de Puebla, Puebla, Pue., ISSN:

2594-2492, Octubre 2019.

C.A. Rivera-Romero, E.R. Palacios-Hernandez, M. Trejo-Duran, M. del Carmen
Rodriguez-Linan, R. Olivera-Reyna, y J.A. Morales-Saldana, “Visible and near-
infrared spectroscopy for detection of powdery mildew in Cucurbita pepo L. leaves”,
Journal of Applied Remote Sensing, vol. 14, no. 4, pp. 1 - 19, 2020.

Problemas a resolver a futuro

Existen varios temas de oportunidad a tratar a futuro con base a este proyecto. Debido
a que existe una infinidad de plagas y enfermedades, ademés de mejorar los principales
problemas que se tuvieron en el transcurso de este trabajo.

Caracterizacion de imagenes por area de cultivos.
Caracterizacion de imégenes por otras técnicas de procesamiento.

Monitoreo de otras cucurbitaceas para caracterizaciéon con las metodologias propues-
ta.

Implementacion de las caracteristicas especificas en sistemas de diagnostico desarro-
llados para dispositivos méviles.

Desarrollo de aplicaciones con diferentes caracteristicas enfocadas a diferentes
plantas y enfermedades.
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APENDICE

ESPECTROSCOPIA

La espectroscopia consiste en hacer interactuar un haz de radiaciéon electromagnética
con un sistema cuyas caracteristicas se quieren determinar. El haz saliente difiere del
entrante por defecto de esta interaccion. A partir de las modificaciones realizadas por el
haz entrante, se puede obtener informaciéon sobre la estructura del sistema. En algunos
casos, la interpretacion de los cambios, puede generar un modelo del sistema. Por otra
parte, si existe un modelo del sistema, el estudio de las modificaciones del haz entrante
permite obtener informacién cuantitativa asociada con los procesos internos del sistema,
asi como detalles no contemplados en el modelo general. Es una de las mayores técnicas
opticas utilizadas para la evaluacion de parametros de calidad en diferentes tipos de
productos [100,101].

A.1. Espectroscopia ultravioleta-visible

La espectroscopia visible es una de las técnicas més frecuentemente empleadas en el
analisis quimico. Para que una sustancia sea activa en el visible debe ser colorida: el que una
sustancia tenga color, es debido a que absorbe ciertas frecuencias o longitudes de onda del
espectro visible y transmite otras mas. El rango ultravioleta es la regién comprendida de
100-190 nm. El rango visible se considera de los 300-780 nm. La base de la espectroscopia
visible y ultravioleta consiste en medir la intensidad del color (o de la radiacion absorbida
en ultravioleta) a una longitud de onda especifica comparandola con otras soluciones de
concentracion conocidas que contengan la misma especie absorbente.

A.2. Espectroscopia cercana al infrarrojo

Es ampliamente utilizada para determinar constituyentes quimicos o atributos de
calidad en productos comestibles y agricolas. Para la espectroscopia cercana al infrarrojo
(Near Infrared, NIR) corresponden todos los espectros de vibracion de alta energia. Se usa
tipicamente para medidas cuantitativas de grupos funcionales organicos. Recientemente se
han desarrollado nuevas aplicaciones en la industria farmacéutica, en agricultura, etc. Hoy
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Apéndice A. Espectroscopia

en dia la espectroscopia cercana al infrarrojo estd siendo aplicada en diferentes campos
como la agricultura, procesamiento de comida, industria quimica, productos farmacéuticos,
etc. Durante los dltimos anos, se ha utilizado en la horticultura para la inspeccion de
calidad interna en frutas y verduras.

Los estudios previos, han demostrado que puede ser utilizado como una técnica no
destructiva capaz de medir ampliamente las propiedades fisicas y quimicas como: el
contenido de solido soluble, la acidez, la firmeza, el desorden interno, etc. También se
utiliza en la industria para la inspeccién interna de calidad de productos. La radiacion
NIR cubre el rango el espectro electromagnético de 780-2500 nm. En la espectroscopia
NIR, el producto es irradiado con la radiaciéon NIR y el reflejo o la radiaciéon transmitida
es la medida que se obtiene para el anélisis. Ademas, sus caracteristicas cambian a través
de la longitud de onda que depende del proceso de dispersion y absorcion. Este cambio es
debido a la composicion quimica del producto y a las propiedades de la luz dispersa, la
cual se relaciona con la estructura. Cuando la radiacién golpea una muestra, la radiacion
incidente puede ser reflejada, absorbida o transmitida y la contribucion relativa de cada
fenomeno depende de la constitucion quimica y los parametros fisicos de la muestra [101].

A.3. Propiedades de la espectroscopia: absorbancia,
transmitancia y reflectancia

Un espectro de absorbancia mide cuanta luz absorbe una muestra, la absorbancia se
calcula a través de la Ecuacion (A.1). Los espectros de absorbancia son una medida de la
cantidad de luz que absorbe una muestra. Para la mayoria de las muestras, la absorbancia
se relaciona linealmente con la concentracion de la sustancia o material. La luz interactia
con la muestra. La fibra de salida transporta luz desde la muestra al espectrometro. La
absorbancia también es proporcional a la concentracién de la sustancia que interactua
con la luz. Las aplicaciones de absorcion comunes incluyen la cuantificacion de sustancias
quimicas y concentraciones en muestras acuosas o gaseosas. Para definir las propiedades,
se utilizan las siguientes definiciones, S) es la intensidad de la muestra en la longitud de
onda A, D, es la intensidad oscura en la longitud de onda A y R, es la intensidad de
referencia en la longitud de onda .

Sy — D,

SN D)\> (A1)

A)\ = —lOgl()(

La transmitancia es el porcentaje de energia que pasa a través de la muestra relativa a
la cantidad que pasa a través de la referencia. El modo de transmitancia puede presentar
la porcion de luz reflejada de una muestra. Las mediciones de transmision y reflexion
utilizan los mismos calculos matematicos. Se expresa como un porcentaje (%Ty). Se
calcula%T\ 6 %R, a través de la ecuacion (A.2). La transmision se expresa como un
porcentaje %7 en relacion con una sustancia estandar (como el aire). Las aplicaciones
comunes de transmision incluyen la medicion de luz a través de soluciones, filtros opticos,
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recubrimientos y otros elementos 6pticos (como lentes y fibras).

Sy — D,

T, = 22 74
=R D,

x 100 % (A.2)

La reflectancia es el reflejo de la radiacion por una superficie, sin un cambio en la
longitud de onda. La reflectancia puede ser especular en donde el dngulo de incidencia
es igual al angulo de reflexion. Otro caso, es el de la reflectancia difusa, en donde el
angulo de incidencia no es igual al &ngulo de reflexiéon. La reflectancia especular incrementa
proporcionalmente con la cantidad de brillo en una superficie. Se expresa en un porcentaje
(%R) y se calcula por medio de la Ecuacion (A.3). Cada superficie devuelve reflejos
tanto especulares como difusos. Algunas superficies pueden volver mayormente especulares
mientras que otros pueden devolver la reflexion en su mayoria difusa. La reflexion especular
aumenta proporcionalmente con la cantidad de brillo sobre la superficie. La reflectancia se
expresa como un porcentaje %R con respecto a la reflexion de una referencia estandar o
sustancia. Las aplicaciones de reflexion comunes incluyen la medicion de las propiedades
de los espejos y recubrimientos otras incluyen la medicién de las propiedades visuales del
color en pinturas, plasticos y productos alimenticios.

S/\_D/\

Ry, =2 72
e

x 100 % (A.3)

A.4. Firmas espectrales

La radiacién electromagnética recibida por el sol en la mayoria de los elementos
geograficos se transforma de forma diferente. Un objeto puede presentar un nivel de
respuesta en términos del porcentaje de reflectancia, de absorcién y de transmision de
forma especifica. Por ejemplo, para el caso de la variacion de la reflectancia en relacion a
la vegetacion, se define en funcion de las longitudes de onda y a esto se le denomina firma
espectral.

La firma espectral es una medida cuantitativa de las propiedades espectrales de un
objeto en una o varias bandas espectrales. Las condiciones de iluminacién determinan
la variabilidad temporal de una firma. A nivel de paisaje, una firma espectral puede ser
modificada mediante interacciones 6ptico-geométricas, por lo que la radiaciéon incidente
se dispersa de acuerdo con la estructura tridimensional de la superficie. En el caso de la
estructura del dosel en la vegetacion, se describe la disposicion tridimensional de las hojas
e incluye atributos de dosel como la arquitectura, la distribucion del dngulo de las hojas,
la fraccion de cobertura del suelo, la morfologia de las hojas, la heterogeneidad espacial
de la vegetacion, las sombras, la distribucién del tamano de las particulas y la variacion
de la altura de la superficie (rugosidad). En el caso directo de las plantas, la cubierta
vegetal es un medio heterogéneo compuesto de hojas, tallos, troncos, suelos y agua, que
son elementos que presentan respuestas espectrales, son seres vivos sujetos a cambios
estacionales, climéticos e incluso a enfermedades y plagas que afectan la propiedad de
la reflectancia. Debido a estos factores, el comportamiento espectral de la vegetacion es
muy complejo. En la Figura A.1, se presenta una serie de ejemplos de firmas espectrales
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de diferentes tipos de vegetacion y su respuesta en porcentaje de reflectancia. Se puede
observar que de acuerdo con el tipo de objeto varian los porcentajes en las bandas del
espectro.
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Figura A.1. Firmas espectrales de diferente vegetacion y la descripcion de las bandas y sus variables [§].

La vegetacion sana tiene una reflectancia baja en espectro del Visible (VIS). Ademaés, se
presenta un aumento en la banda del verde (500-600 nm) debido al contenido de clorofila.
La reflectancia de la vegetacion es muy alta en la banda del NIR debido a la poca absorcion
de energia por parte de las plantas en esta banda. En la banda del infrarrojo medio (MIR)
hay una disminucion en las longitudes de onda en las que el agua de la planta absorbe la
energia. La vegetacion enferma presenta una disminucion de la reflectancia en las bandas
infrarrojas y un incremento en las bandas del rojo y el azul. La reflectancia de una planta
depende de su contenido en agua, cuando el contenido de agua aumenta, disminuye el
porcentaje de reflectancia debido a que aumenta la absorcion de radiacion por parte del
agua en la planta. En todo cultivo existe una distribucién de radiacion electromagnética
la cual puede ser reflejada, transmitida o absorbida. La firma espectral de cada cultivo
presenta un porcentaje de reflectancia variable por caracteristicas morfologicas, fisiologicas
o la humedad. Una firma espectral es distinta debido las longitudes de onda y propiedades
espectrales de las plantas. Una de las propiedades espectrales de las plantas es la presencia
de clorofila, que es el pigmento mas importante en la fotosintesis. Ademads, durante
ese proceso, existen otros compuestos relacionados con la clorofila como los carotenos
y xantofilas. En la Tabla A.1 se muestran los principales pigmentos y su absorcion
maxima [102,103].

Tanto los pigmentos como la clorofila y los carotenos absorben la luz. Cuando una hoja
esta enferma, la clorofila se degrada mas rapido que los carotenos, y genera un incremento
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Tabla A.1. Principales pigmentos identificados en las bandas de una firma espectral y su absorcion maxima.

Pigmento Banda de Absorciéon (nm)

Clorofila a 420 nm (Violeta), 490 nm (Azul), 660 nm (Rojo)
Clorofila b 435 nm (Violeta), 464 nm (Azul)

p-Caroteno 425 nm (Violeta), 450 nm (Azul), 480 nm (Azul)
a-Caroteno 420 nm (Violeta), 440 nm (Azul), 470 nm (Azul)

Xantofila 425 nm (Violeta), 450 nm (Azul), 475 nm (Azul)

en el porcentaje de reflectancia en la banda del rojo, debido a la reduccion de la absorcion
de la clorofila. Por lo tanto, los carotenos y las xantofilas son mas fuertes en la hojas, y
se visualizan amarillas por la absorcion de la luz azul y la reflectancia de la luz verde y
roja [104].

A.5. Indices de vegetacion

Los indices de vegetacion, se definen como una medida calculada a través de los
porcentajes de reflectancia en diferentes longitudes de onda. Los VIs se construyen a partir
de mediciones de reflectancia en dos o méas longitudes de onda en todo el espectro éptico
para analizar caracteristicas especificas de la vegetacion, como el area total de la hoja y el
contenido de agua. Es un niimero generado por la combinacion de bandas espectrales [1,2].

Los indices se utilizan para discriminar la vegetacion del suelo. Los valores bajos en
los indices indican vegetacion seca, mientras que los valores altos muestran vegetacion
en buenas condiciones. Los indices son combinaciones de porcentajes de reflectancia de
la superficie en dos o mas longitudes de onda disenadas para resaltar una propiedad
particular de la vegetacion. Cada uno de los VIs acentiia una propiedad particular de
la vegetacion. En la literatura cientifica se han publicado més de 150 VIs y la mayoria
se usan para detectar la presencia de pigmentos, agua, carbono, carotenos, xantofilas y
otros parametros de la vegetacion. Cada indice proporciona una propiedad de vegetacion
tnica [5,22,93,94].
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PROCESAMIENTO DIGITAL DE IMAGENES

Una imagen digital es reconocida como una herramienta para extraer caracteristicas. La
imagen es capturada, cuando los fotones se convierten en electrones, y subsecuentemente
se guardan como los valores reales de intensidad. Por medio del uso de un dispositivo se
hace la conversion de fotones eventuales que son mapeados a una posicion en el espacio
para crear una imagen. Se puede ejecutar varias operaciones diferentes sobre una imagen,
por ejemplo: conversion a escala de grises, aplicar filtro de mediana, aplicacion de filtros
adaptativos, deteccion de bordes, operaciones morfologicas, extraccion de caracteristicas
de informacién cuantitativa, entre otras [105,106].

Las técnicas de procesamiento de imagenes han ayudado a la identificaciéon de nutrien-
tes, proteinas, caracteristicas morfolégicas y otras cualidades. Los conceptos fundamentales
de contraste y resolucion de la informacion se relacionan con la calidad de una imagen.
En el area de agricultura es muy eficiente ha crecido ampliamente y de manera eficiente,
en diferentes tareas, por la facilidad de implementacion en sistemas de reconocimiento de
patrones, identificacion de plagas o enfermedades, deteccion de cultivos en mal estado,
evaluacion de calidad de productos, entre otras aplicaciones. En la mayoria de los trabajos
de investigacion se describen los siguientes pasos para el procesamiento de imégenes:
adquisicion, pre-procesamiento, segmentacion, medida (extraccion de caracteristicas),
clasificacion e interpretacion [107].

B.1. Espacios de color

El uso del color en el procesamiento de imagenes estd principalmente motivado por
dos factores, el primero es que el color es un descriptor que simplifica la identificacion y
extraccion de los objetos de una escena; ademas, el ojo humano permite distinguir miles de
colores pero so6lo dos docenas de niveles de gris. Todos los colores que se pueden reconocer
en una imagen son una combinacion de colores primarios rojo, verde y azul. El objetivo de
un espacio de color es facilitar la especificacion de los colores de una forma normalizada. Un
espacio de color es la especificacion de un sistema de coordenadas tridimensional y de un
subespacio en el que cada color se representa por un tinico punto. Entre los espacios de color
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utilizados se encuentran el RGB, HSV, L*a*b y YCbCr. Las caracteristicas de un espacio
de color diferentes de otro son el brillo, el tono y la saturacion. El brillo es la luminosidad
u oscuridad relativa del color y normalmente se expresa como un porcentaje comprendido
entre 0% (negro) y 100 % (blanco). El tono es el color reflejado o transmitido a través de
un objeto. Se mide como un &ngulo en grados, entre 0° y 360°. El tono se identifica por
el nombre del color, como rojo, naranja o verde. La saturaciéon, a veces es conocida como
cromatismo, se refiere a la pureza relativa de la cantidad de luz blanca mezclada con el
tono que es la fuerza del color. La saturacion representa la cantidad de blanco que existe
en proporcion al tono y se mide como porcentaje entre 0% (gris) y 100 % (saturacion
completa). Las coordenadas de tono y saturacion definen la cromaticidad, entonces un
color puede ser caracterizado por su brillo y cromaticidad. A continuacion se presenta una
breve descripcion de los espacios de color.

B.1.1. Espacio de color RGB: rojo, verde y azul

En el modelo RGB cada color aparece en sus componentes espectrales primarios que
son el rojo, el verde y el azul. Este modelo esta basado en el sistema de coordenadas
cartesianas. El subespacio de color de interés es el tetraedro (ver Figura B.1), en el cual
los valores RGB estan en tres vértices; cyan, magenta y amarillo se sitian en otros tres
vértices, el negro corresponde al origen y el blanco se sittia en el vértice mas alejado del
origen. En este espacio, la escala de grises se extiende desde el negro al blanco a lo largo de
la diagonal que une esos dos puntos y los colores son puntos dentro del tetraedro definidos
por los vectores desde el origen. Todos los vectores han sido normalizados, de modo que
el tetraedro de la figura es el tetraedro unitario, es decir, todos los valores de Red, Green
y Blue estan dentro del rango de 0 a 1. Las imagenes en este modelo se forman por la
combinacion en diferentes proporciones de cada uno de los colores primarios RGB. Las
imagenes del modelo de color RGB consisten en tres planos de imagen independientes,
uno por cada color primario. Cuando llegan a un monitor RGB, estas tres imégenes se
combinan en la pantalla fosforescente para producir una imagen en color compuesta.

B.1.2. Espacio de color HSV: tono, saturacién e intensidad

El modelo de color HSV es una transformacion no lineal del modelo RGB en
coordenadas cilindricas de manera que cada color viene definido por las dimensiones tinte
o matiz que es el dngulo que representa el matiz, normalmente definido entre 0° y 360°.
El nivel de saturacién del color es dado entre 0 y 1, en donde el 0 significa que no hay
saturacion alguna (blanco), y 1 indica que seria el matiz en toda su intensidad. Es comin
también observarlo en percentiles 0 %-100 %. El nivel del brillo se identifica entre 0 y 1, en
dénde 0 indica el color negro y 1 el color blanco. Al igual que la saturacion puede darse en
porcentajes entre 0% y 100 %. El nivel medio o normal del brillo del color se representa
por el 50 %. El matiz es una representacion circular estructurada segun la predominancia
de un componente de color RGB. Se ajusta a los valores normales tanto el brillo como la
saturacion en 100 % y 50 %, respectivamente. Las amplitudes para cada tonalidad de color
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Figura B.1. Modelo del espacio de color RGB.

estan en 120° [108].

Mati
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‘ ’ Intensidad

Saturacion

180

Figura B.2. Modelo del espacio de color HSV.

Para el célculo del espacio de color HSV partiendo de una imagen en RGB, se comienza
calculando la saturacion. La Ecuacion (B.1) define el calculo del componente de color S

de HSV.

_ maz(R,G,B) —min(R,G, B)
B max(R, G, B) ) (B-1)

La intensidad se calcula a partir de la Ecuacion (B.2):

S

V =mazx(R,G, B) (B.2)
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Para el calculo del tono (H), es necesario calcular primero R, G’ y B’, los cuales se
obtienen a través de las siguientes Ecuaciones (B.3), (B.4) y (B.5).

, max(R,G,B) — R

= max(R, G, B) — min(R, G, B)) (B:3)

B max(R,G,B) — G )
"~ max(R,G, B) — min(R, G, B)
B max(R,G,B) — B

o= maz(R,G, B) — min(R, G, B)) (B:5)

Si S = 0 entonces el tono se define de otra forma como en las Ecuaciones (C.4), (B.7),
(B.8), (B.9), (B.10) y (B.11):

H =5+ B'R=max(R,G, B),G =min(R,G, B) (B.6)
H =1+ G'R =maz(R,G, B),G # min(R,G, B) (B.7)
H =R +1G = max(R,G, B), B=min(R,G, B) (B.8)
H =3 - B'G=max(R,G, B), B # min(R,G, B) (B.9)
H =3+ G'B =maz(R,G, B) (B.10)
H=5-FR (B.11)

El matiz (H) es entonces convertido a grados multiplicado por 60. Las siguientes
ecuaciones (B.12), (B.13) y (B.14) lo definen.

I = R+G—+B (B.12)
3
S=1- s min(R, G, B) (B.13)
B R+G+B T '
b o1 OB(R-G)+ (R-B) (B14

V(R—G)*+ (R-B)(G - B)

donde I es utilizado en vez de V.

B.1.3. Espacio de color CIEL*a*b: luminancia, coordenadas
cromaticas del verde al rojo y coordenadas del azul al
amarillo

Un espacio de color puede ser descrito como un método para expresar el color de un
objeto usando algin tipo de anotaciéon, como pueden ser los nimeros. La Commission
Internationale de I’Eclairage (CIE), una organizacion considerada como la autoridad en la
ciencia de la luz y el color, ha definido espacios de color, incluyendo CIE XYZ, CIE
L*C*h, y CIE L*a*b*, para comunicar y expresar el color objetivamente. El espacio
de color L*a*b*, conocido como CIELAB, es actualmente uno de los espacios de color
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Verde
_a*

Rojo

Negro

Figura B.3. Modelo del espacio de color L*a*b.

uniformes usado para evaluar el color de un objeto (ver Figura B.3). Este espacio de color
es ampliamente usado porque correlaciona los valores numéricos de color con la percepcion
visual humana. Cuando se clasifican los colores, se muestran en términos de matiz (color),
luminosidad (brillo) y saturacion (vividez). Al crear escalas para éstos atributos, se puede
expresar el color. El espacio de color L*a*b* fue modelado en base al color oponente
que establece que dos colores no pueden ser rojo y verde al mismo tiempo o amarillo y
azul al mismo tiempo. Como se muestra a continuacion, L* indica la luminosidad y a*
y b* son las coordenadas crométicas. Los instrumentos de medicion de color, incluyendo
espectrometros y colorimetros, pueden cuantificar éstos atributos de color facilmente. Ellos
determinan el color de un objeto dentro del espacio de color y muestran los valores para
cada coordenada L*, a*, y b*. Para la conversion de RGB a este espacio de color, primero
se hace la conversion a CIE XYZ y después se pasa al espacio RGB [109]. Esto se define
en las siguientes expresiones:

L x+16 ax
X=X, f!l— 4 — B.15
/ ( 116 +500> ( )
L*x4+16
Y=Y f1f=——— B.1
() (B.16)
Lx+16 bx
Z=7,f ' —— - — B.1
/ ( 116 200) (B.17)
donde
3 sit>4
(B.18)

1 -
== 362 (t — %) deotraforma

y donde 6 = 6/29. Una vez que se tienen XYZ, se procede a la transformacion a L*a*b:

(Y
L::116h<§7)-—16 (B.19)

w
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o500 () () B

om0 () (2 )

ng = { VA g > 0.008856
U= 7.787¢+16/116 ¢ < 0.008856

donde X, Y, v Z, son los valores triestimulos del blanco de referencia.

donde
(B.22)

B.1.4. Espacio de color YCbCr: luma, crominancia
amarillo/azul y crominancia rojo/verde

Se trata de una codificacion no lineal del espacio RGB. El parametro Y indica la
luminancia, los parametros Cb y Cr indican el tono del color en donde Cb ubica el color
en una escala entre el azul y el amarillo y Cr indica la ubicacion del color entre el rojo
y el verde (ver Figura B.4). La transformacion de RGB a YCbCr puede ser ejecutada
utilizando las siguientes ecuaciones (B.23), (B.24) y (B.25).

65.738R  129.057G'  25.064B
+ + +

Y=16+ =55 256 256 (B.23)
b 15 37.2954653 . 74.245964G . 1122.§293 .
L . (B.25)

N

|

|

|
;\\

eoesee
esesey

w Cr

Cb

Figura B.4. Modelo del espacio de color YCbCr.
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B.2. Descriptores de textura

El analisis de textura es un método para el analisis de imagenes y clasificacion. Es la
forma en la que se pueden describir la distribucion espacial de las intensidades las cuales
son ttiles en la clasificacion de regiones similares en diferentes imagenes. El anélisis de
texturas juega un importante papel en muchas tareas de procesamiento de imagenes, desde
percepcion remota hasta imagenes médicas, vision robotica o buscar entre el contenido de
una gran base de datos de imégenes. Por ello en las tiltimas décadas se han propuesto varios
métodos para extraer caracteristicas de textura, pero el problema recae en la dificultad
de encontrar un método 6ptimo. La principal clase de caracteristica extraida depende de
la suposicion de que la textura se puede definir por las propiedades estadisticas locales de
un pixel en escala de grises. A partir del histograma de la imagen se pueden derivar los
estadisticos de primer orden y usarse como caracteristicas de textura. Pronto se sostuvo que
no eran suficientes para una descripcion adecuada de textura y por lo tanto, se introdujeron
estadisticos de segundo orden. Estos se reflejan de forma eficiente en las caracteristicas
computadas a partir de la matriz de co-ocurrencia.

En este proyecto se trabajo con los descriptores de textura definidos por Haralick [98].
Estos descriptores son un conjunto de medidas de textura basadas en el calculo de la matriz
de co-ocurrencia de niveles de color. Son de naturaleza estadistica y para su calculo, es
necesario asumir que la totalidad de la informacion textural de una imagen esta contenida
en las relaciones espaciales que se dan entre los distintos niveles de gris de un objeto.

B.2.1. Matrices de co-ocurrencia de color y niveles de gris

La GLCM es un método estadistico de segundo orden que calcula la frecuencia en la que
un par de pixeles tiene los mismos niveles de gris en una imagen y se aplica conocimiento
adicional obtenido del uso de las relaciones espaciales de los pixeles. La matriz de co-
ocurrencia junta la distribucién de las transiciones de la escala de grises usando informacion
de los bordes. Como, que la mayoria de la informacion requerida para el calculo de los
valores del umbral son embebidos en la GLCM, surge como una simple técnica efectiva.
Considera I como una imagen con 0 a L—1 niveles de grises cuantificados, L es considerado
como 256. La GLCM es calculada sobre la base de dos parametros: distancia relativa (d)
entre par de pixeles y la orientacion relativa () entre aquellos pixeles. En la teoria de
Haralick [98], se crean los vecindarios de pixeles utilizando un pixel central y cuatro pixeles
periféricos los cuales son igualmente espaciados en intérvalos angulares de 45°.

Para una distancia dada d, las coordenadas relativas de los pixeles en periferias del
pixel central son: (0, d), (—d, d), (—d, 0), (—d, —d). El valor de d es considerado como la
unidad para simplificar y reducir la complejidad computacional. La posicion relativa de
los pixeles bien describe las caracteristicas de la imagen.

Siendo d = (a, b) denota el vector desplazado que muestra la posicion relativa de los
pixeles localizados en coordenadas (x, y) y (z + a,y + b), donde a y b son valores enteros.
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En la GLCM los niimeros de filas y columnas son los mismos que L. Siendo C' una matriz
Lx L,y los elementos (7, j) de la matriz representan el par de pixeles contados de la imagen
I en una posicion relativa d y orientacion @, tal que, el primer pixel en una relacion espacial
independientemente de la matriz.

El célculo de las matrices de co-ocurrencia de color (GLCM) es un método comin
para representar la textura de una imagen, simple de implementar y con resultados dentro
de un conjunto de descriptores de textura interpretables. El analisis de textura requiere
que las imé4genes estén cuantificadas en un nimero de niveles de grises. La GLCM es una
matriz cuadrada que tiene la dimension del niimero de N niveles de grises en la ROL. En la
Figura B.5 se presenta el ejemplo de una imagen de 4x4 en dénde se muestran tres niveles
de gris que se representan por valores numeéricos de 1 a 3. La matriz GLCM es construida
considerando la relacion de cada voxel (unidad de un espacio en tres dimensiones) con
su vecindario. En el ejemplo, s6lo se considera el vecino de la derecha. La matriz GLCM
actia como un contador de cada combinacién de pares de niveles de grises en la imagen.
Por cada voxel, su valor de referencia determina la columna de la GLCM vy el valor vecino
que determina la fila. La GLCM normalizada representa la frecuencia o probabilidad de
cada combinacion que ocurre en la imagen [99].

Imagen con niveles
de grises numeéricos

GLCM normalizada
Pl
Vecino de la derecha Y
GLCM ; Valor pixel derecho (j)

'
Valor pixel derecho (j) N 1

g
k ! = I 025|017 0
g 0 o
B ' 5
8 N 3 025 0 |0.08
E 1 /! g
E / =13 0.08]0.17| 0
& 0 ’ G
G o’ g

—— -

Figura B.5. Descripcion del calculo de la GLCM y los descriptores de textura (DTs).

Cada caracteristica de textura es una funcién de los elementos de la GLCM y representa
una relacion especifica entre los voxels vecinos. Las caracteristicas de textura pueden
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indicar por ejemplo el contraste (gran diferencia entre los voxels vecinos) o la entropia
(el orden de la distribucion del nivel de gris en la imagen). Las imagenes necesitan ser
cuantificadas en un bajo nimero de niveles de grises, generalmente en el rango de 8 - 255
para obtener las GLCMs que estan densamente pobladas y atin capturan las texturas en
la imagen. El méximo y minimo de los niveles de gris son importantes cuando la imagen
es cuantificada. Se pueden agrupar en diferentes formas, dependiendo si la imagen esta
escalada globalmente usando méximos y minimos, 6 localmente utilizando el méximo y
minimo de los niveles de gris de la ROI o agrupar arbitrariamente una caracteristica
especifica en la imagen.
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APENDICE

HERRAMIENTAS DE ESTADISTICA
DESCRIPTIVA
C.1. Prueba de Lilliefors

La prueba de Lilliefors es una prueba de normalidad. Es una mejora en la prueba de
Kolomogorov-Smirnov (K-S) que corrige los valores pequetios en las colas de distribucion
de probabilidad. La prueba de Lilliefors se puede usar cuando no se conoce la media de
la poblaciéon o la desviacion estdndar. Es una prueba que permite estimar pardmetros
a partir de una muestra. Un caso especifico de ajuste a una distribuciéon teoérica es la
correspondiente a la distribucién normal. Este contraste se realiza para comprobar si se
verifica la hipotesis de normalidad necesaria para que el resultado sea confiable y se pueda
utilizar para los analisis de varianza [110)].

Para comprobar la hipétesis nula de que la muestra se obtuvo de una poblacion
con distribuciéon de probabilidad normal se puede realizar un estudio analitico. La
hipotesis nula (Hp) para la prueba es que los datos provienen de una distribucion
normal. La hipotesis alternativa (H;) es que los datos no provienen de una distribucion
normal. La prueba asume que se tiene una muestra aleatoria. Si la prueba estadistica es
significativamente grande, se puede rechazar la hipotesis nula y concluir que los datos no
son normales. Las formulas de la prueba de Lilliefors requieren tiempo por los calculos
de las puntuaciones z para cada muestra. Para obtener la prueba de Lilliefors, primero se
calcula X; a través de la Ecuacion (C.1).

Zy =2 i=1,2,.m (C.1)

donde Z; son las puntuaciones z para cada elemento de la muestra, X; es cada elemento
o dato y X es la media de la muestra. Después se calcula la prueba estadistica, la cual es
la funcion de distribucion empirica (EDF) basada en los Z; calculados. Se obtienen por la
Ecuacion C.2.

Ty = max, |F*(x) — S(z)| (C.2)

donde F*(z) es la funcion de distribucion normal esténdar y S, es la funcion de distribucion
empirica de las puntuaciones Z;. Finalmente, se debe buscar el valor critico de la prueba

123



Apéndice C. Herramientas de estadistica descriptiva

en la tabla de valores criticos para la Prueba de Normalidad de Lilliefors (esta tabla se
encuentra en la literatura, en déonde para un valor de n datos, 1,000 o mas muestras fueron
calculadas) y se rechaza la hipotesis nula si la prueba de T7 estadistica es mas grande que
el valor critico [110].

C.2. Analisis de varianza

Un analisis de varianza (ANOVA) es una prueba la hipotesis de que las medias de
dos o mas poblaciones son iguales. Los ANOVA evaltian la importancia de uno o mas
factores al comparar las medias de la variable de respuesta en los diferentes niveles de los
factores. La hipotesis nula (Hy) establece que todas las medias de la poblacion (medias
de los niveles de los factores) son iguales mientras que la hipotesis alternativa establece
que al menos una es diferente. Ademaés verifica si los resultados de un experimento son
significativos. Para ejecutar un ANOVA, debe tener una variable de respuesta continua
y al menos un factor categérico con dos o mas niveles. Los andlisis ANOVA requieren
datos de poblaciones que sigan una distribucién aproximadamente normal con varianzas
iguales entre los niveles de factores. Si el valor p (p — value) es menor que el nivel de
significancia F', entonces se concluye de que al menos un valor medio es diferente. Se
basa en el enfoque en el cual el procedimiento utiliza las varianzas para determinar si
las medias son diferentes. El procedimiento funciona comparando la varianza entre las
medias de los grupos y la varianza dentro de los grupos como una manera de determinar
si los grupos son todos parte de una poblacion méas grande o poblaciones separadas con
caracteristicas diferentes [111|. Este andlisis revisa si se rechaza o acepta la hipotesis
nula (Hp). En cuestiones practicas, se prueba si existe diferencia entre grupos de datos.
Un anélisis de uno o dos factores se refiere al niimero de variables independientes en el
analisis de varianza. Un ANOVA de un factor tiene una variable independiente (con 2
o més niveles), y el caso contrario se tienen dos variables independientes (con multiples
niveles). Los niveles son diferentes grupos en la misma variable independiente [112].

Un ANOVA de un factor se usa para comparar las medias de grupos independientes (no
relacionados). La hipotesis nula para la prueba es que las medias son iguales (Ecuaciones
(C.3) y (C.4)). Por lo tanto, un resultado significativo significa que las medias son
desiguales. Un ANOVA indicard que al menos dos grupos son diferentes entre si. Entre los
resultados se obtienen valores de significancia F'y p — valor:

Ho:pn = pio= .. = ju, = (C.3)

Hy:py # p (C.4)

para todo 7 = 1,2, ..., k. Un ANOVA requiere que los grupos de datos sean son normales,
que las k muestras sean independientes, los grupos tengan igual varianza. El ANOVA se
basa en la descomposicién de la variacion total (suma de cuadrados del total, SCT) de
los datos con respecto a la media global, bajo el supuesto de que Hj se cumpla y que
sea una estimacion obtenida a partir de toda la informacion muestral en dos partes. Una
es la variacion dentro de las muestras (suma de cuadrados de las diferencias, SCD) que
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cuantifica la dispersion de los valores de cada muestra con respecto a sus medias. La
otra, es la variacion entre muestras (suma de cuadrados de error, SCE) que cuantifica la
dispersion de las medias de las muestras con respecto a la media global. Las Ecuaciones
(C.5), (C.6), (C.7) y (C.8) son las necesarias para el célculo de los elementos de este

andlisis. i '
nj
T D i Dim Tif (C.5)
n
k nj
7j=1 =1
kE nj
SCD =" (w; — X;)? (C.7)
j=1 i=1
k
SCE =) (X; — X)*nj (C.8)
j=1

en donde x;; es el i-ésimo valor de la muestra j-ésima, nj es el tamano de la muestra
y X es el valor medio. Cuando la hipotesis nula es cierta, SCE/k — 1y SCD/n — k
son dos estimadores sin sesgo de la varianza y el cociente entre ambos se presenta con la
distribucion F' (distribucion de probabilidad continua) con k — 1 grados de libertad en el
numerador y n — k grados de libertad en el denominador. Por lo tanto, si Hy es cierta,
el cociente entre ambas estimaciones serd aproximadamente igual a 1, de forma que se
rechaza Hj si es diferente de 1 [111,113].

C.3. Prueba de multicomparacion de Tukey

La prueba de multicomparacion de Tukey se utiliza en ANOVA para crear intervalos de
confianza para todas las diferencias en pares entre las medias de los niveles de los factores
mientras controla la tasa de error por grupo en un nivel especificado. Es importante
considerar la tasa de error por grupo cuando se hacen comparaciones miltiples, porque la
probabilidad de cometer un error de tipo I para una serie de comparaciones es mayor que
la tasa de error para cualquier comparacion individual. Para contrarrestar esta tasa de
error mas elevada, la prueba de multicomparacién de Tukey ajusta el nivel de confianza
de cada intervalo individual para que el nivel de confianza simultaneo resultante sea igual
al valor que usted especifique. La prueba se calcula con la Ecuacion (C.9) que calcula el
valor comparador de Tukey.

CME

r

w=q X (C.9)
donde ¢ es el valor obtenido de la Tabla de Tukey (tabla definida en la literatura) para
niveles de significancia del 5% y del 1%. El error estandar de la media o el cuadrado
medio del error (CM E) que se divide entre el ntimero de repeticiones (r). Si la diferencia
entre dos medias es mayor que el comparador, se concluye que no son iguales. Se utiliza el
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mismo comparador para todos los pares de medias que se comparan. La formula es valida
para el caso de experimentos con igual nimero de repeticiones [114,115].
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